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Resumen

La compraventa en ĺınea de veh́ıculos viene creciendo a un ritmo exponencial

tras los cambios en los hábitos de los consumidores que buscan maneras más simples

para comprar un auto. En entornos cada vez más competitivos, aquellas empresas

que logren una correcta estrategia de determinación de precios lograrán también

traccionar ventas y tener una mejor posición en el mercado.

En la presente tesis se utilizaron técnicas de web scraping para recolectar in-

formación significativa del mercado que luego, mediante técnicas de aprendizaje

automático, fue utilizada para predecir los precios de mercado para autos usados.

Se trabajaron diferentes modelos de aprendizaje automático con los datos ob-

tenidos a través del web scraping del principal sitio en ĺınea de compra y venta de

autos usados. Estos datos fueron luego utilizados como insights para medir el precio

del stock de una plataforma que comercializa autos usados.

Como resultado, se obtuvo un modelo con un rendimiento que alcanzó un puntaje

de 371,4 miles de pesos de error absoluto versus valores reales. Dicho modelo tiene

como objetivo ser la base para estimar los precios de mercado, sobre los cuales luego

se trabajará la estrategia de precios que permitirá alcanzar la rentabilidad que la

empresa necesita. Se midió el impacto económico de aplicar esta nueva metodoloǵıa,

y se obtuvo una ganancia de 1,3 millones de dólares para el stock actual de una

compañ́ıa que compra y vende auto en ĺınea.
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Abstract

The online used car industry has been growing at an exponential rate following

changes in consumer habits looking for simpler ways to buy a car. In increasingly

competitive environments, those companies that achieve a correct pricing strategy

will be able to transact sales and have a correct position in the market.

In this thesis, it is argued that, through web scraping techniques, powerful mar-

ket information can be collected that will later, through machine learning tech-

niques, be used to predict market prices for used cars.

Different machine learning models were used with the data obtained through the

web scraper of the main marketplace for buying and selling used cars. That were

later used as insights to measure the price of the stock of a platform that sells used

cars.

As a result, a model was obtained with a performance that reached a score of

371,4 thousand pesos of absolute error versus real values. The objective of this

model is to be the basis for estimating market prices, on which the pricing strategy

that will allow the company to achieve the profitability it needs is then worked on.

The economic impact of applying this new methodology was measured, obtaining a

profit of 1.3 million dollars.
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4.7. Estimación del impacto económico . . . . . . . . . . . . . . . . . . . . . . 36

5. Conclusión 38

5.1. Recomendaciones para el negocio . . . . . . . . . . . . . . . . . . . . . . . 38

5.2. Limitaciones y futuras posibles mejoras . . . . . . . . . . . . . . . . . . . . 38

5.3. Conclusiones finales . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
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4. Gráfico Q-Q del precio de autos usados . . . . . . . . . . . . . . . . . . . . 18
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1. Introducción

1.1. Contexto

El proceso de compra de un automóvil sigue siendo relativamente anticuado y fragmen-

tado en retailers que invierten poco en canales de venta digitales. A su vez, los usuarios

todav́ıa conf́ıan en estos métodos tradicionales, y esto está frenando a la industria. Las

transacciones por medio de una plataforma digital prometen ayudar a superar varios pun-

tos débiles existentes en el customer journey, como el engorroso papeleo y las visitas a

múltiples puntos de venta. También prometen muchos beneficios adicionales y, no menos

importante, el acceso instantáneo a una amplia gama de veh́ıculos y la fácil evaluación

comparativa de precios. En consecuencia, el mercado automoviĺıstico tiene grandes des-

af́ıos con respecto a la digitalización y, más espećıficamente, las ventas en ĺınea.

Panorama del mercado: un sector atractivo con un panorama competitivo fragmentado

Los autos usados son un mercado en crecimiento impulsado principalmente por la

cantidad de veh́ıculos en uso, que a su vez está determinado por el crecimiento de la

población y las tasas de uso de veh́ıculos per cápita [2]. La inercia de este crecimiento

ayuda a que el mercado sea resistente. El comercio minorista de automóviles usados (B2C)

está abrumadoramente dominado por los distribuidores f́ısicos tradicionales. Esto deja solo

una fracción del mercado ocupada por dos nuevas categoŕıas: pequeños retailers en ĺınea

y nuevos retailers en ĺınea [13].

Como sugiere el nombre, los retailers en ĺınea ejecutan la mayor parte de su proceso

de ventas en ĺınea; los ejemplos en el mercado argentino incluyen Kavak, con sede en

Mexico y operación en Chile, COlombia, Peru y Brasil; y Karvi con sede en Argentina y

operación en Argentina y Brazil. Por el otro lado, los nuevos reatilers en ĺınea son gene-

ralmente jugadores establecidos en la parte superior de la cadena de valor que también

han comenzado a vender sus veh́ıculos directamente, principalmente en ĺınea. Incluyen

arrendadores, compradores en efectivo C2B y plataformas de subastas, como Toyota con

www.toyotausados.com.ar o Car One con www.carone.com.ar.

El auge online: cómo las ventas digitales están acelerando el mercado de autos usados

Comprar un automóvil usado de un concesionario es un proceso que presenta múltiples

complicaciones y numerosos puntos débiles en el camino. La mayoŕıa de los clientes poten-

ciales comienzan investigando en Internet. Pero, de inmediato, se enfrentan a dificultades,

ya que muchos sitios web de autos usados ofrecen una experiencia de usuario deficiente

y poca información, como especificaciones y fotos, sobre los veh́ıculos disponibles. Para
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recopilar toda la información que necesitan, los clientes a menudo necesitan visitar varios

puntos de venta diferentes. Esto es una pérdida de tiempo y también limita su elección a

los veh́ıculos disponibles en su localidad. Los clientes también se sienten frustrados cuando

intentan obtener la mejor valoración para su veh́ıculo de intercambio, ya que esto suele

requerir varias visitas más a los concesionarios.

Los peligros de comprar un auto usado de la manera tradicional

El proceso de compra también es accidentado. A los clientes no les gusta la complejidad

y la cantidad de papeleo involucrado, generando frustración entre los compradores de

automóviles tal como muestra la Figura 1. También les frustra la falta de transparencia en

los precios y son reacios a negociar. No tener un solo punto de contacto en el concesionario

para facilitarles el proceso de venta es otra pesadilla. Por último, los clientes perciben las

fechas de entrega estimadas como poco confiables y resienten los largos tiempos de espera

que implica el proceso [3].

Figura 1. Estudio de CoxAutomotive 2019 para los compradores de auto en EE.UU.

El potencial de las ventas online

En el retailer online, las ventas online están ayudando a mejorar la experiencia del

cliente. Cada vez más usuarios recurren a estos vendedores minoristas para comprar pro-

ductos, y se agregan más y más categoŕıas de productos todo el tiempo. Esto está ge-

nerando confianza y creando hábitos de compra duraderos. La tendencia es impulsada

tanto por los jóvenes como por las generaciones mayores que prueban las compras onli-

ne por primera vez. Además, la pandemia de Covid-19 ha acelerado la tendencia hacia
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las compras en ĺınea, aumentando la penetración online y cambiando el comportamiento

del consumidor. La industria minorista de autos usados también está aprovechando esta

tendencia [1].

En respuesta, los vendedores están optimizando la experiencia del cliente para hacerla

más simple y accesible, aśı como también, impulsando desarrollos tecnológicos en torno a

la experiencia del usuario y a la simplificación del pago para facilitar el proceso.

Los clientes están empezando a esperar una experiencia completamente digital que

brinde soluciones a los puntos débiles del proceso de compraventa de autos. Esto incluye

acceso instantáneo a una amplia gama de veh́ıculos, recomendaciones personalizadas, com-

paraciones de precios, menos o incluso ningún papeleo, y entregas a domicilio de veh́ıculos.

También está claro que los compradores valoran una plataforma y una experiencia fluida

con el vendedor: Carvana, el canal minorista estadounidense de autos usados, ha logrado

altas calificaciones de satisfacción del cliente, con un puntaje neto de promotor en 2020

de 82pp [4].

Los factores clave detrás de una transformación digital exitosa

La digitalización no solo significa tener un sitio web elegante; para ser una plataforma

exitosa, las empresas necesitan un modelo de negocio orientado digitalmente, que difiera

significativamente del modelo minorista tradicional. Podemos identificar seis factores clave

de éxito para ayudar a las plataformas digitales a desarrollar dicho modelo [13]:

A. Construir una marca fuerte: Esto ayudará a la confianza de los potenciales

compradores sobre la compra de un automóvil usado v́ıa la plataforma.

B. Adoptar un negocio basado en datos: Se trata de generar estos datos a partir

de los usuarios que navegan en su web y entender su comportamiento para luego

fortalecerlos agregando datos externos del mercado y de la competencia. Por otro

lado, para aprovechar estos valiosos datos, debe implementarse un procesamiento

de datos avanzado para mejorar su evaluación.

C. Combinar el mundo digital con el mundo f́ısico: Es esencial disponer de puntos

f́ısicos de retiro y entrega, tanto para el reconocimiento de la marca como para la

optimización de costos.

D. Establecer centros de reacondicionamiento avanzados: El reacondiciona-

miento es un paso clave en la cadena de valor porque representa un elemento de gran

costo y porque impulsa la calidad de los autos usados. Debe hacerse internamente

ya que permite diferenciarse de la competencia en dos dimensiones principales. En
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primer lugar, el proceso de renovación en śı mismo, que debe ser ágil para optimizar

los costos y el tiempo de entrega. En segundo lugar, la maximización del valor de la

renovación, que requiere una consideración detallada tanto del valor creado para los

clientes como del costo de la renovación (es decir, qué renovación debe realizarse y

mediante qué proceso).

E. Controlar estrictamente los flujos loǵısticos: el mercado de autos usados online

genera importantes flujos loǵısticos, ya sea para la toma de autos, las entregas

a domicilio o los traslados desde y hacia centros de rehabilitación. Una estrecha

gestión de estos temas es clave para ofrecer entregas y recogidas rentables, rápidas

y confiables a los clientes finales.

F. Garantizar que el abastecimiento de veh́ıculos sea eficiente y diversificado:

el mercado de autos usados es principalmente un negocio de suministro; por lo

tanto, ofrecer la combinación adecuada de veh́ıculos (en términos de marca, modelo

de venta online de autos usados, la configuración, el kilometraje, la edad, etc.)

para satisfacer la demanda es clave para superar a la competencia. Para hacerlo, los

actores deben tener acceso rápido a los veh́ıculos correctos a los mejores precios y, por

lo tanto, deben aprovechar múltiples canales de abastecimiento, como intercambios

de clientes, subastas y empresas de arrendamiento.

1.2. Problema

Un modelo comercial orientado digitalmente que integre con éxito estos factores claves

de éxito garantizará que un canal de autos usados online sea competitivo en el precio del

veh́ıculo en comparación con un canal tradicional. De hecho, la competitividad seguirá au-

mentando junto con los volúmenes de venta online gracias a los efectos de escala (medios,

TI, loǵıstica, etc.). Esta competitividad de precios, combinada con una mejor experiencia

del cliente, permitirá que el canal online supere a los canales tradicionales y representen

una mayor participación del mercado a largo plazo.

Además de la competitividad de los precios, los seis factores claves de éxito también

influyen en la competencia en el mercado. Cada uno representa una importante barrera

de entrada, especialmente la creación de marca y la adopción de factores comerciales ba-

sados en datos. Estas barreras son relevantes para todos los actores del mercado porque

el comercio minorista online requiere activos que no son necesarios para las ventas tra-

dicionales. La combinación de barreras de entrada y efectos de escala creará un mercado

mucho más concentrado y rentable que el actual mercado tradicional de autos usados.

El principal desaf́ıo de estas plataformas es determinar cuál es el precio de mercado

del auto usado que se quiere comprar y sobre ese precio definir la estrategia de precios
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que les permita la rentabilidad. A su vez, ese desaf́ıo en el mercado argentino es mucho

mayor dada la inflación que sufre Argentina (actualmente, se estima al menos un 50%

anual) y requiere una constante actualización de precios para garantizar la rentabilidad

del negocio.

En este trabajo de tesis, se busca encontrar en mejor precio de mercado para una

empresa privada que funciona como un retailers en ĺınea. Esta empresa privada compra y

vende autos usados y el éxitos de su negocio es conocer el precio de mercado de los autos

usados a los cuáles luego se le aplica una estrategia de precios para alcanzar sus objetivos

financieros.

1.3. Objetivo

Utilizando técnicas de Web scraping, se colectará información de un reconocido merca-

do de compra y venta de autos. Luego, con técnicas de aprendizaje automático (o machine

learning), se utilizarán los datos recolectados para estimar el precio de mercado de ciertos

autos usados.

Con los precios de mercado se buscará entender si el inventario de esta plataforma

online requiere un cambio en la poĺıtica de precios que tenga como resultado las siguientes

sugerencias:

1. Bajar el precio: Para liquidar el stock inmovilizado

2. Subir el precio: En casos donde se esté ofreciendo un precio menor al mercado

3. Mantener la estrategia de precios

Y, por otro lado, la captura de perspectivas de mercado retroalimentará a los equipos

de compra de autos para corregir la poĺıtica de nuevas adquisiciones con el objetivo de

tener un stock saludable en términos de rotación y valoración del mercado.
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2. Datos

Para este estudio, se utilizó datos públicos y privados, que fueron relacionados para

trabajar el problema de negocio.

Los datos públicos utilizados fueron extráıdos de la web de Mercado Libre. Para la

extracción de esta información se utilizaron técnicas de Web scraping. Por un lado, una

técnica inicial sencilla de web scraping y, luego, se buscó enriquecer la base utilizando la

API (Application Programming Interface) pública de Mercado Libre de donde se obtuvo

un mayor grado de detalle de la información de las publicaciones.

Es importante destacar que se utilizó Mercado Libre como fuente de datos ya que es

el sitio de e-commerce número uno del páıs para la compra y venta de autos usados. Y a

su vez, se validó que las publicaciones de Mercado Libre sean marcas y modelos de autos

que la empresa privada tiene disponible en su stock.

2.1. Datos privados

Estos datos fueron provistos por una empresa privada la cual compartió los datos del

stock actual. En este momento contaba con un stock a la venta de 2.000 autos. Su stock

cuenta con 23 marcas diferentes y 133 modelos distintos de autos. Se buscarán los precios

asociados a estas marca-modelo en las publicaciones de Mercado Libre.

2.2. Datos públicos

2.2.1. Web scraping

Se utilizaron técnicas de web scraping para extraer información de Mercado Libre.

Scraping es el proceso de extraer, copiar, filtrar o recopilar datos; la extracción de datos

de la web (comúnmente conocidos como sitios web o páginas web, o recursos relacionados

con Internet) normalmente se denomina web scraping.

Web scraping es un proceso de extracción de datos de la web que es adecuado para

ciertos procesos. La recopilación y el análisis de datos, y su participación y toma de deci-

siones, además de las actividades relacionadas con la investigación, hacen que el proceso

de web scraping sea sensible para todo tipo de industria.

La popularidad de Internet y sus recursos está provocando que los dominios de infor-

mación evolucionen cada d́ıa, lo que también provoca una demanda creciente de datos

sin procesar. Los datos son el requisito básico en los campos de la ciencia, la tecnoloǵıa y

la gestión. Los datos recopilados y organizados se procesan con diversos grados de lógica

para obtener información y obtener más información[5].
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Para realizar el web scrapper se utilizaron las bibliotecas Selenium y Beautiful soup

para extraer los datos del código html de la web.

Selenium

Selenium es una poderosa herramienta de web scraping desarrollada originalmente

para probar sitios web. En estos d́ıas, también se usa cuando se requiere una represen-

tación precisa de los sitios web, tal como aparecen en un navegador. Selenium funciona

al automatizar los navegadores para cargar el sitio web, recuperar los datos requeridos e

incluso tomar capturas de pantalla o afirmar que ciertas acciones ocurren en el sitio web.

Selenium no contiene su propio navegador web; requiere integración con navegadores de

terceros para ejecutarse. En este caso, se ejecutó Selenium con Firefox abriéndose una

instancia de Firefox en la pantalla desde donde se navego al sitio web y realizó las accio-

nes especificadas en el código[16].

Beautiful Soup

Beautiful Soup es una biblioteca de Python destinada principalmente a analizar y

extraer información de una cadena HTML (HyperText Markup Language). Viene con

una variedad de analizadores de HTML que permiten extraer información incluso de un

HTML mal formateado, lo que desafortunadamente es más común de lo que se supone[18].

De la web de Mercado Libre se extrajo información de las publicaciones de autos

usados; cada publicación cuenta con la siguiente información:

Precio

Moneda

Localidad

Provincia

Kilometraje

Año

Marca

T́ıtulo

En la Tabla 1, se puede observar una muestra de estos datos.
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Tabla 1. 10 primeras ĺıneas de la base de publicaciones obtenidas medianteWeb scraping
de Mercado Libre

2.2.2. API de Mercado Libre

Por otro lado, se creó una aplicación de Mercado Libre para realizar consultas a la

API (Application Programming Interface) con el objetivo de obtener mayor información y

un mejor resultado de predicción. Una API define una sintaxis estandarizada que permite

que una pieza de software se comunique con otra pieza de software, aunque puedan estar

escritas en diferentes idiomas o estructuradas de manera diferente. La documentación de

estas API generalmente describe rutas o puntos finales, como URL (Uniform Resource

Locator) que puede solicitar, con parámetros variables, ya sea en la ruta de la URL o

como parámetros GET. Mercado Libre proporciona en detalle la documentación de su

API desde su sitio de desarrolladores. La respuesta de la API generalmente se devuelve

en formato JSON (JavaScript Object Notation) o XML (Extensible Markup Language).

JSON es mucho más popular en los tiempos modernos que XML, pero aún puede ver

algunas respuestas XML, y el formato de respuesta de Mercado Libre [17].

A los campos mencionados arriba se sumaron los siguientes campos de interés:

Cantidad de puertas

Tipo de combustible
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Versión

Tipo de Motor

Transmisión

2.2.3. Preprocesamiento de datos: Web scraping

En primer lugar, se analizó la calidad de los datos del conjunto. Este conjunto contiene

información de 43.736 publicaciones de Mercado Libre que se obtuvieron con el web scraper

construido. A su vez, dado que el scrapper obtuvo publicaciones en pesos y dólares, se

decidió retener únicamente aquellas en pesos y eliminar las publicaciones en dólares,

achicando el conjunto de datos a 35.705 publicaciones.

Por otro lado, se observó si los datos teńıan valores nulos y la única variable que

presentó vaćıos fue la variable ‘Provincia’ que contaba con nueve valores nulos. Por último,

fue necesario reprocesar el t́ıtulo de manera tal de obtener el modelo del auto. Para ello,

se buscó dentro del t́ıtulo partiendo del listado de modelo de la base privada. Tras crear

esta variable, se observaron 3.836 modelos que no se encuentran en la base privada . Estos

fueron eliminados resultando en un conjunto de datos final de 31.869 observaciones.

2.2.4. Preprocesamiento de datos: API

En primer lugar, se analizó la calidad de los datos de la base total, que cuenta con

72.890 publicaciones únicas con 27 caracteŕısticas diferentes. Por otro lado, se observó

si los datos teńıan valores nulos; 23 de ellas cuentan con valores nulos, de las cuales 10

teńıan al menos un 90% de valores nulos por lo tanto fueron eliminadas del conjunto de

datos.

A su vez, dado que se obtuvieron publicaciones en pesos y dólares, se conservaron

únicamente aquellas en pesos, eliminando 10.454 publicaciones. Tras eliminar las publi-

caciones en dólares, se obtuvo una base de 49.058 publicaciones.

2.3. Análisis exploratorio

En esta sección, se hará un análisis descriptivo y exploratorio de las publicaciones ex-

tráıdas de Mercado Libre para poder obtener los primeros insights sobre las caracteŕısticas

de las publicaciones.

Los datos de Mercado Libre fueron extráıdos en el mismo peŕıodo para ambas técnicas

y se hubiera esperado recolectar un volumen de publicaciones similar; sin embargo, tal

como se mencionó en la Sección 2.2.3. y Sección 2.2.4. las publicaciones obtenidas por
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la API fueron 49.058 vs 35.705 publicaciones resultantes del webscraper. Al utilizar dife-

rentes técnicas se nota un diferente alcance de las publicaciones pero con un distribución

similar. Por lo tanto, usaremos la base de datos de la API para explorar el comportamiento

de las diferentes variables.

2.3.1. Variable a predecir: precio

El precio, la variable dependiente a predecir con nuestros modelos, tiene un valor

medio de 2.88 millones de pesos argentinos con un desvió estándar de 2.76 millones de

pesos argentinos. En la Figura 2 podemos observar un histograma del precio con un 8,4%

de las publicaciones a más de un desv́ıo estándar de la media.

Figura 2. Histograma del Precio

Figura 3. Histograma del Ln(Precio)
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Por otro lado, se buscó entender cuál es la distribución del logaritmo del precio para

comprender si el precio tiene una distribución log normal. Y en la Figura 3, se puede

sospechar que lo tiene. A su vez, para confirmar la hipótesis de que el logaritmo del precio

tiene una distribución normal, se realizó la prueba de Shapiro-Wilk. Esta prueba evalúa

una muestra de datos y cuantifica la probabilidad de que los datos se hayan extráıdo

de una distribución gaussiana, nombrada aśı por Samuel Shapiro y Martin Wilk. En la

práctica, se cree que la prueba de Shapiro-Wilk es una prueba confiable de normalidad

[22]. La función shapiro() de SciPy calculará el Shapiro-Wilk en un conjunto de datos

determinado. La función devuelve tanto la estad́ıstica W calculada por la prueba como el

p valor. Esta prueba tiene la hipótesis nula de que la variable analizada representa una

distribución normal.

Tras realizar esta prueba en el logaritmo del precio y precio se puedo confirmar ambos

test arrojaron un p valor menor a 5% por lo tanto hay evidencia para rechazar la hipótesis

nula de este test; y podemos confirmar que la variable logaritmo del precio no tiene un

distribución normal.

Finalmente, se trazó un gráfico QQ, abreviatura de gráfico ✭✭cuantiles-cuantiles✮✮, es un

tipo de gráfico que podemos usar para determinar si un conjunto de datos proviene o no

de alguna distribución teórica. Muchas pruebas estad́ısticas suponen que un conjunto de

datos sigue una distribución normal y, a menudo, se utiliza una gráfica QQ para evaluar si

se cumple o no este supuesto. Aunque un gráfico QQ no es una prueba estad́ıstica formal,

proporciona una manera fácil de verificar visualmente si un conjunto de datos sigue una

distribución normal y, de no ser aśı, cómo se viola esta suposición y qué puntos de datos

pueden causar esta violación. Podemos observar en la Figura 5 cómo luce un gráfico QQ

para el precio y en la Figura 5 para el logaritmo del precio. Si bien el logaritmo del precio

no es normal, la inspección del gráfico QQ nos muestra que esta variable es más parecida

a una normal que el precio.
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Figura 4. Gráfico Q-Q del precio de autos usados

Figura 5. Gráfico Q-Q del Logaritmo del precio de autos usados

2.3.2. Kilometraje

Las publicaciones tienen un kilometraje promedio de 113.658 kilómetros, con un desv́ıo

estándar de 155.042 kilómetros. En la Figura 6 podemos observar un histograma de esta

variable en donde se puede observar un 3,5% de las publicaciones a más de un desv́ıo

estándar de la media. En la Figura 7, se puede observar que el conjunto de datos cuenta

con publicaciones cuyo kilometraje supera los seis d́ıgitos.

18



Figura 6. Histograma de kilómetros

Figura 7. Boxplot de kilómetros

Con el objetivo de entender la calidad de estas publicaciones con la hipótesis de que

son publicaciones con errores o poco representativas de la muestra que se busca analizar,

se buscó mayor detalle en la publicación de Mercado Libre. En esta búsqueda se confirmo

que aquellos autos de más de 999.999 kilómetros efectivamente son errores de publicación

dado que en la imagen del tablero que muestra el kilometraje real del auto se observó

un kilometraje menor o mismo en la descripción se indica que son autos 0 km. Con esta

observación, se decidió eliminar aquellas publicaciones que superan los 999.999 kilóme-

tros ya que no son representativos para estudiar el precio de mercado, se eliminaron 42

observaciones.
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Con esta limpieza, el kilometraje promedio bajó 111.103 kilómetros, con un desv́ıo

estándar de 80.525 kilómetros. Se puede observar cómo se distribuyen los kilométros luego

de esta corrección en la Figura 8.

Figura 8. Histograma de kilómetros sin Outliers

2.3.3. Año

Las publicaciones tienen un año de fabricación promedio del 2.013, con un desv́ıo

estándar de 7 años. En la Figura 9 podemos observar un histograma de esta variable en

donde observar un 7,2% de las publicaciones a más de un desv́ıo estándar de la media;

con el auto más antiguo fabricado en el 1954 observable en la Figura 10año.

Figura 9. Histograma de año
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Figura 10. Boxplot de año

Al igual que para los kilómetros, se buscaron las publicaciones de año de fabricación

más bajas. Y se observó que estas publicaciones eran autos en mal estado mecánico fuera

de funcionamiento, por lo tanto se decidió solo trabajar con los autos fabricados de 1990

en adelante. A su vez, dado que la empresa privada trabaja con autos semi nuevos, las

publicaciones de 1990 en adelante son más representativas de los autos que se quiere

estudiar el precio de mercado. Se eliminaron del conjunto de datos 416 observaciones,

reduciendo el desv́ıo estándar a 5,8 años.

2.3.4. Variables numéricas y relación con el precio

Finalmente, si se observa cómo se comportan estas variables con el precio, es posible

notar que el kilometraje tiene una correlación inversa al precio (Figura 11), mientras que

el año tiene una correlación negativa al precio (Figura 12).
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Figura 11. Relación entre kilometraje y logaritmo de precio

Figura 12. Relación entre el año y el logaritmo de precio

2.3.5. Variables categóricas

Por un lado, se dispone del detalle de la fabricación de los autos en las variables marca,

modelo y versión.

La publicación de autos usados de Mercado Libre se encuentra representada por 23

marcas (representadas en la Figura 13). Sin embargo, solo 6 representan el 80% de las
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publicaciones. A su vez, las marcas tienen el promedio 5,3 modelos y los modelos tienen

11,5 versiones diferentes, cuyo resultado arroja 1.399 Marca-Modelo-Versión diferentes.

Figura 13. Ranking de marcas por publicaciones

Por ejemplo, si se toma el modelo Cruze II, su respectiva marca es Chevrolet, que

cuenta con 8 versiones diferentes observables en la Tabla 2.

Tabla 2. Versiones para un Chevrolet-Cruze II
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Por otro lado, el detalle de la provincia y ciudad donde se encuentran estos autos, da

como resultado el 26% de las publicaciones en la Capital Federal.

2.4. One hot encoding

La base de datos contiene variables categóricas como, por ejemplo, la marca de los

autos. Es por ello que se tuvo que recurrir a un método de codificación para convertir

estas categoŕıas no numéricas en un valor numérico para que puedan ser trabajadas en

los modelos.

El método utilizado fue One Hot Encoding [25], donde cada bit representa una cate-

goŕıa posible. Si la variable no puede pertenecer a varias categoŕıas a la vez, entonces solo

un bit en el grupo puede estar “activado”. Por lo tanto, una variable categórica con k

categoŕıas posibles se codifica como un vector de caracteŕısticas de longitud k.

En la Figura 14, se puede observar distintos valores que toma la variable Marca y

cómo quedaŕıa esta variable una vez procesada con el método de One Hot Encoding.

Figura 14. One Hot Encoding de una variable categórica de 4 valores

2.5. Separación conjunto de entrenamiento, conjunto de testeo

y evaluación de performance

Conocida la base de datos, se procedió a separarla en dos: conjunto de entrenamiento

y conjunto de testeo. Esto se hizo con el objetivo de evaluar correctamente la performance

de los modelos en datos desconocidos, el conjunto de testeo, y entrenar los modelos con el

conjunto de entrenamiento (Figure 15). Con el conjunto de entrenamiento, se evaluarán

los hiperparámetros mediante el aprendizaje supervisado por la variable a predecir, y

posteriormente testear sus errores de predicción de la variable numérica en el conjunto de

testeo.

La razón por la cual se decidió emplear esta técnica se debe a que es una de las

maneras más simples de simular los comportamientos sobre los datos desconocidos, y su

costo de cómputo es relativamente bajo. La desventaja a tener en cuenta es que tiene una

dependencia del azar, es decir, de cómo se separan las submuestras dentro del conjunto

de entrenamiento.
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Figura 15. Separación de la base de datos en conjunto de entrenamiento y testeo

Con respecto a esta etapa, se tomaron dos decisiones para los modelos a entrenar:

La separación de estos conjuntos se realizó de manera aleatoria, con el objetivo de

disminuir los posibles sesgos dentro del conjunto de datos, y maximizar la perfor-

mance de los modelos.

Asignarle el 20% del conjunto de datos al conjunto de testeo, dado que se cuentan

con suficiente volumen de datos, y aśı poder mejorar el cómputo de la performance

de los modelos.

2.6. Github: Repositorio de Tesis

A modo de contribución a la comunidad, se expusieron en un repositorio de GitHub

(https://github.com/lucialopezwallace/tesis-mim) los códigos de esta tesis; compartiendo

las técnicas de web scrapping utilizadas, las bases extráıdas de Mercado Libre y los modelos

utilizados con su respectivos hiperparámetros.

Los individuos interpretan y utilizan la información de Github sobre las acciones de

otros. Se descubrió cuatro caracteŕısticas clave del uso de plataformas colaborativas: ge-

neración de compromiso, mayor calidad del trabajo, generación de importancia para la

comunidad y de relevancia personal. Estas caracteŕısticas respaldan la colaboración, el

aprendizaje y la gestión de la reputación en la comunidad. La transparencia en GitHub

permite aprender de las acciones de otros desarrolladores; ser capaz de ver cómo alguien

más codifica, a qué prestan atención los demás y cómo resolver problemas, respaldando

el aprendizaje de la codificación y acceder a un conocimiento superior [7].
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3. Metodoloǵıa

3.1. Aprendizaje supervisado

Los problemas de aprendizaje automático pueden pertenecer a una de estas dos cate-

goŕıas: supervisado o no supervisado. Para un aprendizaje supervisado, cada observación

de la medición del predictor xi, i=1, ..., n tendrá asociado una respuesta yi. El objetivo

de dicho aprendizaje es el de ajustar un modelo que relacione la respuesta con la del

predictor, con el objetivo de predecir con precisión la respuesta para futuras observacio-

nes (predicción) o bien comprender mejor la relación entre la respuesta y los predictores

(inferencia) [10].

Por el contrario, el aprendizaje no supervisado describe una situación de mayor com-

plejidad donde para cada observación i= 1, ..., n, se observa un vector de medidas xi pero

sin respuesta asociada yi. No es posible ajustar un modelo supervisado ya que no hay

una variable de respuesta a predecir. La situación se denomina no supervisada ya que se

carece de una variable de respuesta que pueda supervisar el análisis.

Dado que se dispone de precios de mercado según ciertas variables se abordó el pro-

blema con aprendizaje supervisado.

3.2. Problema de regresión

Las variables pueden ser caracterizadas cómo cualitativas o cuantitativas. Las variables

cualitativas toman valores en una de K clases o categoŕıas diferentes y hacen referencia a

un problema de clasificación (ej. si una persona entra en default o no; la marca a la que

pertenece un producto, entre otros); mientras que las variables cuantitativas toman un

valor numérico y hacen referencia a los problemas de regresión (ej. precio de un inmueble,

precio de una acción, edad, entre otros) [11].

Se abordará un problema de regresión dado que se busca predecir el valor de un auto

con ciertas caracteŕısticas.

3.3. Modelos

Con el objetivo de entrenar un modelo de regresión con buena capacidad de predicción,

se utilizaron dos algoritmos de aprendizaje supervisado:

Modelo de regresión lineal

Modelo de XG-Boost
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El modelo de regresión lineal actuó como modelo sencillo y de base para el análisis y

luego se trabajó con el modelo XG-Boost buscando mejorar la predicción de dicho modelo.

Para estos dos algoritmos, se buscaron los hiperparámetros óptimos de cada uno, de

forma tal de obtener la máxima capacidad predictiva, y se seleccionó aquel que logró el

mayor grado de precisión.

3.3.1. Regresión lineal

La regresión lineal es uno de los algoritmos de aprendizaje automático más simples y

comunes. Se usa comúnmente en métodos de investigación matemática, donde es posible

medir los efectos predichos y modelarlos contra múltiples variables de entrada. Es un

método de evaluación y modelado de datos que establece relaciones lineales entre variables

que son dependientes e independientes. Este método modelaŕıa aśı las relaciones entre las

variables dependientes y las variables independientes desde el análisis y el aprendizaje

hasta los resultados del entrenamiento actual [15].

A los efectos de este análisis, se trabajó con una regresión lineal múltiple ya que se

dispone de más de una variable independiente. Para la implementación en Python, se

utilizó scikit-learn. La libreŕıa Scikit-Learn proporciona una función llamada LinearRe-

gression para hacer justamente este trabajo, y de esta forma ahorrarnos todos los cálculos

matemáticos [19].

3.3.2. XGBoost

XGBoost es un algoritmo de la familia de los “boosting algorithms” muy eficiente en

la reducción del sesgo y de las variantes de un modelo como aśı también es eficiente en

memoria, rápido y de gran poder predictivo [9]. Particularmente implementa ”gradiente

boosting algorithm“, donde se crean muchos árboles de decisión a partir de los datos

de entrenamiento de manera secuencial y donde cada árbol utiliza información del árbol

anterior. Puntualmente, cada nuevo árbol tiene el objetivo de explicar los residuos del

modelo previo. Es por esto que se suele decir que son algoritmos que “aprenden despacio”.

Entrenar todos los árboles de forma simultánea es un problema muy complejo e imposible

computacionalmente. Por lo tanto, se opta por entrenar sucesivamente uno por vez [6].

3.3.3. Optimización de hiperparámetros

La estrategia utilizada para encontrar los mejores hiperparámetros fue mediante una

búsqueda aleatoria. Alternativamente, también se buscó optimizar los hiperparámetros;

sin embargo, esta técnica no trajo mejores resultados de predicción. Se demostró que la

búsqueda aleatoria es una forma mucho más eficiente en términos de error para nuestro
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modelo. La metodoloǵıa consiste en definir un rango de posibles valores para cada hiper-

parámetro y luego, aleatoriamente, seleccionar uno para cada uno. De esta forma quedan

seleccionados los hiperparámetros correspondientes para un posible modelo. Repitiendo

esto varias veces, quedan armados distintos modelos a evaluar.

En la Tabla 3, se puede observar una muestra de los hiperparámetros optimizados en

nuestro modelo XGBoost.

Tabla 3. Hiperparámetros de XGBoost a optimizar

3.4. Métrica de evaluación de modelos

Para poder medir la performance de cada uno de los modelos descriptos en la Sección

3.1. Modelos, y aśı poder elegir aquel de mayor performance, se utilizaron las métricas de

ráız del error cuadrático medio (RMSE), error medio absoluto (MAE) y error cuadrático

medio (MSE).

Como métrica principal de análisis y comparación de la performance de los modelos,

se utilizó el MAE, considerando que esta métrica es más natural y menos ambigua que

RMSE, tal como se debate en [24]. RMSE es menos apropiada por ser una función de tres

caracteŕısticas de un conjunto de errores, en lugar de uno (el error promedio). Finalmente,

estas métricas serán calculadas utilizando el módulo sklearn.metrics.

3.4.1. Error medio absoluto

El error absoluto medio o “MAE” es la media de la diferencia absoluta entre los puntos

de datos reales, y la salida predicha. Es una medida robusta a outliers; sin embargo, no

ayuda a entender si se trata de una sobreestimación o subestimación de los datos.
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3.4.2. Error cuadrático medio

El error cuadrático medio o “MSE” es la media de la diferencia entre los puntos reales

de datos y la salida predicha, al cuadrado. Este método penaliza más las diferencias

mayores y es el estándar en los problemas de regresión porque es la métrica que optimiza

el algoritmo de cuadrados mı́nimos. A diferencia de MAE, no es robusta a valores outliers.

3.4.3. Ráız del error cuadrático medio

Dado que el MSE se encuentra elevado al cuadrado, el valor no puede ser comparado

con las mismas unidades del valor real. El error cuadrático medio o ”RMSE” es la ráız de

la media de los errores elevados al cuadrado, es decir, el MSE. Es una medida que ayuda

a comparar qué tan dispersos están los errores. Suele ser mayor o igual a MAE.
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4. Resultados

4.1. Descripción del análisis predictivo

Una vez realizado el análisis descriptivo e identificados los mejores insights y ajustes

a realizar con el conjunto de datos, se procedió a realizar el análisis predictivo. Dicho

análisis incluye la anticipación a futuros eventos/tendencias y mineŕıa de datos. Para esta

sección, los objetivos del análisis fueron:

Definir la variable del conjunto de datos que se va a predecir.

Mediante enfoque de aprendizaje automático, entrenar diferentes modelos que pre-

digan dicha variable, logrando los mayores niveles de certeza posibles.

Medir resultados con mı́nimo de MAE.

Asegurarse de emplear las técnicas correctamente, sin riesgo a cometer data leakage

[26].

4.2. Modelo de regresión

Tal como se mencionó en la Sección 3.1.1. Modelo de Regresión Lineal, se trabajó

con este modelo como base de nuestra predicción. Se analizarán los resultados tanto para

el conjunto de datos obtenidos con el web scapper como el que se obtuvo con la API. Por

otro lado, mediremos el modelo en la variable precio y luego en el logaritmo del precio

para entender si esta transformación ayuda a reducir el error de predicción.

4.2.1. Resultados con datos del web scraper

El resultado de este modelo entrenado con los datos recolectados del web scraper fue

de 990 mil pesos argentinos (Tabla 4). Mientras que entrenando el modelo de manera

tal de predecir el logaritmo del precio, se redujo ese error a 880 mil pesos argentinos,

alrededor de cien mil pesos de mejora (Tabla 5).

Por otro lado, el modelo que predijo el logaritmo del precio también arrojó un menor

error al evaluarlo en el conjunto de datos de precios de la base privada.

Tabla 4. MAE, MSE y RMSE obtenidos en el modelo de regresión lineal
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Tabla 5. MAE, MSE y RMSE obtenidos en el modelo de regresión lineal del ln(Precio)

4.2.2. Resultados con datos de la API

El resultado de este modelo entrenado con los datos recolectados de la API de Mercado

Libre; base más robusta y completa no solo en términos de caracteŕısticas sino también

en tamaño del conjunto de datos tal cómo se menciona en la Sección 2.2.2. API de

Mercado Libre arrojó un error de 631 mil pesos argentinos (Tabla 6). Mientras que

entrenando el modelo de manera tal de predecir el logaritmo del precio, se redujo ese

error a 484 mil pesos argentinos, al rededor de 147 mil pesos de mejora (Tabla 7). A su

vez, este modelo también supera a los resultados del modelo de regresión lineal entrenados

con el web scraper en 398 mil pesos argentinos; mostrando ser un conjunto de datos mejor

para la predicción del precio de autos.

Tabla 6. MAE, MSE y RMSE obtenidos en el modelo de regresión lineal a partir del
conjunto de datos de la API

Tabla 7. MAE, MSE y RMSE obtenidos en el modelo de regresión lineal del ln(Precio)
a partir del conjunto de datos de la API
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4.3. Modelo de XGBoost

Se trabajó con un modelo de XGBoost como segundo modelo de machine learning,

descripto en la Sección 3.1.3. Modelo de XGBoost.

Acá se mostrarán dos resultados: en primer lugar, los que se obtuvieron utilizando

el conjunto de datos más acotado que se obtuvo del web scraper y, en segundo lugar, se

midió la mejora en la performance al utilizar un conjunto de datos compuesto por un

mayor detalle de las publicaciones, el cual se obtuvo de la aplicación de Mercado Libre.

Dado que se trata de un modelo de mayor complejidad con la posibilidad de iterar

con múltiples hiperparámetros, se procedió a entrenarlo con los hiperparámetros óptimos.

Utilizando técnicas de optimización de hiperparámetros descriptas en la Sección 3.1.3.

Modelo de XGBoost de forma tal de maximizar el MAE.

4.3.1. Resultados con datos del web scraper

Acá observaremos como respondió el modelo con los hiperparámetros optimizados al

conjunto de datos que se contruyó con los datos del web scrapper. Este modelo busca

reducir el error del precio de autos, nuestra variable target. En la tabla 8 vemos un error

elevado superior a un millón de pesos argentinos.

Tabla 8. MAE, MSE y RMSE obtenidos en el modelo XGBoost, con datos del web
scrapper

4.3.2. Resultados con datos de la API

A su vez, se entrenó otro modelo de XGBoost con los datos obtenidos de la API con

el objetivo de predecir el precio de mercado de autos usados, la variable target. Como se

puede ver en los resultados de la Tabla 9, este segundo modelo entrenado con el conjunto

de datos obtenido con la API de Mercado Libre obtuvo una precisión superior, con un

MAE de 276,2 miles de pesos argentinos, superando a la performance del modelo de

regresión lineal y a la del scraper.
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Tabla 9. MAE, MSE y RMSE obtenidos en el modelo XGBoost, con datos de la API

4.4. Importancia de variables

Los modelos de árboles tienen la particularidad de permitir computar la importancia

de cada uno de las caracteŕısticas de la base de datos respecto a la variable a prede-

cir. Se utilizará esta caracteŕıstica del modelo XGBoost para analizar las variables de

entrenamiento.

La importancia proporciona una puntuación que indica cuan útil o valiosa fue cada

caracteŕıstica en la construcción de los árboles de decisión dentro del modelo. Cuanto más

se utilice un atributo para tomar decisiones clave con árboles de decisión, mayor será su

importancia relativa. Esta importancia se calcula expĺıcitamente para cada atributo en el

conjunto de datos, lo que permite clasificar los atributos y compararlos entre śı [14].

El concepto de importancia variable es una selección de caracteŕısticas impĺıcita rea-

lizada por Random Forest con una metodoloǵıa de subespacio aleatorio, y se evalúa me-

diante el ı́ndice de criterio de impureza de Gini. El ı́ndice de Gini es una medida del poder

de predicción de variables en regresión o clasificación, basado en el principio de reducción

de impurezas [23]; es no paramétrico y por lo tanto no se basa en datos pertenecientes a

un tipo particular de distribución.

Para dividir un nodo binario de la mejor manera, se debe maximizar la mejora en el

ı́ndice de Gini. En otras palabras, un Gini bajo (es decir, una mayor disminución de Gini)

significa que una función de predicción en particular juega un papel más importante en la

partición de los datos en las dos clases. Por lo tanto, el ı́ndice de Gini se puede utilizar para

clasificar la importancia de las caracteŕısticas para un problema de regresión y clasificación

[21] .

En la Figura 16 podemos observar las variables más relevantes del modelo. Es intere-

sante destacar que dentro de las cinco variables más representativas se encuentran las

variables Motor y Versión. Estas dos variables no se encontraban en el conjunto de datos

del web scraper y fueron sumadas al utilizar la API de Mercado Libre. El sumar estas

variables ayudó a reducir el error de predicción de la API versus el web scraper.
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Figura 16. Importancia de variables del conjunto de datos respecto de la variable a
predecir

4.5. Análisis de resultados

Tras haber analizado distintos modelos, se puede concluir que XGBoost es el modelo

que más ayuda a aproximarse al precio de los autos y que a medida que se sume más

variables se logrará reducir el error acercándose al precio correcto.

Con el objetivo de contrarestar los resultados con estudios similares, se contruyó la

métrica error porcentual absoluto medio (MAPE) usado en el paper Entity Embeddings of

Categorical Variables [12] para medir la performance de diversos modelos de aprendizaje

automático para predecir las ventas de de una tienda europea. En la ecuación 1 se puede

observar cómo se contruye esta métrica. En el estudio citado se observa un MAPE de

0.122 para el modelo de gradient boosting comparable con nuestro modelo de XGBoost

que arrojó un MAPE de 0.078.

MAPE =

∣∣∣∣y − ypredict
y

∣∣∣∣ (1)

Por otro lado, cabe destacar que con la API se pudieron obtener aún más variables

de las publicaciones, pero no fueron utilizadas ya que esas variables no se encontraban en

la base privada. Sin embargo, para comprender si estas variables son relevantes para el

análisis se ajustó el modelo XGBoost agregando estas variables y se obtuvieron resultados

superadores a los vistos en la Tabla 9; dichos resultados puede observarse en la 10.

34



Tabla 10. MAE, MSE y RMSE obtenidos en el modelo XGBoost, con datos de la API
+ extra features

4.6. Validación con especialista

Más allá de la performance arrojada por los modelos trabajados, se buscó validar el

modelo con un especialista de pricing del negocio de autos usados. Para ello se construyó

una muestra del conjunto de datos de la empresa privada con la siguiente metodoloǵıa:

1. Se tomó 20 muestras aleatorias del conjunto de datos privados, con detalle de las

caracteŕısticas del auto.

2. Se sumó el dato del precio: predicho por el modelo entrenado y utilizado por la

empresa privada.

3. Aleatoriamente, se alternaron esos 2 precios en 2 columnas, llamándolos precio 1

y precio 2.

4. Se colocó una columna adicional para que el especialista seleccione cuál es el precio

que más se asemeja al precio de mercado.

En la Tabla 11 podemos observar 10 observaciones del resultado de dicha tabla que se

le entregó al especialista.

Tabla 11. Muestra aleatoria de resultados

De la muestra, hubo 9 autos cuyo precio de mercado elegido fue el predicho por el

modelo trabajado, es decir, un 45% de precisión en los resultados. A su vez, para probar
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la significación estad́ıstica, se realizó una prueba exacta de Fisher, la cual se utiliza en

el análisis de tablas de contingencia y, en la práctica, se emplea cuando los tamaños de

muestra son pequeños, como lo es en nuestro caso. La prueba de Fisher es el test exacto

utilizado cuando se quiere estudiar si existe asociación entre dos variables cualitativas, es

decir, si las proporciones de una variable son diferentes dependiendo del valor que adquiera

la otra variable. En la gran mayoŕıa de casos, el test de Fisher se aplica para comparar

dos variables categóricas con dos niveles cada una (tabla 2x2) [8].

Particularmente, a través de la prueba de Fisher se analizó la tabla de contingencia

(Tabla 12) de la elección del especialista con el fin de determinar si la elección del precio

es independiente del origen del mismo (real vs modelo). El resultado de este test arrojo

un p valor de 0.752; por lo tanto, si tomamos el nivel de significación en 0,05, no podemos

rechazar la hipótesis nula ya que el valor p está por encima de 0,05. Por lo tanto, aunque

puede parecer que hay una diferencia entre la elección y el origen de los datos, con estos

datos, no hay evidencia suficiente para indicar que el origen de datos afecta la elección del

precio. Con una muestra más grande, es probable que pueda demostrar una diferencia.

Tabla 12. Tabla de contingencia

4.7. Estimación del impacto económico

En conjunto con la recomendación de negocio, se procedió a cuantificar el valor

económico de implementar este algoritmo para predecir el precio de mercado.

Como primer paso, se observaron las predicciones de precio para los 2.230 autos en

stock de autos a analizar.

Luego, se cuantificaron solo las diferencias mayores/menores a un 5%, lo que represen-

ta un cambio de precios para el 80% del stock, ya que solo el 20% restante se encontraba

con una dispersión de 5%. En la Tabla 13 se puede observar en detalle esta distribución

de estos gaps.
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Tabla 13. Diferencias de las predicciones vs precio actual

Finalmente, aplicando estos nuevos precios el nuevo stock pasaŕıa a tener una valora-

ción incremental de 1,3 millones de USD, equivalente a un aumento de 588 USD por auto.

Este aumento se debe a que, tal como se observa en la Tabla 14, el modelo desarrollado

arroja una recomendación de aumento de precios para el 63% del stock. Y al ser este

efecto mayor al de una baja de precio, se obtiene una ganancia.

Tabla 14. Propuesta de cambio de precios del stock

A esta ganancia bruta, se debeŕıa restar el costo del recurso que gestione y controle

esta nueva herramienta; o incluso implementarla en alguna plataforma de gestión.
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5. Conclusión

5.1. Recomendaciones para el negocio

Tras el análisis realizado en el Caṕıtulo 4, se encontró que, mediante el uso de técnicas

de machine learning, fue posible medir el precio de mercado de los autos usados a partir

de variables públicas que describen las principales caracteŕısticas de un auto. Esto sugiere

que hay una oportunidad a la hora de definir el precio del stock, mejorar la estrategia de

precio para la compra y venta de autos, y maximizar ingresos.

Tal como se investigó con los managers del equipo de estrategia de esta empresa,

la predicción del precio es el corazón del negocio con impacto directo en el estado de

resultados financieros de la empresa y el crecimiento futuro de la empresa.

La recomendación de negocio que se propone es revisar el precio del stock utilizando

técnicas de aprendizaje automático que tengan como input publicaciones de autos usados

del principal e-commerce del páıs y referente de los precios del mercado. Para complemen-

tar la visión del especialista, se propone al negocio realizar una prueba piloto con estos

nuevos precios para entender qué tan atractivos son para el mercado. Para la construcción

de este piloto se sugieren los siguientes pasos:

1. Buscar en el stock marcas-modelos-versión que tengan al menos 4 autos en stock.

2. Seleccionar aleatoriamente un 10% de aquellas marcas-modelo-version que cumplan

con el punto 1.

3. Asignar el nuevo precio al 50% de las marcas-modelo-version elegidas en el punto

2.

4. Obervar el comportamiento de estas publicaciones.

Finalmente, será interesante medir el piloto en dos aspectos: popularidad y rentabili-

dad. Llamando popularidad al interes que se recibe por estos nuevos precios; en donde se

puede medir según la cantidad de visitas que reciben. Mientras que la rentabilidad será

medida en entender cuantos d́ıas se demora en encontrar un comprador a este precio, si

es que se encuentra.

5.2. Limitaciones y futuras posibles mejoras

En ĺınea con la recomendación de negocio, se debe hacer foco en las limitaciones

que trae el análisis de la presente tesis. Existen oportunidades para mejorar el análisis

predictivo y prescriptivo.
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En primer lugar, los datos fueron extráıdos con un solo visto. Este análisis se podŕıa

complementar con vistos diarios para entender qué publicaciones dejan de estar vigentes

porque ya fueron vendidos los autos y de esta manera entender la rotación. El dato de la

rotación es un dato relevante para entender la elasticidad de los diferentes precios.

En segundo lugar, se toma los precios publicados como precios de mercado y asumimos

que los autos se transaccionan a dicho valor. Sin embargo, puede suceder que el precio

publicado difiera al precio transaccionado ya que por fuera se dan negociaciones entre

comprador y vendedor llegando a otro precio de transacción.

En tercer lugar, para complementar este análisis se podŕıa explorar la evolución del

precio de estas publicaciones para detectar cómo se mueven los precios en el mercado. Los

precios de autos usados en Argentina se mueven con el aumento del dólar; pero, frente a

una devaluación, la apreciación de los autos no siempre es inmediata sino que se ajusta

de manera gradual. Es por ello que, frente a escenarios de devaluación, es importante

entender cómo evoluciona este aumento del precio del mercado para evitar tener un stock

devaluado.

En cuarto lugar, esta tesis abordo el error de manera absoluta; sin embargo, seŕıa

valioso entender cómo se comporta el MAE, MSE y RMSE a nivel marca, modelo y versión.

De esta manera se podŕıa comprender donde se encuentran los principales desv́ıos y buscar

nuevas features que ayuden a reducir el error. Por otro lado, con respecto a la manera

de entender el error se a modo de generar una métrica más intuitiva del error se propone

sumar una métrica que mida el MAE sobre la mediana del precio de mercados para

entender que desvio porcentual dejan los diferentes modelos analizados. Finalmente, seŕıa

intenresante buscar estudios similares de predicción de precios en autos usados dentro de

América Latina (similares a los realizados en la Republica de Mauricio [20]) para comparar

con los resultados arrojados en esta tesis.

Finalmente, dado que se dispone de la información de los vendedores, se podŕıa hacer

la estimación por vendedor con el objetivo de entender si alguno de ellos tiene un precio

más alto o bajo como parte de su estrategia de posicionamiento de mercado.

5.3. Conclusiones finales

Como conclusión final de la tesis, y tras haber obtenido resultados aplicables por medio

de técnicas de Machine Learning, se puede confirmar que utilizando datos del principal

marketplace de Argentina, Mercado Libre, se puede obtener el precio de mercado de autos

usados.
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A su vez, la industria de autos usados es dinámica y los precios se ven afectados por

situaciones macroeconómicas del páıs por lo cual es importante no perder de vista lo que

sucede en el mercado; no solo para generar rentabilidad en el negocio sino también para

ubicarse de manera estratégica frente a los principales competidores.
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[21] Alessia Sarica, Antonio Cerasa y Aldo Quattrone. “Random forest algorithm for the

classification of neuroimaging data in Alzheimer’s disease: a systematic review”. En:

Frontiers in aging neuroscience 9 (2017), pág. 329.

[22] Samuel Sanford Shapiro y Martin BWilk. “An analysis of variance test for normality

(complete samples)”. En: Biometrika 52.3/4 (1965), págs. 591-611.
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