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Abstracto

En esta tesis, se analiza la problematica de distribucién del dinero en efectivo entre
las sucursales de una entidad financiera. Vemos que hoy tanto el traslado del dinero en
efectivo, como el inmovilizado en las sucursales, generan un costo econémico y financiero
respectivamente. Los costos econdmicos de distribucion del efectivo representan un 8% de

los gastos totales de la entidad financiera, una porcion representativa.

Lo primero que debemos hacer para dimensionar el abastecimiento a las sucursales
es saber cual serd la demanda de efectivo. Se investigd que existen otros articulos que
estudian la previsibilidad de efectivo en los cajeros automaticos (ATMs). Sin embargo,
Argentina cuenta con un 50% de economia informal, lo que promueve un alto flujo de caja
en los cajeros de atencidn personalizada. En este sentido, muchas veces los outliers de
demanda son acordados entre los clientes y los gerentes de sucursal para poder programar

mejor los pedidos de remesas.

En la seccidon de relevamiento del proyecto, se contactaron empleados de distintas
areas de la entidad para entender y diagnosticar como hoy son los procesos, y cudles son
sus puntos de dolor. También, se consultaron estudios predictivos anteriores, en los que

llegaron a la conclusién de que el poder predictivo de cada sucursal es bastante bueno.

Se hicieron analisis exploratorios de datos para dimensionar cada una de las
variables, y se entrenaron modelos predictivos para pronosticar la demanda y compararla
con los prondsticos actuales. Con la demanda ya conocida, se desarrollé un modelo de
programacion entera para minimizar los costos. Los resultados del modelo fueron
satisfactorios para la organizacién por lo que seguramente esta tesis se utilizara

internamente por la entidad estudiada.

Dentro de la propuesta a la organizacion, también se planteara crear un equipo de
Analytics multidisciplinario para el mantenimiento y la ejecucion de estos modelos, cuyos

perfiles combinen la visién tanto de eficiencia en operaciones como la de servicio al cliente.



Abstract

In this thesis, the problem of distribution of cash between the branches of a
financial institution is analyzed. We see that today both the transfer of cash, as well as fixed
assets in branches, generate an economic and financial cost respectively. The economic
costs of cash distribution represent 8% of the total expenses of the financial entity, a

representative portion.

The first thing we must do to measure the supply to branches is to know what the
demand for cash will be. It was investigated that there are other articles that study the
predictability of cash in automatic teller machines (ATMs). However, Argentina has a 50%
informal economy, which promotes a high cash flow in personalized attention box. In this
sense, many times demand outliers are agreed between clients and branch managers in

order to better schedule remittance orders.

In the survey section of the project, employees from different areas of the entity
were contacted to understand and diagnose how processes are today, and what their pain
points are. Also, previous predictive studies were consulted, in which they concluded that

the predictive power of each branch is quite good.

Exploratory data analyzes were performed to measure each of the variables, and
predictive models were trained to forecast demand and compare it with current forecasts.
With the demand already known, an integer programming model was developed to
minimize costs. The results of the model were satisfactory for the organization, so this

thesis will surely be used internally by the entity studied.

Within the proposal to the organization, it will also consider creating a
multidisciplinary Analytics team for the maintenance and execution of these models, whose

profiles combine the vision of both operational efficiency and customer service.
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1. Introduccion

1.1. Dominio

El siguiente trabajo de investigacion y andlisis de datos se desarrolla dentro de una
empresa del sector financiero. El banco en el cual se estd trabajando es 16 a nivel nacional,
pero con una presencia regional importante. Estratégicamente, se encuentra en un periodo
de transformacidn digital y mejora continua a nivel procesos, con foco en disminuir los

gastos que estan por encima de la inflacidn en los ultimos tres afios.

Hoy dentro de esta empresa existe en desarrollo un area enfocada en Data Science,
gue a nivel banco tiene diversos proyectos, desde construir un modelo de gobernanza de
las distintas bases de datos hasta proyectos de distinta envergadura y con relacionamiento
con todas las areas del banco. Estos proyectos ponen en practica metodologias de Machine
Learning para predicciones de variables preponderantes para mejorar la toma de

decisiones de negocio.

Desde la Direccién de Finanzas, se tomo la decisién de aprovechar la oportunidad
de replicar un proyecto ya consolidado y que brindé resultados en la casa matriz en Brasil:
predecir la cantidad de efectivo de cada una de las sucursales para lograr, con un modelo

de optimizacién adecuado, disminuir los gastos aplicados a este concepto.

1.2. Problema

A continuacion, se presenta la composicién del cuadro de resultados de un banco:

® Producto bruto bancario: este concepto abarca todos los ingresos financieros por
préstamos y titulos, y egresos por depdsitos como plazos fijos. También, dado un
modelo gerencial interno, evidencia los gastos del efectivo inmovilizado aplicando
un costo de tasa de transferencia en el concepto Efectivo. Por otro lado, expone los
ingresos por servicios.

® Gastos: el 60% de los gastos del banco es en personal, y entre los préximos

conceptos mas importantes a nivel gastos aparece el transporte de caudales.



e Pérdida por operaciones crediticias: el riesgo que corre el banco por prestar a
personas y/o empresas es que no le paguen, y, en resumidas cuentas, en esta linea
se evidencian las pérdidas por impagos o por mora tardia.

® Ingresos brutos: con una tasa promedio de 8% sobre los ingresos, es el impuesto
mas caro para el banco dado que se cobra sobre el total de ingresos financieros y
comisiones correspondientes al PBB.

® Impuesto a las ganancias: ajustado por inflacién, en 2019 el banco paga 15% por
impuesto a las ganancias sobre el LAIR. El LAIR es el producto bruto bancario (PBB)
menos los gastos, menos las pérdidas por las operaciones crediticias y menos los

ingresos brutos.

El Cuadro 1 muestra los resultados 2019 de la entidad en andlisis y un analisis de
sensibilidad de impacto que se puede generar alterando tan sélo un punto en el nivel de
ingresos y uno en el nivel de gastos. La fuente es el area de Finanzas del Banco (valores en

MM ARS):

Concepto 2019 Var 2019 A
Producto Bruto Bancario 17,480 -—-> +1% -> 17,655 175
Gastos -9,017 --> -1% --> -8,927 90
Pérdida por operaciones crediticias  -1,200 --> 0% --> -1,200 0
Ingresos Brutos -1,192 -—-> +1% -> -1,204 -12
Impuesto a las ganancias -901 --> +5.3% --> -949 -48
Utilidad neta 5,169 -> +4.0% --> 5,375 206
ROE 52.7% 54.9% 2.1%
indice de eficiencia -51.6% -50.6% 1.0%

Cuadro 1: resultados de entidad financiera

Vemos que un impacto de esta indole mejora los resultados de la entidad en
+4%/+206 MM ARS, generando una mejora en el retorno para el inversor (ROE) de +2.1% y

en el indice de eficiencia (gastos/PBB) de 1%.

Si analizamos la composicién de los gastos de la entidad por concepto armando un
diagrama de Pareto como el del Grafico 1, donde se visualizan los principales conceptos
que generan el 80% de los gastos, vemos que entre éestos estdn sueldos y alquileres. Otro
de los principales componentes tiene que ver con transporte de efectivo, que es donde en

este trabajo se pone foco.
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Grdfico 1: grdfica Pareto de gastos

El proyecto entonces apunta a disminuir lo abonado en concepto de Transporte de
Efectivo (401 MM ARS total 2019). En este sentido, hoy el banco cuenta con un proveedor
principal que es Prosegur, que posee camiones de extrema seguridad (ver Gréfico 2) que
trasladan las balas de efectivo. Esta empresa le factura mensualmente a la entidad

financiera por diversos conceptos:

e Abono mensual por servicio (tarifa fija) y por cantidad de viajes determinada (el
exceso tiene un adicional).

e Cantidad transportada: volumetria tanto en pesos como en moneda extranjera
tienen una comisidn.

e Traslados: tanto ingresos como egresos a sucursal tienen costo por traslado dentro
del Area Metropolitana de Buenos Aires (AMBA). Adicionalmente, en los traslados
entre sucursal y sucursal se adiciona un traslado al Tesoro, para controlar que los
billetes estén en el estado adecuado para circular.

e Aviones: en el caso de sucursales en el interior, se utiliza la via aérea para el

traslado, lo cual al ser mas caro obliga a las sucursales a tener un stock que atienda
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demandas de mas tiempo. Por otro lado, en este tipo de traslados tendra

preponderancia la denominacion de los billetes porque el volumen total se cobra.

Grdfico 2: vehiculo de la empresa transportadora Prosequr

Adicionalmente a los $ 410 MM que paga el banco por estos conceptos en 2019, el
efectivo inmovilizado tiene un costo financiero, que por los modelos internos que maneja
el banco se paga con una tasa de transferencia representativa a las posibilidades de
inversion a un dia en gran parte. Si el dinero en vez de estar en billete estuviera en la cuenta
del BCRA del banco, se podria invertir en instrumentos como LELIQ o pases. Este concepto

esta reflejado en la linea de PBB del cuadro mostrado anteriormente.

Si se hace una evolucion mensual del inmovilizado (ver Grafico 3), veremos que
tiene dos componentes principales: volumen y tasa. Vemos que, por ejemplo, en diciembre

los gastos fueron los mismos que en abril con un 30% mas de volumen.
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Grdfico 3: Evolucion mensual de volumen y costo del efectivo inmovilizado

Amerita visualizar que aumenta mucho la demanda hacia octubre/noviembre
acompafiado particularmente de las elecciones presidenciales, y también hay picos en
diciembre y enero por la demanda para el periodo vacacional. Los periodos en los cuales la
tasa estuvo mas alta fueron a mediados de afio, cuando se intentd frenar la demanda de

ddlares minorista a partir de la suba de tasas y se llegd a pagar hasta 50% por un plazo fijo.

En el caso de ddlares, este gasto tendra asociada una tasa en USD por lo que el
inmovilizado tendra costos menores pues la tasa en USD histéricamente es menor a la de

pesos.

El desafio es mejorar el circuito de distribuciéon disminuyendo al minimo el cash
out. Este concepto es quedarse sin stock en cajeros, asi sea automaticos o manuales de

cada sucursal.

Cada sucursal tiene tres lugares donde puede alojar el efectivo: los cajeros
electronicos, la caja misma vy el tesoro de la sucursal. Las sucursales atienden de 10a 15, y
donde existe mayor cantidad de movimientos es en los cajeros electronicos (ATM) que
operan las 24 hs. Dependiendo de la ubicacién y el periodo del mes, los cajeros tendran
mas 0 menos operaciones. Por ejemplo, existen ATMs cerca de bancos publicos como el
Banco Provincia, que pagan un alto volumen de asignaciones y pensiones, que suele pasar

gue se quedan sin stock y deben recurrir a los cajeros del banco en tratamiento.

En lo referido al horario de recepcién o salida de remesas, terminologia utilizada
para el flujo de dinero que entra o sale de la sucursal respectivamente, todas las sucursales
reciben o liberan efectivo por la manana. El saldo que sale pernocta (pasa la noche) en el
tesoro y sale a primera hora de la mafiana. A partir de Enero 2020, el Banco se decidid a

comprar dos camiones propios para complementar el trabajo realizado por Prosegur.

Por otro lado, en los cajeros manuales se suele ver mayor volumen de jubilados y

clientes que operan sin tarjeta de débito. Existen algunas sucursales que tienen mas



clientes jubilados que tienen su calendario de cobro, y que mensualmente asisten a la

sucursal el dia correspondiente a retirar sus fondos.

Muchas veces los gerentes de sucursales también tienen conocimiento de algun

movimiento en particular de alto monto.

1.3. Contenidos de la tesis

Los contenidos que se trabajaron en el transcurso de esta tesis son los siguientes:
0. Propuesta:

En Diciembre 2019 se presentd una breve propuesta del trabajo en cuestién,

poniendo foco en los conceptos principales que se trataran a lo largo de este proyecto.
1. Relevamiento:

La primera parte del trabajo es un trabajo de campo: entendimiento de qué es lo
gue se va a estudiar, quiénes van a ser los entrevistados dentro de la compaiiia, cudles son
las mejoras de mayor impacto donde se va a estar estudiando y el equipo de trabajo que

serd responsable de esta tesis.
2. Analisis de Datos:

La segunda parte tiene que ver con la obtencidn y el analisis exploratorio de la
informacién de la firma acorde a las necesidades del proyecto. En este sentido, también se
debe conservar la confidencialidad de la informacién, por lo que se utiliza informacidn
modificada a partir de informacién real, para poder tomar dimensién del ahorro posible
con este proyecto. Recordemos que estamos hablando de traslado de dinero fisico, por lo
gue la confidencialidad y los cuidados de la informacidon tienen que ver con la seguridad

fisica de las sucursales.

En la preparacién de los datos utilizamos Data Cleansing, que atraviesa una serie
de controles en los datos (exactitud, completitud, formato, consistencia, etc.) con el
objetivo de asegurar la limpieza de los datos para aprovecharlos al maximo. También, se
analizan los datos de forma tal de tener alguna base para la segunda etapa de seleccidn de

variables relevantes en el modelo de prediccidn.



Otro foco del analisis es la prediccion de la demanda, donde se parte de una base
de saldos diarios por sucursal, del cual debemos excluir las remesas. En este campo, se
prueban modelos de regresién y se analiza la performance de éstos para establecer una
base predictiva sdlida sobre la cual apoyarse para la toma de decisiones. Algunas variables

gue consideraremos inicialmente como importantes son:

0 Ubicacion de la sucursal y/o cddigo de sucursal: es importante saber si
existen otros cajeros cerca y cada zona tendra una demanda asociada.

O Factores climaticos: se experimentard agregar los dias de lluvia como parte
del modelo.

O Cash out: entendiendo que los dias de cash out se quebré el stock en el
ATM, nuestro modelo considera esta variable.

o Periodicidad: el dia del mes y de la semana se tienen en cuenta inicialmente
en la prediccion.

Otra parte del trabajo donde se pone mas foco es el armado del modelo de
optimizacidn. Con las técnicas de modelado de Programacidn Lineal Entera, se construye
una funcién objetivo de minimizacién de costos financieros y de proveedores con las
distintas restricciones de flujo correspondientes por sucursal, y entendiendo que el cash
out debiera al menos conservar el nivel actual o mejorarlo. La tecnologia que se aplicara en
esta optimizacidn es el software de IBM Cplex, con el lenguaje de programacién Python, el
cual es flexible para poder experimentar con el modelo adecuandolo a necesidades del

negocio.
3. Conclusiones y revisiones finales:

Una vez realizado el estudio y obtenidos los resultados, se obtienen conclusiones
del trabajo realizado. Desde ya, el banco anticipd que siempre quiso implementar un
sistema optimizador por lo que es esperable que este proyecto tome relevancia para la

firma.

1.4. Marco tedrico

En esta seccidn, se describe el trasfondo tedrico aplicado en las secciones de
analisis de datos. Podemos dividirlo en tres secciones: Preparacién y analisis exploratorio

de datos, prediccidn y optimizacion.



1.4.1. Preparacién y analisis exploratorio

En este sentido, se utilizaron principalmente tres conceptos a la hora de preparar,

ingerir y explorar los datos:

e Data Cleansing: son aquellas actividades relativas a proteger y asegurar la calidad

de los datos:
o Validez: se revisan aspectos como el tipo de los datos o claves foraneas.
o Exactitud: cudn cercano a la realidad es el dato observado.
o Completitud: cuantos datos faltantes hay en un registro.
o Consistencia: se revisa que no se presenten contradicciones entre distintos
registros del mismo set.
o Uniformidad: todos los registros deben utilizar las mismas unidades de

medida, utilizar los mismos criterios de medicién, etc.

e Data normalization: el proceso de normalizacién de datos tiene como objetivos:

O

O

Eliminar la redundancia en los datos.

Aumentar la integridad de los datos.

e EDA (exploratory data analisis): tratamiento estadistico al que se someten

las muestras recogidas. Consta de dos pasos principales:

O

Medir y describir los datos por medio de la estadistica descriptiva: por
ejemplo, medias, desvios, maximos, minimos, cuartiles, etc.

Comparacion de caracteres de una muestra por estadistica inferencial: aqui
suelen haber desde comparativas visuales hasta analisis correlacionales de
variables.

1.4.2. Analisis predictivo de datos

Hasta ahora, se vuelcan y analizan con bastante profundidad los datos con los

cuales vamos a estar trabajando. Ahora nos toca iniciar el modelado, para lo cual vamos a

estar usando conceptos de Machine Learning. Para esto, vamos a hacer una breve

introduccién de este campo.

Machine Learning o aprendizaje automatico es un campo que combina estadistica

y computacion, y tiene el objetivo de desarrollar técnicas para que informaticamente se

interpreten patrones de los datos. Y, en este sentido, este aprendizaje suele ser aplicado

en contribuir a mejorar el negocio. Tiene dos ramas (ver Esquema 1):


https://es.wikipedia.org/wiki/Muestra_estad%C3%ADstica

e Aprendizaje supervisado: desarrollo de modelos predictivos basados en el input
informativo y el output al que debemos llegar.
e Aprendizaje no supervisado: agrupamiento e interpretabilidad de los datos

(clustering).

SUPERVISED
LEARNING

REGRESSION

MACHINE LEARNING
UNSUPERVISED

LEARNING A =
CLUSTERING

Esquema 1: técnicas de Machine Learning

Dado que en este caso la variable que debemos predecir es continua, se utiliza
aprendizaje supervisado (ver Esquema 2), y, especificamente, regresion. La clasificacion se

utiliza para predecir variables categdricas o booleanas (binarias).

Esquema 2: técnicas de aprendizaje supervisado

Para construir la regresion, se utiliza la técnica de la particion de la base de datos

en dos de forma aleatoria:

e Training Data: estos datos se utilizaran para entrenar los modelos predictivos.
e Testing Data: estos datos se utilizaran para probar la capacidad predictiva del

modelo, y evaluando el R cuadrado ver cuan cercano esta a la realidad.



Esquema 3: Data splits

1.4.3. Andlisis prescriptivo de datos

El tercer campo de estudio de Analytics que vamos a estar abordando es el andlisis
prescriptivo. EI mismo tiene que ver con toma de decisiones y optimizacidon bajo

restricciones de negocios.

En funcién del diagndstico del problema abordado, vimos que este campo es el que
puede potenciar mayores beneficios para la entidad dado que hoy se esta administrando

de una forma “artesanal”, y entendemos que es donde hay oportunidades de mejora.

Vamos a utilizar investigacidn operativa para resolver el problema abordado. Este
concepto abarca el estudio y la resolucién computacional de modelos matemadticos en los
gue se optimiza una funcidn sobre un conjunto definido en términos combinatorios (la
combinatoria es la rama de la matematica discreta que estudia la construccion,
enumeracion y existencia de configuraciones de objetos finitos que satisfacen ciertas

propiedades).

Dentro de los problemas de investigacidon operativa, existen varias aplicaciones
tipicas, y este problema no escapa de una de esas. Una particularidad importante para
tener en cuenta es que el movimiento de efectivo se hace siempre desde o hacia el Tesoro

Central (ver Esquema 4).



Esquema 4: logistica de sucursales de entidad financiera

Operativamente, se piensa en una puesta a punto del sistema diariamente, por lo
que, con los datos de la demanda y los costos asociados, debemos ver cuanto nos conviene

pedir al dia habil siguiente para cada una de las sucursales, y si amerita un camion.

Este problema también tiene variantes de management de inventarios: tenemos
un lead time de un dia (tiempo entre pedido y entrega) practicamente siempre (excepto
avién 3 dias), tenemos un costo de holding (mantenimiento o costo financiero) y un costo
de ordenar (camién y volumetria dentro del camidn), y dentro de estas variantes, debemos
encontrar el punto donde minimizamos el costo total. Conceptualmente, mientras mas
efectivo pidamos en las drdenes, vamos a tener mds costo de Holding (financiero) y

haremos menos pedidos por lo que tendremos menor costo de drdenes (ver gréfico 4).

A
Costototal| %
anual AN Costo total
\\ {{,«”’/ Costo de
Holding
Costo de
orden
Cantidad Cantidad
6ptima (Q) 6rdenada (Q)

Grdfico 4: Costos de inventarios
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De la misma forma, el modelo debe contemplar un Safety Stock (Stock de
Seguridad) de forma tal de poder absorber las incertezas de la demanda o los outliers que
se explicaron anteriormente (ver Grafico 5). De esta forma, el re-ordering point (ROP)
tendrd en cuenta estos desvios que se puedan presentar en el modelo de prediccién de la

demanda.
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Grdfico 5: ROP y Safety Stock
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2. Relevamiento

2.1. Entrevistas de trabajo

Las personas entrevistadas dentro del banco se seleccionaron con el objetivo de

gue sean las mds adecuadas para aportar conocimiento dentro del alcance del proyecto.

Muchos de estos encuentros se dieron de modo informal, mientras que con otros se tuvo

gue formalizar las reuniones. Se vio siempre excelente predisposicion a la colaboracion, lo

cual es uno de los pilares de esta institucion en la cual se estd trabajando. Las personas que

se contactaron fueron:

e Gerente de compras: ex gerente de la Tesoreria general, con 15 afios de experiencia

en la institucion, fue la persona de posicién mds senior o experimentada de las

entrevistadas. Estos encuentros (fueron dos) fueron sumamente utiles para

entender como abordar la problemdtica y cudles son los puntos de mejora mas

acordes a la necesidad del banco y, de esta forma, delimitar el alcance del proyecto

definido en la introduccidn de este trabajo.

El primer encuentro fue formal y durd 45 minutos aproximadamente. Los

principales puntos que se hablaron en esta entrevista fueron:

v

Experiencias anteriores relacionadas con esta problematica, donde en
varias ocasiones se demostrd que el poder predictivo del equipo actual
de trabajo tenia bastante concordancia con los resultados obtenidos por
modelos sofisticados de prediccion. Por eso, de acuerdo a la opinidn de
esta persona, no tiene mucho sentido profundizar en herramientas
predictivas. Sin embargo, comentd que existe la necesidad de un
optimizador. Nunca se pudo implementar por cuestiones
presupuestarias, pero hay interés desde hace mucho tiempo de parte de
toda la direccién.

Proveedor principal (Prosegur) y los items principales que factura a la
entidad.

Indicadores que se monitorean de la tematica tratada en esta tesis.
Particularidades de cada sucursal: un ejemplo que dio el entrevistado fue

una sucursal ubicada en frente de un Banco Nacion. Cuando aumenta la



demanda de efectivo por asignaciones extraordinarias del gobierno (en
general cobradas en Banco Nacién), la sucursal de enfrente se queda sin
dinero. En consecuencia, quienes cobran con Tarjeta de Débito se
acercan a esta sucursal para retirar efectivo y por esto se necesita
ingresar remesas extraordinarias. Esto nos dio una idea de que hay
eventos particulares que pueden alterar la demanda sustancialmente, y

que cada tesorero es quien los conoce.

En el segundo encuentro, esta persona colaboré en el entendimiento del detalle de
los procesos logisticos de los tesoreros (costos, billetes, fajas, etc). Este encuentro
fue virtual, y se realizé una vez avanzado un poco mas el proyecto con preguntas

puntuales del proceso diario.

Analista de métricas: esta persona, con cuatro afios de experiencia en el banco, se
destaca por el conocimiento de los origenes de datos adecuados a este proyecto.
Fue fundamental este conocimiento para la obtencién de ciertas bases con
informacién bastante novedosa dentro del banco (desarrollada el dltimo afio) y de
suma utilidad para nuestro proyecto. Por ejemplo, las tablas de saldos diarios y de
cash out por sucursal se desarrollaron recién en agosto 2019 y estan conciliados
con la contabilidad diariamente.

El encuentro tuvo una duracién de unos 30 minutos. En el mismo, se interpretd en
conjunto el significado de los campos y se entendié que métricas son las que se
monitorean en la gerencia de operaciones relacionadas a efectivo.

Analista de finanzas: dentro del mismo equipo de trabajo que el autor de este
trabajo, esta persona nos expuso todos los costos asociados a la volumetria que
vimos con el analista de métricas. Se realizaron tres encuentros en total.

También, se revisaron los modelos y la proyeccion de tasas de transferencia que se
cobran como costos financieros del efectivo de las sucursales, que son coeficientes
para el modelo de optimizacion desarrollado. Se hicieron algunas conciliaciones
entre las informaciones del analista de finanzas y el de métricas, sobre todo porque
dentro de finanzas se trabaja con informacién contable y desde métricas la
informacidn es operativa, y puede surgir alguna diferencia.

Analista de Cuentas a Pagar: el Ultimo encuentro fue con una analista de cuentas a
pagar, que compartié un formato fisico de la factura del principal proveedor donde
se expone cuales son los conceptos asociados al costo econdmico aplicado por la

transportadora de caudales. En esta reunién, también nos comunicamos



telefénicamente con el comprador responsable de la cuenta de este proveedor,
quien nos comentd las Ultimas actualizaciones y negociaciones que se estaban
llevando a cabo y nos ayudd a entender cuales eran los principales conceptos

abonados por el banco.

2.2. Seguridad de la informacidn

La institucion con la que se estd trabajando es estricta en cuestiones de
confidencialidad de los datos y, por esto, notaremos que hay bastante informacién
encriptada. Se evitaran datos de clientes directos y los datos de los proveedores seran
referenciales. Las sucursales estdn codificadas de forma encriptada, y no se trabaja con
datos geograficos. Todos los entrevistados nos transmitieron el estricto cuidado de estos
datos, y, sabiendo que este documento es de indole publica, se tuvieron las precauciones

del caso y se expusieron sélo datos validados con personal de la institucion.

2.3. Revision bibliografica

Se relevaron otros estudios para entender si ya existen casos confirmados de éxito

en este campo de estudio.

Se analizé un articulo de Zylius G. (2015) para estimar la demanda de ATMs. El
mismo utiliza como metodologia la maquina de vector soporte con datos similares a los que
veremos en este trabajo: estacionalidad, dia de la semana, mes, etc. Una particularidad es
gue al analizar los ATM y no la sucursal por completo, el estudio termina dandonos datos
parciales. De cualquier manera, el estudio concluye que lo mejor para estimar la demanda
es poner historia corta (si no, el modelo genera overfitting: exceso de informacidn hace que
el modelo pierda poder predictivo) y adicionalmente hacer una buena eleccidn de los
parametros de entrada, poniendo principal valoracion a los flujos de caja recientes. Y sin
duda, quienes mas conocen estos flujos de caja por conocer a los clientes son los gerentes
de las sucursales. Otros estudios confirman también el valor de los efectos del calendario y

la estacionalidad en la prediccion.



Otro articulo que se puso en analisis es “Cash Forecasting: An Application of
Artificial Neural Networks in Finance de Kumar (2006)”. El objetivo es pronosticar la
demanda de efectivo de los ATMs, a partir de la metodologia de redes neuronales. Estos
algoritmos lograron mejores resultados que la maquina de vector soporte. De cualquier
manera, destaca que eventos climdticos, espectaculos, temporada de festivales y

comportamiento del mercado también son factores que varian la demanda de efectivo.

Otro paper visto fue “A Methodology to Improve Cash Demand Forecasting for
ATM Network de Darwish (2013)”, donde también se puso en practica redes neuronales y
se llegd a resultados buenos, pero siempre tomando las mismas consideraciones del mes

anterior.

Nuestro pais y en particular los bancos, se destacan por tener también una
demanda fuerte de efectivo en cajeros manuales, lo cual esta atado al calendario jubilatorio
y de otras previsiones que tienen varias personas que cobran sin tarjeta de débito.
También, el hecho de que practicamente la mitad de la economia del pais sea informal hace
gue muchos tramites que tienen movimiento de efectivo se hagan en cajero manual en vez
gue ATM. Por esto, inicialmente tenemos la hipétesis de que nuestra mejor prediccion la
podremos conseguir confiando en cada tesorero que conoce los movimientos reales no
solo de su sucursal, sino de las sucursales que lo rodean, como vimos en la entrevista con

el gerente de Tesoreria.



3. Analisis exploratorio y predictivo

3.1. Preparacion de los datos

Se cuenta con una base de datos histdrica de los saldos de los meses de Noviembre
y Diciembre 2019 y Enero 2020 de cada una de las sucursales. Existe un drea de
automatizaciones y desarrollos dentro de la Direccién de Operaciones que construyd esta

base simplificada para hacer seguimiento de los saldos.

La informacidn esta clasificada por moneda, por sucursal y por caja o ATM. El Banco
en sus sucursales administra cuatro monedas: pesos, délares, euros y reales. Se verificé la
completitud y la calidad de la informacién y es consistente en estos meses. Incluso se
concilié con los saldos contables internos del banco y los resultados obtenidos fueron

bastante satisfactorios. La cantidad de registros administrada es de 55 mil.

Los Graficos 6, 7 y 8 muestran el comportamiento dentro del mes de los saldos.
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En el caso de pesos argentinos, el comportamiento de Noviembre y Diciembre
indica que, a partir del sexto dia habil, las sucursales deben ser “cargadas” de efectivo para
afrontar compromisos. Al consultar cudles son las sucursales implicadas en esta demanda,
se ve que son las que tienen mayor cantidad de asignaciones previsionales, como ser
jubilaciones, jubilaciones italianas (el banco paga a jubilados italianos) y asignaciones
universales por hijo, entre otros. Enero tiene un comportamiento mas estable
entendiéndose que se trata de un periodo vacacional y de menos movimiento en CABA,

donde se ubica la gran mayoria de sucursales.

Los ddlares en billete aumentan la demanda a fines de Diciembre de forma

acentuada también por la temporada alta turistica de Enero.

En cuanto a concentracidn, de las 85 sucursales y centros de pago totales, en las
primeras 30 en cuanto a saldo se aloja el 50% del saldo, lo cual evidencia una distribucidn
bastante equitativa entre las sucursales, aunque no necesariamente con la misma

periodicidad o el mismo dia del mes.

Adicionalmente, contamos con una base dentro del periodo establecido de los cash
out (quiebre de stock) de los ATMs. El promedio de los Centros de Pago es 2.4%, mientras
gue en las sucursales el cash out es 1.2%. El perjuicio del cash out, mas alla del servicio a
los clientes, es que el Banco Central de la Republica Argentina (BCRA) hace un ranking de
sucursales de cash out donde quedan evidenciados aquellos bancos que tienen un servicio
deficiente. Afortunadamente, en el ultimo ano el banco en cuestidén estuvo entre los tres
primeros como mejor banco. Si bien esto es bueno, indica que en el Trade Off entre el

servicio al cliente y la eficientizacidén de costos, el banco estd cediendo en la segunda.

La tercera base clave en este trabajo es la base de las remesas, donde figuran los
ingresos y egresos diarios por sucursal, que solicita cada uno de los tesoreros sobre la base
de la demanda y oferta de efectivo. Los pedidos de remesas de los tres meses estudiados
tienen un comportamiento bastante similar: en el cuarto dia se da un pico en el pedido y
luego baja hacia los ultimos meses (ver Grafico 9). Esto ocurre porque naturalmente las
sucursales son pagadoras de efectivo los primeros dias del mes y son receptoras de efectivo

los ultimos dias.



Remesas (MM ARS)

1 2 3 4 5 & 7 B 9 10 11 12 13 14 15 16 17 18 1%
Dia habi

201911 201912 202001

Grdfico 9: Remesas por dia habil

Si se analiza por sucursal los pedidos, vemos que el 75% de las sucursales tuvo un
balance de ingreso de remesas mientras que el 25% solicita el egreso de remesas, lo cual
da un comportamiento en general de “cobertura” frente a las posibilidades de quedar

expuesto a un cash out.

La cuarta base (base histérica de la cual se habla en la propuesta de trabajo) sirve
para entender las transacciones que mas mueven efectivo y dan un marco para entender
la concentracion. EI 90% de las transacciones que mueven efectivo son de personas fisicas
en volumen, y en transacciones el 99%. Esto indica que hay casos aislados de empresas de
alto monto, que se deben tratar puntualmente. Y la transaccidon que mds mueve efectivo

son los retiros en ATM, y en menor medida, los pagos a las asignaciones (AUH, jubilaciones).

Una quinta base se obtiene desde la web publica

https://www.meteoblue.com/es/tiempo/historyclimate/weatherarchive/. Esta  base

contiene los dias de lluvia, variable que consideramos clave para ver la asistencia a los

bancos en el transcurso de estos tres meses de estudio.

3.2. Exploracion de los datos

Las cinco bases explicadas en la Seccién 3.1 (saldos de sucursales, cash out, remesas
y transacciones) se utilizan para construir una BUS (Base Unica de Saldos) que se utiliza para
armar el modelo predictivo de la demanda. Como fue explicado previamente, se altera la

codificacién de las sucursales por un tema de confidencialidad de la informacién.


https://www.meteoblue.com/es/tiempo/historyclimate/weatherarchive/

El cash out aparece por ATM. Cada ATM corresponde a una sucursal y las remesas
son por cédigo de sucursal. La BUS tendra como dato el dia del mes, que como vimos en la
seccién anterior es fundamental para la prediccién de la demanda. La base tendra en total

5.013 registros con las siguientes columnas:

e Dia del mes (numérica)

e Mes (numérica)

e Sucursal

e Saldo bruto

e Remesa solicitada

e Saldo neto (Saldo + remesa)
e Cash out (binaria)

e Lluvia (binaria)

e Demanda

La demanda de efectivo es lo que vamos a querer estudiar. Se calcula facilmente
haciendo el saldo bruto del dia posterior (apertura al dia siguiente) menos el saldo neto del
dia (apertura al dia + remesas entrantes - remesas salientes). Este concepto explica cuanto
dinero en efectivo necesitan o les sobra a nuestros clientes. El analisis se simplifica a nivel
sucursal y, en funcion de la performance de los modelos predictivos, se analizara si amerita
ir a mayor detalle (ATMs, cajeros manuales, tesoro, por ejemplo). Amerita aclarar que la
variable “remesa solicitada” es la solicitud cargada el dia anterior por el tesorero, que sera

recibida en el dia que se esta analizando.

Dentro del armado de base, se hicieron algunos controles de razonabilidad que
afortunadamente no arrojaron ninguna inconsistencia. Por ejemplo, uno de ellos fue

verificar que, si hubiese una remesa saliente, no puede ser mayor al saldo de la sucursal.

Para empezar a entender los érdenes de razonabilidad de los valores, se hizo una
descripcién de las variables mas importantes (Cuadro 2) y un histograma con todas las
variables aprovechando las herramientas de analisis descriptivo de datos que ofrece Python

a partir de un Jupiter Notebook.



Saldo_bruto Remesa Saldo_neto Cashout Lluvia Demanda

count 5013.000000 5013.000000 5013.000000 5013.000000 5013.000000 5013.000000
mean  6172463.207810  1108683.050618  7281146.258428 0.025135 0.389587 1123215.509435
std  3167846.237520 3646951.414746 4199124.180980 0.156550 0487705  3862357.340939
min 133345.000000 -9949257.330000 136334.000000 0.000000 0.000000 -12866582.250000
25%  3931548.000000 47179.700000  4641036.360000 0.000000 0.000000 -429949.610000
50%  5959242.000000 695101.720000 6762965.010000 0.000000 0.000000 §52397.000000
75%  8067214.500000 1298389.400000 9126742.200000 0.000000 1.000000  1730900.940000
max 19225115.000000 47878659.580000 50089211.580000 1.000000 1.000000 48911954.480000

Cuadro 2: estadistica descriptiva de variables

Vemos que el saldo de las sucursales va desde 130 mil pesos hasta casi 20 millones

de pesos, presentando una gran variabilidad tanto en su remesa como en su demanda.

Cada sucursal es un mundo totalmente aparte con caracteristicas propias, pero la

generalidad indica que son proveedoras de efectivo a principio de mes y tomadoras de

efectivo hacia el cierre de mes. Un cash out de 2.5 % en el total de la base suena un valor

razonable (97.5% de las transacciones se ejecutan sin inconveniente).
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Grdfico 10: histograma de variables
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Al hacer el histograma por variable, vemos que algunas variables tienen
razonabilidad y otras no tienen mucho sentido, pero nos sirve al menos para darnos idea
de la magnitud de los datos con los que trabajamos y los outliers. Vemos, por ejemplo, que
la lluvia incidié en 39% de los dias y que los pedidos de remesas se dan principalmente los
dias Jueves y Viernes (5/6) y esto tiene que ver con el aumento de demanda los fines de
semana. Se visualiza también el bajo porcentaje de cash outy vemos que el saldo en general
estd en su gran mayoria en hasta 7 millones de pesos y luego son pocas las sucursales que
requieren mas de 9 millones de pesos (seguramente esto tenga que ver con las de cobro
de jubilaciones u otros casos explicados anteriormente). Cuando vemos los saldos, vemos
que la gran mayoria de las sucursales tienen entre 5/10 millones de pesos en la caja como
para darnos una idea de la magnitud, algunas tienen menos que eso y pocas son sucursales
mas grandes con mas efectivo. Estas ultimas suelen coincidir con sucursales con mucha
circulacidn de efectivo o acceso lejano como la sucursal de Salta. Al trasladar por via aérea
los billetes, los viajes suelen disminuirse y los Tesoros suelen llenar mas su capacidad al

limite.

Una herramienta Gtil en este contexto es la matriz de correlaciones (ver Grafico
11). En este caso, el grafico de calor a continuacion nos indica el grado de correlacién entre

las variables, siendo el color mas claro la mayor correlacidon y el mas oscuro la menor

correlacion.
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Grdfico 11: diagrama de correlaciones
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Vemos que la variable que mas nos interesara estimar tiene una correlacién muy
importante con la remesa que se pide diariamente, lo que tiene cierta légica porque las
sucursales que tienen mds consumo de efectivo probablemente sean las de pedidos mas
voluminosos. En menor medida, existe correlacién con el saldo neto y lédgicamente con la
sucursal. Vemos que el hecho de que hay cash out o llueva no correlaciona mucho con la

variable de interés.

Contamos con informacion suficiente para empezar a desarrollar la siguiente

etapa: la prediccion.

3.3. Predicciéon de la demanda

A partir del software Jupyter Notebook, con cédigo Python, se hizo la particion de
la base de datos y se utilizo la regresidn a partir de las variables conocidas del dia de la base

descripta en la seccidn anterior.
Se contrastaron dos modelos:

1. Regresion lineal: el primer modelo tiene en cuenta la alta correlacion que existe
entre la demanda y las remesas cargadas (ver Esquema 5). Este modelo funciona
de la siguiente forma:

v' yeslavariable que queremos predecir

v" Bleslapendiente

v" xes lavariable independiente que predice
v

BO es un valor constante que afecta el resultado de Y

y= Br*x+ By

Exponemos en el Esquema 5 los resultados obtenidos con una visualizacién de la

correlacién entre remesas y demanda.

Coeficiente betal: 0.97281

Coeficiente de regresién: 0.84219

Error cuadratico medio: 1,160,232




Coeficiente de determinacién: 0.85

Resultados

Demanda

Remesa

Esquema 5: resultados de la regresion

Podemos calificar cualitativamente este modelo por los siguientes conceptos:

[ Error cuadratico medio (también llamado MSE o Mean Squared Error): para
sumar los errores en mddulo absoluto, se debe armar una media de éstos al
cuadrado y luego aplicarles la raiz. Un valor cercano a 0 (casi nunca alcanzado
en la practica) es bueno. En este caso, el error cuadrdtico medio es muy grande,
pero entendemos que con el nivel de montos que trabajamos es dificil tomarlo
como una medicion légica.

[ Coeficiente de Determinacion (también llamado R cuadrado): este concepto
indica que proporcion de la variabilidad total en la variable dependiente esta
siendo explicada por el modelo. Esta entre 0 y 1, y un modelo mds preciso
estard mas cerca de 1. En esta regresion simple, el valor es 85% lo cual es un
gran score para un modelo.

Holt Winters: este método provee una forma de predecir series temporales de

manera muy adecuada en casos en los que hay una estacionalidad y periodicidad.

Se destaca por su bajo costo computacional. De hecho, este método es

ampliamente utilizado en casos de prediccion de demanda diversos, como por

ejemplo ventas o demanda de energia eléctrica. Particularmente para el caso de

demandas en cajeros electrdnicos, hay evidencias de que suelen funcionar bien
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combinados con otras técnicas, como explica el articulo “Forecasting Cash
Withdrawals in the ATM Network Using a Combined Model based on the Holt-
Winters Method and Markov Chains” de Mikhail V Aseev, Sergei Nemeshaev,
Alexander Nesterov (2016).

Conceptualmente, este modelo construye el prondstico utilizando pardmetros de
suavizado de atenuacion al promedio de los datos (nivel), a la estimacion de la
tendencia y a la estacionalidad. Estos parametros se introducen en distintas
ecuaciones que alimentan cada valor, y se pueden modificar sus valores y analizar
la performance del modelo. Asignar valor mayor a estos pardmetros se traduce en

darle mayor relevancia a la historia mas reciente.
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Grdfico 13: fluctuacion de la demanda diaria de sucursal 82

Los resultados de este modelo para una sucursal representativa de la entidad se
ven en el Gréfico 13. Vemos que el movimiento de la demanda en la sucursal tiene
un comportamiento muy variable, lo cual termind no dando resultados
satisfactorios con este modelo experimentado (R cuadrado de 0.23). Esto ocurre
porque al utilizar periodicidad diaria (que es lo que nos importa para la
optimizacidn) y estimar la demanda de la sucursal completa (no sélo ATM), hay
eventos particulares que hacen que la demanda diaria fluctiie mucho y no tenga un

comportamiento estacional, premisa clave de este modelo.

Se realizaron otras pruebas de este modelo utilizando el dia de la semana en vez
del mes e incrementando los alfa, beta y gamma. En ninguno de los dos casos, se

logro alcanzar el R cuadrado obtenido en la regresidn lineal.
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Se puede pensar que la demanda del dia correlaciona muy bien con el pedido de
remesa por una cuestidon operativa: de alguna forma los Tesoreros ya conocen la misma.
Por eso, se analizd el proceso intraday del pedido de Remesas y el mismo funciona de la
siguiente forma: los tesoreros cargan las remesas para el dia siguiente posteriormente al
cierre de caja a las 15 30. Operaciones reune todos los pedidos y los carga en el sistema
centralizado cuyo procesamiento genera los remitos para el armado de los camiones. Como
vimos, estos camiones saldrdn al dia siguiente del tesoro a cada sucursal. Dado que en esta
base se analiza la recepcion del dia de las remesas (el pedido del dia anterior) y la demanda
del dia, podemos concluir que los pedidos correlacionan muy bien con la demanda del dia
posterior. Tiene logica que los modelos predictivos para la demanda diaria no hagan otra
cosa que confirmar que las remesas correlacionan con la demanda, porque tenemos 85
personas que conocen muy bien los movimientos en funciéon del periodo mensual
combinado con que muchas veces se solicita anticipacidon para los movimientos de mayor
dinero. Y esta correlacion es mucho mds fuerte que cualquier otro patréon que se haya
presentado. La anécdota presentada en la Seccién 2, en la que vimos que un tesorero tenia
conocimiento hasta de lo que pasaba en las sucursales de alrededor, sustenta esta

conclusién.

3.4. Otros experimentos predictivos

Se hicieron pruebas de regresiones multivariadas agregando otras variables al
analisis y siempre los resultados obtenidos fueron de calidad inferior a la regresién simple
con remesas. Otra prueba experimental que se hizo fue estimar la demanda del dia
posterior suponiendo que conocemos la demanda del dia, y llegamos a un R cuadrado de
0.52, lo cual tampoco fue un gran resultado. Una regresion multivariada que mejord el R
cuadrado fue agregando la demanda del dia siguiente al modelo actual, llevandolo a 0,86.
De cualquier manera, esto en la practica es imposible dado que uno desconoce la demanda

real hasta que no ocurre. Por esto, no vale la pena utilizar este modelo.

Dentro del relevamiento realizado en el banco en cuestion, se identificé que hubo
varios estudios predictivos previos, en los cuales se acercaron consultoras especialistas en
analisis de datos, y los resultados que siempre se obtuvieron no fueron muy distintos a lo

gue se obtuvo en este trabajo en cuanto a la demanda de efectivo por sucursal.



4. Analisis prescriptivo

4.1. Modelo de optimizacion

En este capitulo, se construye el modelo de programacidn entera con el cual se
toman las decisiones operativas mas eficientes. Esto se hace en ultimo lugar dado que

utiliza informacion de las predicciones anteriores y los datos conseguidos de la compaifiia.

Los modelos de optimizacion suelen iniciarse en un formato simple, con funcién
objetivo de minimizacidon o maximizacidn y pocas restricciones. Luego, en la medida que se
estudian las limitaciones del problema, se agregan restricciones. Es importante que quede
en claro cudles de estas restricciones son obligatorias y cudles son deseables, dado que
éstas ultimas pueden no ser consideradas o agregadas en la funcién objetivo como un costo
si queremos simplificar el problema. Recordemos que mientras mdas restricciones

tengamos, menor sera la performance del programa.

En consecuencia, se buscé un equilibrio entre la velocidad de resolucidén vy la
cantidad de restricciones. Por esto, el modelo de programacion entera desarrollado asume

algunas simplificaciones:

® No considera los posibles paros y/o problemas sindicales que pongan en riesgo la
durabilidad del lead time de entrega, considerado fijo en todos los casos.

e Considera hundidos los costos asociados a la recepcién de los camiones y la
distribucién interna por parte de los tesoreros y empleados de la sucursal del
efectivo dentro de la sucursal (ATM/Cajas/Tesoro).

e Para el Safety Stock, se considera una porciodn fija de la demanda en funcién de las
entrevistas. Probablemente, este valor deba modificarse en funcién de las
condiciones de volatilidad macroecondmica, que puedan afectar a la variabilidad
de la demanda.

® No se considera el riesgo de seguridad (o costo de seguro) del dinero en sucursal
dentro del modelo.

e Enlo que respecta a la moneda, vamos a estar entrenando el modelo para pesos
Unicamente. Hacemos esto porque el costo de tener pesos inventariados es
extremadamente mayor que el costo de tener ddlares inventariados. Y,
adicionalmente, el circulante de pesos es extremadamente mayor al circulante de

moneda extranjera.



Estas simplificaciones responden a la aplicacién del principio de Pareto: no
podremos abarcar absolutamente todo, entonces pondremos foco al producto critico: el

efectivo en pesos.

El modelo de programacidon entera va a estar basado en la informacién del
proveedor y en los costos de Finanzas, y en la prediccién de la demanda de cada una de las

sucursales que se correra diariamente.

Utilizamos programacidon entera y no programacién lineal porque una de las
variables que componen la solucidn es binaria. Lamentablemente esto complejiza la
performance computacional. En base a los tiempos que obtengamos de procesamiento,
veremos si se puede aplicar la solucién computacional éptima o debemos ir por una
solucion de buena calidad con una heuristica. Amerita comentar que el modelo no es lineal,

pues el ultimo término de la funcidn objetivo multiplicara dos variables del modelo.

Para describir el modelo, los modelos de optimizacidn combinatoria tienen varias

secciones: conjuntos, variables, funcidn objetivo y restricciones.

4.1.1. Conjuntos

e i: el Unico subindice que utilizaremos es la sucursal i. Cémo los camiones deberan
siempre conectarse con el Tesoro, los camiones con el subindice de la sucursal

seran los que trasladen desde y hasta cada sucursal.

4.1.2. Parametros

Los coeficientes son los datos que acompafian a las variables y son datos del
modelo de programacion lineal entera. Se deben mantener actualizados si queremos que
el resultado sea relevante.

o Di(Miles de AR S$): demanda de la sucursal i extraida del modelo predictivo
seleccionado en el punto anterior. En este punto, el area de Operaciones también
debera tener en cuenta como dummy del modelo o como diferencial el hecho

practico de que los Tesoreros pueden tener conocimiento de alguna extraccion o



depdsito como outlier. Es aconsejable revisar diariamente la razonabilidad de los
resultados del modelo.

Cf(Q): Costo del inmovilizado. La férmula para aplicar es: Tasa de transferencia *
plazo transcurrido /365. Esto explica cuanto va a costar en funcion de las noches
que pase en sucursales o en el tesoro central. Se estima en 0.1% por peso incurrido
(TNA 36%)

Cv(ARS/Miles de ARS): Costo por monto de efectivo transportado.

Cti(Miles de ARS): Costo por traslado a la sucursal i. En general, los traslados son
via terrestre en el AMBA. Existen algunas excepciones de sucursales radicadas en
el interior del pais que poseen un costo mas elevado por utilizar la via aérea.
Si(Miles de ARS): Saldo de la sucursal i en el cierre del batch nocturno (saldo bruto
del modelo anterior). En general, hay procesos que impactan en el saldo on-line
como las extracciones y hay otros procesos que impactan por lote como los
depdsitos por ATM (los controla el Tesorero previo a darlos de alta en el sistema).
La contabilidad toma todos estos eventos y nos da un saldo de cierre del dia, y éste
serd nuestro input.

SSi(Miles de ARS): Stock de seguridad i: el calculo del safety stock por sucursal se
torna un poco complejo dado que la variabilidad como vimos es extremadamente
grande, por lo que dificilmente se parezca a una distribucién normal. Esto ocurre
porque a veces la cantidad de dinero demandada llega a ser negativa y a veces
positiva (es decir, no aplica el grafico serrucho de stock). Ahora cuando tomamos
periodos mas cortos de tiempo, la variabilidad disminuye y vemos que la gran
mayoria de casos no se llega al cash out. El Safety stock es, idealmente, el ROP
menos la demanda por el lead time, que definimos de un dia. De la demanda,
utilizaremos el percentil 98 por sucursal.

Ci(Miles de ARS): Capacidad de la sucursal i: este dato fue provisto por la entidad
financiera.

Ctri(Miles de ARS): Capacidad maxima del camion o del avidn: este dato proviene
del proveedor y se hace por sucursal en funcidn del acceso posible.

Ca (%): porcentaje adicional que cobra Prosegur por viaje por excederse del abono
diario (6.8%).

CCa: Capacidad de camiones del abono diario (20).



4.1.3. Variables

Las variables son parte de los resultados del modelo y nos indicaran cuanto y
cuando pedir, y es lo que se carga desde el drea de Operaciones en los sistemas de remesas
en funcién de los resultados del modelo:

e Rei(Miles de ARS): Remesa entrante de la sucursal i
e Sri(Miles de ARS): Remesa saliente de la sucursal i
e Bti(1 si el camion se traslada, 0 en caso contrario): Binaria de traslado.

e Ba: binaria de abono adicional

4.1.4. Funcion objetivo

La funcidn objetivo es la expresion que debemos minimizar o maximizar
dependiendo del problema. En este caso, al hablar de costos, buscamos minimizar la
funcién objetivo y posee los siguientes términos.

Min X", [(Si+ Rei— Rsi—Di)*Cf + Rei*Cv+ Rsi*Cv + Bti*Cti] +
Ba*()~; Bti—CCa) * Cti* Ca
e (Si+ Rei— Rsi— Di)*Cf: Costo inmovilizado de la sucursal i (Stock por
costo). Al saldo bruto, para llegar al saldo de cierre, le debemos sumar la remesa
entrante y restar la saliente (si hubiese) y restarle la demanda para entender cual
serd el saldo al cierre del dia por el cual se le aplicara el costo financiero.
® Rei * Cv: Costo por volumen de Remesas entrantes de la sucursal i.
® Rsi x Cv: Costo por volumen de Remesas salientes de la sucursal i.
® Bti = Cti: Costo por traslado de la sucursal i.
e Ba*(X]-; Bti— CCa) * Cti = Ca:lavariable Basera 1 si nos excedemos del abono

y a ese diferencial, se le cobrard el adicional de 6.8%.

4.1.5. Restricciones

Las restricciones son las reglas que debemos cumplir en relacion a las variables
establecidas en la funcién objetivo. Cada restricciéon tiene un motivo de existencia, y

veremos que los mismos pueden ser diversos: capacidad, reglas de negocio, flujo, etc.



La primera restriccion es estrictamente de negocio: la carga o descarga de
camiones de remesas a primera hora sera lo que altera el saldo de cierre del dia
anterior y confeccionara el saldo inicial neto. El mismo debe cubrir la demanda del
dia y el Safety Stock definido anteriormente, y esto es lo que decimos una regla de
negocio. El no cumplir esta regla nos lleva al riesgo de cash out, pérdida de la
calidad de servicio y, en consecuencia, pérdida de clientes o peor rating contra la
competencia.

R1:Si + Rei — Rsi — (Di + SSi) = Oparatodoi

La segunda restriccidn es un truco tipico de los modelos de programacion lineal
entera con variables binarias. Si la suma de las remesas entrantes y salientes de la
sucursal i es igual a 0, tenemos justa evidencia de que no se usard ningln camion
pues no habra necesidad y la minimizacidn de la funcién objetivo nos indicara que
Bti=0. En cambio, si es mayor a 0, debemos activar la variable binaria Bti para la
sucursal i (valor 1) para cumplir esta restriccion. Por eso, en esta restriccidn, se
multiplica este Bti por M, siendo M la maxima capacidad de Rei + Rsi, que nunca se
podra superar con la suma de ambas.

R2: Rei + Rsi < Bti* M paratodoi

De la tercera a la quinta restriccion, se restringe la capacidad tanto de la sucursal
como de los medios de transporte en los cuales se trasladan las remesas, con el
maximo que se puede almacenar en ambos.

R3:Rei + Si < Ci paratodoi

R4: Rei Ctri para todo i

<
<

R5: Rsi Ctriparatodo i

La sexta y séptima restriccion son adicionales para el abono que nos cobra el
proveedor. Si el Banco se pasa de los 20 camiones diarios, Prosegur cobra un
adicional de 6.8% del precio para el viaje. En la sexta restriccién, indicamos que la
suma de Bti serd siempre mayor o igual a 20 por la binaria que nos indica si nos
pasamos. Y la séptima restriccidon nos indica que, si nos pasamos, debemos activar

Ba. Estas restricciones son univocas (no son para todo i dado que aplica suma).

n
R6: z Bti = 20 * Ba

i=1

n
R7:Z Bti — 20 <65 = Ba
i=1



e Las ultimas restricciones especifican la naturaleza de las variables.
R8: Rsi = 0 para todo i
R9: Rei > 0 paratodoi
R10: Bti {0,1}
R11:Ba {0,1}

El modelo presentado contempla que los pedidos entrantes se realizaran siempre
y cuando la salida de efectivo demandada obligue a la sucursal a estar por debajo de su
stock de seguridad. Claramente, esta regla de negocio hace mds ineficiente el uso de los
recursos pero por decision corporativa estamos obligados a minimizar el riesgo de cash out.
Para las sucursales que piden que se retire dinero, si se envia camién o no depende de las
relaciones entre el costo del camidn, el costo del volumen transportado y el costo del
efectivo inmovilizado (y de si nos pasamos de los 20 camiones).

Para explicitarlo en un ejemplo, el proveedor nos cobra 7 pesos por mil pesos
transportados, 2.018 pesos por cada camidn. El inmovilizado con una tasa de 36.5% es 1
peso cada mil. Este modelo nunca va a retirar ese efectivo porque es mas barato el
inmovilizado que retirar el dinero via remesa marginalmente. En realidad, este
razonamiento es correcto en la medida de que haya una demanda sostenida que obligue a
solicitar una remesa entrante cada determinado tiempo. A su vez, si suponemos que por
algun motivo la demanda se paraliza y pasa a ser nula eternamente, pasados 7 dias el costo
marginal de sacar el dinero iguala al inmovilizado y seguramente hubiese convenido retirar
el dinero. Estas particularidades se deben llevar por fuera del modelo planteado, dado que

la periodicidad del ejercicio es diaria.

4.2. Desarrollo

Hasta ahora, abordamos el problema y construimos un modelo para poder resolver
el problema de optimizacién. El siguiente paso es el desarrollo para llevar a cabo una
solucion tecnoldgica al problema de turno, y luego llevar a la homologacién y produccion
del sistema. Siempre en la operacién se debera llevar a cabo el mantenimiento de ciertos
parametros, por lo que el flujo es circular y siempre debemos estar en constante revision

de todas las etapas (ver Esquema 6).
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Esquema 6: flujo de desarrollo de modelo de programacion entera

En este caso, vamos a estar programando la implementacion en el paquete CPLEX
con el lenguaje Python. Se selecciona este lenguaje por contar con una gran comunidad, y
hoy la entidad en la cual se esta trabajando estd potenciando sus colaboradores para que
tengan conocimientos en este lenguaje.

En si, la programacién es un poco mas codificada, por lo que se trabaja con una
clase que posee todas las caracteristicas de la sucursal y del medio de transporte que

traslada sus remesas (ver Esquema 7).

class Sucursal:
def __init__(self):

self.id = @
self.saldo= @
self.traslado = @
self.safety stock = @
self.capacidad suc = @
self.capacidad cam = @
self.traslado unitario = @
self.demanda = @

Esquema 7: inicializacion de clase en Python

Luego, se lee el archivo paraincluir dentro de esta clase el listado de sucursales con
sus caracteristicas. Con el input interpretado, primero presentamos las variables con sus
tipologias y los coeficientes que las acompanan en la funcidon objetivo. Indicamos tipologias
y limites (las restricciones 4, 5, 6, 7 y 8 son parte de la “lower band” y “upper band” del
programa).

Se enuncian las tres restricciones por sucursal utilizando un ciclo For, y finalmente
se corre el algoritmo, codificando también las salidas que necesitamos: costo definitivo y
remesas entrantes y salientes a asignar por sucursal.

Amerita aclarar que el modelo se corre diariamente. La salida indica el costo diario

y adicionalmente informa los resultados de las 255 variables del modelo (ver Esquema 8).



Como vemos, en cuanto a performance, hemos logrado un objetivo satisfactorio al correr

el modelo en muy poco tiempo.

Default variable names x1, X2 ... being created.
Default row names cl, c¢2 ... being created.
CPXPARAM_Read_DataCheck 1

Tried aggregator 1 time.

MIP Presolve eliminated 255 rows and 255 columns.
MIP Presolve modified 81 coefficients.

All rows and columns eliminated.

Presolve time = 0.02 sec. (0.15 ticks)

Root node processing (before b&c):

Real time = 9.92 sec. (.18 ticks)
Parallel b&c, 8 threads:
Real time = 8.90 sec. (0.00 ticks)
Sync time (average) i 9.00 sec
Wait time (average) = 0.00 sec
Total (root+bhranch&cut) =  0.02 sec. (0.18 ticks)

<___Funcion objetivo: 923@91_.1_.%3:::3
Status solucion: integer optimal solution (101)
L BT_0: 8.0
'\\?11: e.a/"

Esquema 8: solucidn de Cplex

4.3. Otros experimentos computacionales

En el desarrollo de la solucidn, se encontraron algunos desafios y experimentos que
se podian hacer con el objetivo de conservar la funcidn objetivo, pero simplificar el
programa:

e Larestriccidn 6 podria eliminarse y aun asi el programa conserva la misma solucion

Optima. De cualquier manera, no varia sustancialmente el tiempo de ejecucion.

e Seestaresolviendo un problema de programacion enteray no lineal dado que uno
de los términos de la funcidn objetivo es cuadratico. En este campo, se nos ocurre

gue puede linealizarse la funcién objetivo trabajandolo cémo una funcion lineal a

trozos (Btil para cantidad menor a 20, Bti2 para cantidad mayor a 20. La funcidn

objetivo la dividiremos entonces de la siguiente forma:

Min 7., [(Si+ Rei— Rsi—Di)*Cf + Rei* Cv+ Rsi*Cv + Btil xCti +
Bti2 = (Cti + Cta)]

Las restricciones que se modifican son las restricciones 6y 7, y se reemplazaran por

varias que tendran una variable binaria (W1):
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n n
Bti=z Btil + z Bti2
i=1 i=1

i=1

n

Z Btil < 20
i=1

n

Z Btil > 20W1
i=1

n

Z Bti2 < 85W1

~
1]
[

Este grupo de restricciones lo que hacen es indicar las limitaciones: hasta 20
camiones el costo es el habitual. Cuando superamos esa cantidad, W1 se activa y llegamos
al limite de Btil de 20 y empezamos a contar de Bti2 (con adicional de 6.8%) cuando
superamos el abono.

En nuestro caso particular, no fue necesario utilizar esta reformulaciéon dado que
Cplex puede resolver problemas de programacién entera con funcién objetivo cuadratica.
En caso de que el solver no contemple esa posibilidad y sélo pueda resolver modelos de

programacion lineal entera, se debera usar esta ultima variante.

En cuanto a la eficiencia de ejecucidn, notamos que el tiempo de resolucion de
ambos modelos es similar, y en todos los casos fue de unos pocos segundos. Cdmo priactica
de programacion dentro de python, se evitaron bucles de ciclos dentro de otros ciclos, lo
cual potencia el orden de la complejidad temporal y puede originar demoras en la respuesta

del algoritmo.



5. Resultados y conclusiones

5.1. Resultados

Para dimensionar el impacto en resultados de los modelos desarrollados, vamos a
correr una simulacién completa en el mes de Enero dia por dia de los que se pidid y lo que
se gastd en remesas, y lo vamos a comparar con lo que hubiésemos obtenido procesando
los datos en funcidn de lo establecido en la parte de analisis de datos de este trabajo.

Adicionalmente, al ahorro le podremos dar una interpretacion para los accionistas
como vimos con el ROE y para la eficiencia del banco como fue analizado en la introduccidn.

El Cuadro 3 expone los valores obtenidos y proyectados para 2020, tanto dentro

del proceso actual como con el nuevo con Cplex, y sus diferencias en monto y porcentuales.

Valores en Miles ARS Actual Cplex A A%

Por trasiodo

Volumen de camiones 1,597 279 -1,318 -83%
Costoporvolumetria 22114 _  -14765 7,349  -33%
Costo promedio por traslado de M ARS 11 11 0 0%
Volumen trasladado 2,010,360 1,342,300 -668,0690 -33%

Total Gastos Ene-2020
Forecast 2020

Tasa de transferencia promedio anual 43.0% 43.0%
Tasa nominal mensual 3.7% 3.7%
Saldo promedio 591,207 559,395 -31,813 -5%

Total reduccion PBB Enero

Forecast 2020 -323,868 -306,441

Cuadro 3: Beneficios de solucion obtenida

Algunas consideraciones de estos datos:
e El Forecast fue constituido con un escenario intermedio con inflacién del 50% para

el 2020.
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e Dentro del Costo Inmovilizado se excluye el Costo de Moneda Extranjera y del
dinero en el Tesoro y otros conceptos por los cuales el banco paga efectivo, como
ser corresponsales en el interior y exterior.

o El modelo de costo del inmovilizado se hace con la proyeccion de tasas del 2020
gue vimos que se acentud a la baja en los primeros meses del afio 2020. El Grafico
13 muestra la evolucién de las tasas REPO, que es el promedio de pases

interbancarios con el Banco Central de la Republica Argentina (BCRA).

TNA promedio REPO

1%
64% 6% 62% 1%
55% 36% oo

43%

31% 8%

Grdfico 14: evolucion mensual tasa REPO

En cuanto al transporte de efectivo, se logra un impacto mas preponderante en los
gastos que en el costo del inmovilizado. Esto tiene que ver con el contexto actual: tasas
negativas contra la inflacion. Consideremos que, a la hora de solicitar una salida de remesa,
es mayor el costo de traslado que el de tener el dinero en la sucursal.

Especificamente nuestro modelo nos indica que se debe pedir menos camiones con
mas volumen y asi optimizar el costo de viaje. Y también bajar en menor medida la
volumetria trasladada. Practicamente, no recomienda remesas salientes sino esperar a que
la demanda que tiende a la salida por las extracciones (por jubilaciones/AUH y otros
conceptos que vimos) tome ese efectivo de sucursales inmovilizado. Por esto, tampoco se
ve un ahorro sustancial en la parte de inmovilizado (-5%).

Se pronostica que el proyecto ahorra a la entidad financiera en gastos 150 millones
de ARS en todo el 2020, y, en los conceptos de PBB, 17 millones de ARS. No se consideran
dentro de este analisis los gastos asociados a la capacitacién y puesta a punto del sistema.

Si analizamos este impacto a nivel banco, vemos que también es preponderante:
los gastos pronosticados para 2020 son de 12.500 millones de pesos, y ahorrar 150 millones
de pesos es 1.2% de los gastos totales del banco. Ya vimos cémo impacta un cambio del 1%
de gastos en la seccidn inicial y entendemos que puede ser de gran interés para el comité

directivo de la entidad.



5.2. Conclusiones

En el presente trabajo, se visualiza cdmo un analisis completo de los datos puede
lograr alto impacto en los resultados de una entidad, y en otros indicadores también
importantes como el indice de eficiencia y el retorno para el inversor (ROE). Esto es lo que
en la entidad se llama creacién de valor (resultados sobre Patrimonio). Para esto, se
tuvieron que recorrer los tres campos que se analizaron en la charla de seminario (ver

Esquema 10)

Esquema 10: campos de Analytics

Estos resultados ayudan a que la compaiiia muestre eficiencia sin necesidad de tener
que recurrir a la reduccion de otros gastos importantes como el personal. En consecuencia,
indirectamente, como expertos en datos podemos ayudar a conservar mas puestos de trabajo

en la empresa.

De cualquier forma, el desafio en este proyecto es la implementacién y el
mantenimiento de las herramientas disefiadas. Es entendible que un proyecto de esta
envergadura requiere un cambio en la cultura de la empresa y una capacitacién en
herramientas de datos que es dificil lograr en el corto plazo. Recordemos que quienes realizan

esta tarea son personas muy experimentadas, pero usan las mismas herramientas hace 20 afios.

También, mantener los inputs de informacidn con una calidad adecuada nos permitira
obtener mejores resultados. Ya se vio cdmo cayeron las tasas y eso impacta directamente en el
costo financiero. También, en un pais con 50% de inflacién probablemente los proveedores

estén cambiando constantemente las listas de precios y pueden llegar a cambiar el esquema de



cobro, lo que puede alterar nuestro modelo de trabajo. Por eso, se pensé en Python como

lenguaje para tener flexibilidad en el andlisis y la optimizacién.

Otra variable que debemos monitorear es el cash out. Bajo este esquema de trabajo y
con el programa implementado, mantenemos el nivel de servicio con los clientes, pero el mismo
no debe caer. Por eso, es importante que los analistas involucrados en esta funcién tengan un

rol preponderante en el control del proceso.

Para posteriores trabajos, se puede pensar también en un disefio o una programacion
de camiones semanal y no diaria para disminuir trabajo operativo. Para lograr esto, deberiamos
tener un contexto de mucha mayor estabilidad en el pais que el actual. Hoy, creemos que con

la volatilidad que hay, es importante tener una programacion diaria de logistica de camiones.

Otra variable a tener en cuenta es la parte regulatoria: en el contexto actual, la entidad
en la que se estuvo trabajando comentd que en los Ultimos tiempos desde el BCRA no
aceptaban cambiar el efectivo por dinero transaccional, y, de esta forma, las entidades no
tenian forma de deshacerse del efectivo. Esto ocurrié en cuarentena e hizo que la volumetria
aumentara enormemente, aunque el aumento de liquidez generd una baja de tasas. Estas
medidas macroecondémicas afectan al proyecto, pero son muy dificiles de modelar en un pais

como el que se esta analizando.

5.3. Reflexiones finales

El presente trabajo esta enfocado principalmente en la mejora de los resultados del
banco a partir de modelos de datos. Laimplementacidn del contenido de esta tesis es un desafio
mucho mas complicado (a veces, imposible) porque se debe adecuar la cultura y los roles dentro

del banco para aceptar un proyecto de gran envergadura como éste.

El arquetipo de cultura organizacional de una institucion como la entidad en la que se
desarrolla el proyecto es el del Rol, donde lo que importa es cumplir con el estandar de trabajo

y es adversa a los riesgos.

Hoy el drea de Operaciones no decide a quién enviar el efectivo: los tesoreros de las
sucursales son quienes piden. Muchas veces, se pide la salida de remesas al Tesoro (no al BCRA)
para evitar el costo directo asignado a la sucursal por inmovilizado, trasladandolo a un costo
indirecto del banco. Esto, a fin de cuentas, no cambia el resultado del banco, pero si el de la
sucursal (hoy la gestidon de la sucursal se mide principalmente por los gastos directos). Y

combatir con este tipo de choques culturales es un desafio que merece su tiempo y lugar.



También existen auditorias y procesos contables asociados al proceso actual, que deberan ser

adaptados al nuevo proceso.

Como equipo de trabajo, entendemos que el proximo paso sera convencer a quienes
gestionan el negocio y la operatoria de que con esta herramienta se benefician todos. Como
primer paso, lo primero que debemos lograr es transferir la responsabilidad de los pedidos de
la sucursal al area de operaciones. Y, a ésta, agregarle una clara meta de eficiencia en camiones.
Como estd dado hoy el esquema, no hay un area centralizada que ejecute el proceso completo

y creemos que Operaciones es el mas adecuado para hacerlo.

Probablemente, se deba construir un nuevo equipo multidisciplinario, con diversos

roles, entre estos:

e Analista operativo: quien hoy opera y carga las operaciones en el sistema Core del
banco debe seguir haciéndolo.

e Analista financiero o de negocio: monitorear los resultados de los analisis de datos,
identificar desvios importantes, exponer al negocio los beneficios y elaborar el forecast
de este gasto.

e Data scientist: mantener la potencialidad de los analisis de datos y adaptar el modelo

a las distintas regulaciones o cambios en el negocio.

Pensamos que el equipo debe tener todos los roles porque la ejecucién de los procesos
debe ser diaria, por lo que se precisa rapida de velocidad de respuesta (vimos en el trabajo lo
variable que es la demanda y cémo es mas complicado estimar la demanda de un dia posterior)

y flexibilidad.

No dudamos de que, si se supera la etapa de implementacion, el proyecto traera sus
beneficios y probablemente motive a la institucién a poner foco en Analytics, que es el campo

de principal interés de esta tesis.
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