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RESUMEN

El presente trabajo propone un modelo de machine learning para asignar el campo género a
usuarios de dispositivos que formaran parte de diversas audiencias de usuarios a ser impactadas
por campafias publicitarias digitales, en las que el atributo demografico toma un lugar fundamental.
El atributo género es un requisito en gran parte de las audiencias ofrecidas. La empresa creadora de
audiencias en la que se basa este trabajo recibe informacion sobre datos demograficos de pocos
usuarios, por lo que predecir el género de usuarios de dispositivos de los que no se tengan registros
del género sera el principal objetivo.

El primer modelo se entrena con caracteristicas de User Agent, es decir atributos como marca y
modelo del dispositivo, navegador, sistema operativo y versidén del sistema operativo. Un segundo
modelo sumara a los atributos del primero caracteristicas de dominios visitados por cada
dispositivo. Finalmente, un tercer modelo sumara atributos de urls o sitios web especificos, visitados
por los usuarios para asignarles género lo mdas certeramente posible. En todos los casos se
intentaran técnicas de modelos de ensamble, como random forest y xgboost, al igual que regresién
logistica regularizada.

En base al output de este ejercicio, se logrard aumentar el volumen de las audiencias ofrecidas a
distintas agencias de publicidad o empresas, y por ende, los ingresos de la compafiia generadora de
dichas audiencias, en base al enfoque EVI (Economic Value of Information).

Palabras clave: audiencias, género, demografico, machine learning, random forest, xgboost, sitios
web, dominios, user agent, compra programatica.



ABSTRACT

The present work proposes a machine learning model to assign gender to device users that will be
part of different user audiences to be impacted by digital advertising campaigns, in which the
demographic attribute takes a fundamental place. In most of the audiences offered, the gender
attribute is required. The audience-creating company on which this work is based receives
information about the demographic data of few users, so predicting the gender of device’s users for
which the data is not available will be the main goal.

A first model will be trained by taking User Agent characteristics. That is, attributes such as the brand
and model of the device, browser, operative system and version of the operative system. A second
model will add to the attributes of the first, characteristics of domains visited by each device. Finally,
a third model will add attributes of specific urls or websites visited by users to assign them gender
as accurately as possible. In all cases, assembly model techniques such as random forest and xgboost
will be tried. Also, regularized logistic regression.

Having this final model done, it will be possible to increase the volume of audiences offered to
different advertising agencies or companies, and therefore, the income of the company that
generates such audiences, based on the EVI (Economic Value of Information).

Keywords: audiences, gender, demographic, machine learning, random forest, xgboost, websites,
domains, user agent, programmatic.
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1. Introduccion

1.2. El mercado de Audiencias

En este proyecto se trabajard con datos de una empresa creadora de audiencias en la industria de
marketing digital. Se abordard el campo de la compra de espacios publicitarios en medios de
comunicacion digital (conocidos como “publishers”) por parte de agencias de publicidad o marcas, o dicho
de otro modo, “anunciantes” que demandan estos espacios para llegar, mediante campaifas publicitarias,
al consumidor correcto. En esta transaccién se venden y compran cantidades de impresiones mediante el
esquema de compra programdtica.

En un mercado con un gran numero de publishers, se incorporan los Demand-Side Platform (DSP), que
son plataformas que representan a los anunciantes o agencias de publicidad. Los DSP permiten a los
anunciantes comprar espacios publicitarios de manera centralizada, siempre tratando de beneficiarlos
haciendo la compra de impresiones al menor precio a pagar posible. Es decir que una agencia o anunciante
puede entrar a DSP y comprar inventario publicitario de forma agregada desde un mismo lugar. En el otro
lado del mercado aparecen los Supply-Side Platform (SSP) que son plataformas que agrupan a los
publishers y se conectan con los DSP para ofrecerles subgrupos de medios digitales agregados para que
puedan comprar espacios de manera agrupada. Estos SSP representan al publisher e intentan que éste
venda su espacio publicitario al mejor precio posible, asi como los DPS pretenden que los anunciantes
compren impresiones al precio mas bajo posible. Surge entonces el ad exchange, que nuclea a los DSP y
SSP , los cuales agregan inventario de miles de medios y anunciantes. En el ad exchange se realizan
subastas para asignar audiencias a anunciantes. El ad exchange logra que esa subasta sea en tiempo real,
gracias al sistema Real Time Bidding (RTB). En este mercado la compra de un anuncio se realiza al mismo
tiempo que un visitante carga un sitio web.
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Figura 2: “How an Ad Exchange Work” 2

El mercado de compra programatica viene creciendo a pasos agigantados a nivel mundial. De acuerdo con
la consultora OneAudience se espera que este mercado mundial alcance este afo ingresos de USD 155

mil millones.

! Fuente: “https://www.match2one.com/blog/what-is-programmatic-advertising/”

2 Fuente: “https://www.match2one.com/blog/what-is-programmatic-advertising/”
2
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Figura 3: Global Programatic Market Growth, (2017-2021) Billions 3

La empresa creadora de audiencias en la cual se basa este trabajo participa en este ecosistema.
Especificamente busca ofrecer registros con caracteristicas relevantes para la marca o agencia de
publicidad, creando valor en la transaccién entre medios y anunciantes, a través del marketplace de
audiencias Data Management Platform (DMP). Este DMP o también conocido como “audience platform”
es una plataforma que permite organizar y crear audiencias que se pueden empujar a distintos canales de
activacion (Facebook, Instagram, etc) para hacer compra de publicidad segmentada.

En particular, este trabajo estara enfocado en “data exchange”. La empresa trabaja con proveedores a los
gue les compra datos, y esto sirve para alimentar audiencias con datos demogréficos y de intereses de
afinidad por ejemplo. Las audiencias con datos de proveedores se incorporan en el ecosistema de la
compra programatica y se disponibilizan en el DMP para que las agencias de publicidad las compren y
ejecuten sus campafias de forma dirigida. Es aqui donde entrard en juego el modelo desarrollado en este
proyecto que busca predecir caracteristicas demograficas de los registros. La siguiente imagen muestra
una vista general del mercado vy el lugar donde se ubica la compafiia para la que se realizara el proyecto
de prediccion de atributos demograficos de usuarios. Concretamente, la compafiia aporta valor en el
mercado mediante DMP y agregadores de data.

3 Fuente: “nhttps://www.onaudience.com/resources/top-data-markets/”
3
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Figura 4: Mercado de audiencias *

En cuanto al modelo de negocio en particular, cuando los datos de la empresa se usan en una campafia
de marketing, el anunciante paga un fee (CPM o Cost Per Mile, ya que se ofrecen mil impresiones por
compra) y la compaiiia le paga un porcentaje al proveedor de data.

1.3. Problema y Objetivo

Conocer el género y la edad de las personas resulta fundamental en empresas dedicadas a crear
audiencias customizadas de usuarios para marcas de productos y/o servicios que quieren dirigir de
manera acertada sus anuncios publicitarios.

Si las campafias publicitarias llegan a potenciales compradores del producto o servicio, las agencias de
publicidad o compafiias generadoras de dichas campafas podran aumentar sus ingresos, para llegar a mas
personas y crecer en el mercado. Por lo tanto, empresas dedicadas a construir audiencias que consistan
en esos potenciales compradores, si generan gran volumen de usuarios (implicando captacion de nuevos
clientes) como asi también si aciertan con el tipo de usuario (denotado en cantidades de impresiones,
clics y conversiones), seguiran siendo elegidas por las mencionadas agencias y compaifiias.

4 Fuente: “https://lumapartners.com/content/lumascapes/display-ad-tech-lumascape/”
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El objetivo de este trabajo es aprovechar parte de la informacion proporcionada por una empresa
dedicada, entre otras cosas, a vender datos customizados a agencias de publicidad, cuyos clientes directos
son marcas de productos/servicios, para predecir atributos demograficos de usuarios. Esto se hara con
datos de los dispositivos y sus comportamientos web registrados, para el mercado de Argentina, en base
a modelos de machine learning.

Estas predicciones permitiran expandir audiencias de usuarios ofrecidas a marcas para que las mismas
logren captar la mayor cantidad de clientes posible en diversas plataformas digitales y por ende esto hara
aumentar los ingresos de la empresa proveedora de audiencias, ya que al cobrar por impresiones, a mayor
cantidad de usuarios ofrecidos, mas Revenue generado.

Dada esta meta sobre aumento de ingresos, se evaluard el revenue posible de ser generado mediante los
segmentos aumentados en volumen de usuarios a través de modelos de Machine Learning. En particular,
se analizara el enfoque Business Value of Information (BVI) y el enfoque Economic Value of Information
(EVI).

Actualmente la empresa de la que se toman los datos arma sus audiencias a partir de datos de
proveedores. Pero esto en muchos casos no resulta suficiente para ofrecer a agencias un volumen
considerable de usuarios. Actualmente se aplica un llamado “algoritmo de la moneda” donde se le asigna
género de forma aleatoria a los usuarios de los que no se tenga el dato. Siendo asi, el género asignado es
poco confiable, dando foco Unico al volumen, restando importancia a la calidad de data entregada. Es
entonces que modelar mediante datos de navegacion y user agent para expandir audiencias tiene fuertes
implicancias y puede significar un mejor posicionamiento de mercado tanto para las marcas de productos,
como para las agencias de publicidad y por ende para la empresa creadora de audiencias que seguird
siendo elegida por proveer audiencias confiables y de gran volumen.

Este trabajo entonces busca mostrar cdmo, a partir de datos de “user agent” y de navegacion web, se
pueden generar modelos predictivos competitivos para el mercado de audiencias de usuarios para
campanias publicitarias digitales. Concretamente, los modelos serdn entrenados para predecir el género
de una persona, dados los sitios web y los dominios que visitd en el mes de Enero 2021 y dado el modelo
y marca del dispositivo con el cual lo hizo, ademas del navegador que haya utilizado, la versién del mismo
y el sistema operativo. Ademads, se estudiara el impacto en ingresos y en el negocio que estos nuevos
atributos generen a la empresa creadora de audiencias. Es decir, se tratarda de mostrar cdmo mejora la
performance del servicio ofrecido cuando se aumenta la cantidad de usuarios gracias a estos modelos.

El resto del documento se encuentra estructurado de la siguiente manera: en la seccion 2 se presentaran
el andlisis de ingresos generados gracias al modelado. En la seccidon 3 se mostrard qué datos se obtienen
y de qué manera, llegando al output final a analizar. En |la seccidn 4 se describe el marco tedrico de técnicas
de machine learning que se aplicaran en este proyecto. En la seccidon 5 se presentaran los modelos y
métodos. En la seccidn 6 se describiran estrategias de interpretabilidad de los modelos. En la seccién 7 se
mostrara una adaptacidén de los modelos para predecir rangos de edad y finalmente en las ultimas 2
secciones se presentan resultados y conclusiones



2. Andlisis de Evaluacidon Econdmica del proyecto

Previo a modelar, es necesario entender qué caudal de ingresos se podria generar en el negocio de la
empresa vendedora de audiencias con este proyecto. Y, de este modo, entender que tan valioso resulta
el mismo.

Con los datos disponibles puede observarse que un mayor volumen de usuarios para segmento femenino
y masculino se corresponde con mayores ingresos para la empresa proveedora de audiencias, ya que la
misma puede ofrecer a las agencias de publicidad y compaiiias que tiene como clientes, audiencias con
mas cantidad de usuarios con género asignado. Los datos demograficos resultan fundamentales al
momento de vender audiencias a agencias publicitarias o empresas de consumo masivo o servicios, ya
gue se trata de atributos que muchas veces definen intereses.

El siguiente grafico muestra ingresos versus tamafio de segmentos de género, con datos del segundo
semestre del 2020.
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Figura 5: Tamafio del segmento Género Femenino y Género Masculino e Ingresos

Para evaluar econdmicamente este proyecto, se tomardn los enfoques Economic Value of Information
(EVI) y Business Value of Information (BVI) descritos como Financial Measures y Foundational Measures

respectivamente (Douglas B. Lany, 2017) [3].
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2.1EVI

Este método da como resultado el valor financiero neto de un activo de informacién aplicando el enfoque
de ingresos tradicional para la valoracion de activos y luego restando los gastos asociados al ciclo de vida
del activo de informacién. Considera el cambio realizado en los ingresos cuando cierta informacion se
incorpora a uno o mas procesos de generacién de ingresos. Entonces el costo de adquirir, administrar y
aplicar los datos se compensa. Su férmula se resume de la siguiente manera:

EVI = [Revenuei — Revenue ¢ — (AcqExp + AdmExp + AppExp)] =T/t

Para este caso, el nuevo activo de informacidn se compondra de registros de dispositivos (identificadores
de dispositivos) donde el atributo género (sea masculino o femenino) serd asignado gracias a un modelo
entrenado con técnicas de Machine Learning. Este campo permite ofrecer audiencias con datos
demograficos de interés para los clientes.

La alternativa en uso actualmente implica el uso de un “algoritmo de la moneda”, que consiste en asignar
de manera aleatoria género a usuarios de los que no se tenga el dato deterministico o verdadero de parte
de proveedores. Este algoritmo es realizado por la compaiiia bajo el intento de aumentar el tamano de
audiencias para vender a agencias de publicidad y se utilizard éste como un reemplazo del experimento
gue el enfoque EVI precisa.

Detallando la férmula EVI, se considera lo siguiente:
e Revenue j= Elingreso generado usando el nuevo activo de informacién.

Tomando datos del aifio 2020, este revenue suma 2.783.779 ddlares aproximadamente.

e Revenue c = El ingreso generado sin usar el nuevo activo de informacién.
Se tomara al ingreso generado gracias a usuarios con género asignado mediante proveedores
especificos de la compafiia creadora de audiencias. Esto sera lo que se conoce como Ground Truth

5 Fuente: Laney. “Why and How to Measure the Value of Your Information Assets”, Gartner Research, November 15,2016
7



(GT). En base a datos del 2020, tanto por usuarios femeninos como masculinos, la suma de ingresos
por impresiones provenientes de data Ground Truth es 870.507 ddlares.

e T = La vida util promedio esperada de cualquier instancia de informaciéon dada o registro.
Como T se tomara el tiempo estimado de vida de una "cookie", ya que el estudio se basa en datos
de sitios visitados ademds de datos de user agent. (Una vez muerta la cookie, habra que volver a
predecir el género del usuario). Se estima que una cookie dura en promedio 7 dias.

e t=El periodo de tiempo durante el cual se realizé el ensayo de EVI. Como t, se tomara el tiempo
de realizacion del antes mencionado "algoritmo de la moneda" (3 meses).

e AcqExp, AdmExp, AppExp = Costos del ciclo de vida de la informacién (costos de adquisicion, de
administracion y de aplicacién). Como AdmExp y AppExp se tomard aquel que refiere al espacio
en servidores para correr mensualmente los modelos. Se necesitara un servidor para la entrada
de identificadores de dispositivos nuevos y sus atributos de navegacién, a evaluar por el modelo.
Como AcqExp, es decir, costo de adquisicidn, se tomara el salario abonado al profesional dedicado
al proyecto.

La gran diferencia con los modelos a realizar en este proyecto, cabe decir, radica en la calidad de la
asignacion del género. El proyecto tomara datos de User agent y de navegacién web para realizar la mejor
asignacion posible permitiendo una mayor probabilidad de impacto 6ptimo de camparias publicitarias
hacia los usuarios objetivos.

Sin embargo, el hecho de entender si las audiencias de usuarios con género asignado son impactadas
verdaderamente por las campafias publicitarias escapa a este caso de estudio ya que la empresa en la que
este trabajo basa su analisis vende audiencias customizadas sin recibir ningun tipo de feedback por parte
de sus clientes en cuanto al impacto positivo o negativo de campanas. Es un input que requiere hacer
experimentos de A/B testing para poder evaluar causalmente el uplift. Por lo que esto esta fuera de
nuestro control. Ademas, cabe mencionar que las agencias de publicidad compran audiencias sin saber
qué proporcion de usuarios tienen género asignado mediante modelos estadisticos y mediante
proveedores (datos reales). De todos modos, ser asertivo en la asignacién de género puede derivar en re-
eleccién de parte de los clientes a la empresa de audiencias en un mediano o largo plazo. Y por eso, se
hara gran énfasis en la métrica de AUC al momento de modelar, priorizando la mayor separacidn de clases
posible.

En base a lo discutido se obtienen los inputs necesarios para el andlisis del EVI. En cuanto al Revenue, se
tomaran la cantidad de impresiones cobradas y su precio. Dado que se cobra a las agencias de publicidad
mediante CPM (Costo por cada mil impresiones), y el mismo varia entre 0.4 USD y 1.5 USD segun la
plataforma a la que estén dirigidas las impresiones, se tomara el promedio. Es decir un CPM = 0.95 USD.
Como puede observarse, los ingresos son mayores en general cuando se trata de asignacion por algoritmo
de la moneda, debido a un mayor volumen ofrecido.



17500 H Coin
Hm Ground Truth

15000

12500

10000

7500

5000

2500

2020-01 2020-03 2020-05 2020-07 2020-09 2020-11 2021-01

Figura 7: Ingresos generados por segmentos con género asignado por Ground Truth vs Moneda

En el siguiente grafico se aprecia la proporcién de revenue aportado por el modelo y por data GT, siendo
el algoritmo el que mas revenue genera, como se observé previamente.
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Figura 8: Proporcion de Revenue por asignacion deterministica vs Algoritmo de la Moneda

Al observar la cantidad de usuarios etiquetados tanto por el modelo como por la data GT, se evidencia
gue mas cantidad implica mayor revenue.
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Figura 9: Proporcion de registros por asignacion deterministica vs Algoritmo de la Moneda
Para finalizar con este enfoque, se especifican costos y se estiman tiempos en base a la experiencia.

e AppExp + AdmExp, es decir, el costo del espacio en servidores para correr el modelo por mes. Esto
serd, en dias, 1.6 USD.

® AcqExp, es decir, el salario diario abonado al profesional que se dedicara al modelado. Sera de 50
uUsD.
T, sera 7 dias
t sera 90 dias

Por lo tanto, el EVI de un mes queda positivo, siendo:
EVI = [231981,5USD — 72542,25 USD — (48USD + 1500USD)] * 0.233/3 = 12485,16

El objetivo es asignar género lo mas certeramente posible para poder expandir el volumen de registros
completos disponibles para los clientes. Al final de este proyecto, cuando sepamos la performance del
modelo elegido, presentamos una visualizacién de la sensibilidad del EVI respecto al AUC donde se
compara el EVI obtenido con y sin nuestro modelo. Para obtener el revenue esperado dado un volumen
de registros a ofrecer, estimamos un modelo de regresion lineal que tendra como variable a predecir el
revenue obtenido gracias a segmentos demograficos de género. Los predictores seran por un lado las
cantidades diarias histdricas en el afio 2020 de dispositivos a los que se les asignd género mediante data
ground truth y mediante data modelada (por algoritmo de la moneda), una variable binaria que vale 1
cuando esas cantidades fueron generadas por el algoritmo de la moneda y 0 cuando no y finalmente otra
variable explicativa que consistird en las cantidades del primer predictor al cuadrado, ya que el efecto en



EVI podria no ser constante. El objetivo es entender la sensibilidad del EVI respecto al AUC que pueda
lograr un algoritmo de machine learning aplicado. En dicho cdlculo se tomara como revenue sin modelo
aplicado (revenue del grupo de control en la terminologia de Laney) a aquel que se obtenga con AUC de
0.5.

La Ecuacion de regresion poblacional a estimar resulta Y = 0+ plvol + p2vol2 + f3Moneda +
Error , siendo vol, vol2 y Moneda los predictores, donde “vol” representa los bloques de cantidades
de dispositivos con género asignado vendidos por dia, vol2 su cuadrado (para permitir efectos no
constantes del volumen sobre el precio) y “Moneda” es la variable binaria que indica el tipo de asignacion
de género (0 si las cantidades son Ground Truth y 1 si corresponde al algoritmo “de la moneda”
comentado previamente). La variable a explicar “Y” es el revenue diario generado gracias a dispositivos
con género asignado.

Coef. Std Emr P[]
Intercept 456 6EST 35,833 0,000
Vol 000070 00000122 0,000
Vol2 -3.131e-12 4 11e-13 0,000
Moneda -1393,0644 67,714 0,000
Statistics
R-squared 0,9830
Ad). R-squared 0,9830

Tabla 1: Resultado de Regresion Lineal

Antes de obtener resultados de la regresidon de las variables en niveles se corrobord que las series sean
estacionarias en media mediante el test Dickey Fuller. Este paso es necesario para evitar regresiones
espureas al trabajar con series temporales. En particular, el test nos permite rechazar la hipétesis de raiz
unitaria en favor de la hipdtesis de que cada serie es estacionaria en media. A continuacidn se observa la
sensibilidad que tiene EVI ante aumentos del AUC.
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Figura 10: Sensibilidad EVI respecto a AUC ©

6 Se toma como tamaiio del dataset al que se utilizard al entrenar modelos y para el cdlculo del revenue a incluir en férmula
EVI se usan los coeficientes estimados de la regresion



2.2 BVI

En lo que respecta al andlisis fundamental, se analiza el enfoque “Business Value of Information” BVI.

El BVI considera la utilidad de un activo de informacién para el uso comercial real. Busca poder estimar
gué tan buena es la informacién.

Este método es Util para obtener una vision rapida del beneficio potencial de la informacidn. Su definicién
es la siguiente:

BVI = Y (Relevance p) * Validity * Completeness * Timeliness

Donde:

Relevance p = Es qué tan util la informacion puede ser para uno o mas procesos del negocio.
Validity = Es el porcentaje de registros correctos sin errores en los datos.
Completeness = Es el porcentaje de registros de los que se obtiene el nuevo atributo, sobre el
universo total de los que podria obtenerse dicho atributo.

o Timeliness = Es qué tan rapido nuevas instancias de datos se encuentran capturadas y accesibles.

Este enfoque se tiene en cuenta para poder rankear entre alternativas. Es decir no es una medida de valor
econdmico sino una medida de valor fundamental, en cuyo calculo se tiene en cuenta la calidad de los
datos. El BVI permite rankear entre distintas alternativas entre las que asignar recursos a iniciativas de
calidad de datos. A cada componente insumo del BVI se le asigna un puntaje entre 0y 1. Cuando uno de
esos aspectos toca o se acerca a cero, el producto cae y por lo tanto resulta en un puntaje bajo para activo
de informacion que se esté evaluando. Para este caso se evaluaria BVI para cada audiencia ofrecida (vista
como un proceso de negocio puntual), obteniendo de este modo un especie de ranking entre audiencias
tomando en cuenta qué tan util es el género de los usuarios que forman parte de la misma, qué tan rapido,
qué tanto y qué tan bien se predijo al género que formara parte de la audiencia evaluada. Algunos
ejemplos de audiencias ofrecidas son: 'Tecnologia > Indumentaria > Zapatos > Mujer', 'Tecnologia >
Indumentaria > Zapatos > Hombre', ‘Entretenimiento > Peliculas > Mujer’, ‘Hogar y Jardin > Manualidades
> Mujer’, 'Tecnologia > Indumentaria > Casual > Hombre', entre otras.

Para mostrar cdmo cambia el BVI respecto a valores de AUC, es decir la sensibilidad del BVI ante cambios
en la performance de un potencial modelo de machine learning, nos concentramos en la variable
completeness y dejaremos fijo a valores de relevance, validity y timeless. Como universo total de quienes
se podria obtener el atributo género, se toma una cantidad aproximada de habitantes de Argentina con
uso de dispositivos celulares, tablets y pc en rangos de edades entre 15y 59 afios: 27.198.716 personas.
Este dato es tomado de las proyecciones de poblacion por edad del INDEC correspondientes al afio 20207
y se asume que todos tienen acceso a los dispositivos mencionados. Ademads, hay que tener en cuenta
gue este universo puede ser mucho menor ya que existen otras restricciones que lo definen segin cada
audiencia evaluada, como lo referido a intereses, zonas de residencia y nivel de ingreso entre otros.

7 La informacién esta disponible en el siguiente link https://www.indec.gob.ar/indec/web/Nivel4-Tema-2-24-84.
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Figura 11: Sensibilidad BVI respecto a AUC 8

3. Estructura de los datos

El dataset consiste en datos de navegacion web y los llamados datos de User Agent, disponibles gracias al
tragueo de datos al que tiene acceso la empresa proveedora de audiencias de usuarios.

Por un lado, el tipo de identificador con el que se lograron extraer datos de navegaciéon web es lo que se
conoce como cookies. Una cookie es un “trozo de informacion” que pertenece a un dominio particulary
persiste en el navegador del usuario. La empresa recibe trafico web obtenido mediante un cddigo
(también llamado pixel) propio de la empresa, colocado en ciertos sitios web. Cuando un usuario visita un
sitio web, mediante este pixel se genera un “cookie id” en el navegador, que permite reconocer a ese
usuario cuando el mismo vuelve a entrar a ese sitio 0 a otros sitios donde también esta el pixel de la
empresa. Lainformacion se recolecta a través de una APl de la empresa creadora de audiencias. El proceso
se resume de la siguiente manera: Persona = Dispositivo - Navegador - se identifica al usuario a través
de cookie id, que se obtiene mediante un cddigo que se coloca en un sitio. La cookie vive en un dominio
especifico por pocos dias. De esta forma se tiene_informacion sobre urls y dominios visitados.

Por otro lado, los datos de user agent vienen directo del navegador utilizado por el usuario del dispositivo,
ya que son datos que forman parte del protocolo http. Se obtienen cuando se hace un “request” al sitio
web.

Dada la inmensa cantidad de datos recolectados en el mes de enero 2021 para Argentina, no fue posible
mostrar todo en un Unico set de datos, sino que se obtiene la informacién desde 6 distintos sets a los que
se los denominara Labels, Features, Device Index, Feature Index, Indexed y Labels 2.

8 Se toma como tamaiio del dataset al que se utilizard al entrenar modelos y se asume relevance 0,9, validity 0,6 y timeless
05



A continuacién, se muestra el diagrama de relaciones entre las tablas utilizadas, seguido de una
descripcién detallada de cada una.
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Figura 12: Diagrama de relaciones entre tablas.
Labels

Formato csv - separador \t

Columnas e device_type: tipo de dispositivo (en este caso todos seran “web”)

e device_id: el identificador de cada dispositivo

e Segments: Listado de segmentos asociados a un dispositivo
(separados por ,)

Ejemplo web 0006c43a-baf0-4562-8b21-6b741683bdd1 3,5
web 0011da8e-f5ca-4950-8713-08302df6b002 6,3
web 0077b5b9-8a57-4847-8841-aaf69fa43d04 6,2
web 00c6279f-56e7-4a61-9f87-ebbdf3b89fcb 7,2
web 0172d0a2-1d0d-4a94-b3db-921cd4ae9035 6,2

Tabla 2: Labels

Features
Formato parquet
Columnas e device_id: el identificador de cada dispositivo
e feature: String del valor del feature en formato
nombre@valor
Ejemplo | device_id | feature
|00060fcb-fa7f-414...| of@Android




|00060fcb-fa7f-414...| ov@Android 7
|00060fcb-fa7f-414...| df@LM-X210
|00060fcb-fa7f-414...| bf@Chrome
|0000e78c-d5a8-4ea...|url@horoscoponegr...
|000edb54-2c5d-414...|url@vix.com/es/im...
|0012352¢c-7851-4a8...|url@damianculotta...

Tabla 3: Features

Device index

Descripcion | Mapea los dispositivos con sus indices o numero de fila.
Formato parquet
Columnas e device_idx: indice - Entero que representa el nimero de fila de la
matriz de entrenamiento.
e device_id: el identificador de cada dispositivo
Ejemplo vice_idx| device_id|

|de

|0 | 00006070-10bc-44e...|
| 1 |0000ea8d-feb4-416...|

| 2 |00010524-61b4-472...|
| 3 |0001cda4-8dfc-475...|

| 4 |00028b8f-e4ff-432...|

Tabla 4: Device Index

Feature index

Descripcién | Mapea los features con sus indices 0 numero de columna
Formato parquet
Columnas e feat _idx: indice - Entero que representa el nimero de columna de la
matriz de entrenamiento.
e feature: Nombre del feature
Ejemplo [feat_idx| feature|

|0 | bf@Brand_browser|
| 1 | bf@Chrome|

| 2 | bf@Edge|

| 3 | bf@Firefox|

| 4 | bf@Google|

Tabla 5: Feature Index




Indexed
Descripciéon | Tuplas con interacciones entre dispositivos y features en formato indexado.
Formato parquet
Columnas ° device_idx: indice dispositivo - Entero que representa el nimero de
fila de la matriz de entrenamiento.
° feat_idx: Indice de feature - Entero que representa el numero de
columna de la matriz de entrenamiento.
Ejemplo |device_idx|feat_idx|
| 18886 | 13684|
| 67515 | 23635|
| 17311 | 25903
| 55304 | 22174|
| 29413 | 17882]
Tabla 6: Indexed
Labels 2
Descripcién | Tuplas con interacciones entre devices y features en formato indexado.
Formato parquet
Columnas e device_id: el identificador de cada dispositivo
e label: Segmentos separado por “,”. Se refieren a género y edad.
Ejemplo | device_id |label|

|a9c8b817-c03a-49c...| 2,5]|
[167304fb-afb3-4ac... | 5,2|
|839deab0-c0f9-464... | 3,6]
|c5c91ffa-7aa3-412... | 3,6|
|ea33c35f-0fcd-453... | 5,2|
|7380bcd3-1a02-4f7... | 3,7]
|2539805d-553d-4€8...| 6,3|

Antes de comenzar con el analisis exploratorio de los datos se procesan estos datos de manera tal de
obtener un dataset unificando la informacidn necesaria. El mismo se encuentra detallado en el Anexo 1.

Tabla 7: Labels 2

3.1.Estructura de los datos en la Matriz de Features

A partir de los conjuntos de datos presentados en la seccion anterior, el set de datos del cual se parte para

analizar y utilizar en los modelos de machine learning presenta las siguientes caracteristicas.




Es una matriz compuesta por 0y 1, donde 1 significa que existe interseccién entre el dispositivo (usuario),
representado en las filas, y el feature, representado en las columnas. El O significa que no existe relacién
entre el dispositivo y el feature. Luego, la variable target es 1 0 0 segln el género. Siendo 1 si es femenino
y O si es masculino.

Dataset para entrenar Modelos

Formato csv

Columnas e device_idx: el identificador de cada dispositivo
fem: Variable binaria que indica el género.
e Feature_Android 7: 0 o 1 segun el dispositivo cuente o0 no con ese

feature..
Ejemplo |device_idx| feature_Android 7 |...| feature_zonapropr.com.ar |[fem|
|[4562 |0 |...] 1] 0|
|4562 |0 ...] 0] 0|
[4562 | 1|...] 1] 1]
4562 |1...] 0] 0]

Tabla 8: Formato de Dataset para Entrenar Algoritmos de Machine Learning

4. Marco Teorico

A continuacién, se hard una breve descripcion de la teoria que hay por detras de las técnicas de Machine
Learning a implementar en el proyecto, tomando como referencia bibliografia sobre la cual se sustentan
y comentando su aplicaciéon en el presente trabajo.

4.1. Naive Bayes

Bayes Ingenuo o Naive Bayes es un algoritmo de clasificacion que modela la probabilidad de que una
observacion i con determinadas caracteristicas (Xi) pertenezca a una determinada clase k, es decir:
P(Ck | Xi), donde:

P(Ck | Xi) = P(Ck,Xi) / P(Xi) por probabilidad condicional P(Ck | Xi) = (P(Xi| Ck) *
P(Ck))/P(Xi) por Teorema de Bayes.

En el teorema de Bayes, el numerador es equivalente a una probabilidad compuesta: P(C, X1,...., Xn),
gue puede ser descrita de la siguiente manera, aplicando la probabilidad condicional:

P(C X1,..., Xn) = p(C) p(X1|C) p(X2|C,X1) p(X3|C,X1,X2) p(X4,...,Xn|C,X1,X2,X3)

y asi sucesivamente. Aqui aparece el supuesto “ingenuo” de la independencia condicional entre variables.
Se asume que cada Xi es independiente de cualquier otra Xj para i # jcuando estan condicionadas a C.
Siendo: P(Xi| C,Xj) = p(Xi|C), con lo cual la probabilidad compuesta puede expresarse como
p(O)[1 p(Xi/C).Estossignifica que la distribucién condicional de C sobre las variables clasificatorias puede



expresarse como: P(C| X1,..,Xn) =1/Z »p(C)[[p(Xi/C), donde Z es un factor que depende
Unicamente de X1,...,Xn.

De este modo, el algoritmo Naive Bayes clasifica observaciones asumiendo que los features o atributos
no tienen relacion alguna entre si, dada la variable target, caracterizandose de este modo por ser simple
y basico.

4.2. Regresion Logistica

Este tipo de modelos son no lineales en los parametros, por lo que se estiman por maxima verosimilitud,
aunque alternativamente se podrian estimar por minimos cuadrados no lineales Se estiman los
parametros desconocidos buscando maximizar la probabilidad de extraer la muestra observada. En otras
palabras, las estimaciones de mdaxima verosimilitud de los pardmetros desconocidos son los valores que
dan como resultado un modelo que es mas probable que produzca los datos observados.

En una regresién logistica la probabilidad de que una observacién sea catalogada como target igual a 1,
esigual a:

P(Target =1) =exp(f0 + p1X1+...+pnXn) /(1 + exp(f0 + 1 X1 +...+ fn Xn))

Por lo tanto, a medida que los operadores exp() tengan valores mas altos, el valor de P(Target=1), también
lo serd. De hecho, en el limite, cuando los operadores exp() tienden a infinito, P(Target=1) tiende a 1, y
cuando los operadores exp() tienden a -infinito, P(Target=1) tiende a 0.

De esta forma, a mayor valor absoluto del coeficiente, mas sensibles serdn los operadores exp(), siendo
el impacto en ellos positivo cuando el signo del beta sea positivo, y negativo cuando el signo del beta sea
negativo. En otras palabras, a mayor valor absoluto del coeficiente de un regresor, mas sensible sera la
prediccidn a la variacién de la variable asociada (siempre y cuando las variables estén escaladas), y este
impacto sera positivo o negativo dependiendo del signo del coeficiente del regresor correspondiente.

El output predicho del modelo de regresidn logistica es una probabilidad, como se indicé anteriormente.
Este output define, basdndose en un umbral fijado, la clase de la observacién a clasificar. Como
mecanismo para elegir el umbral de corte, se usa una muestra de entrenamiento y se observa la tasa de
error sobre la muestra de test. En este proyecto, la eleccidn se realiza por Cross Validation sobre la
muestra de train. Si el modelo tiene una tasa de error sobre test baja, puede decirse que el modelo
performa bien.

Para este trabajo, este tipo de modelo serd testeado antes que random forest y xgboost para determinar
si un usuario posee género femenino o masculino, ya que es un algoritmo sencillo, interpretable y rapido
computacionalmente. Luego, se aumenta la complejidad al testear estos otros modelos conocidos como
“modelos de ensamble”. Al entrenar Regresidn Logistica, se indican como opciones de penalidad a las
técnicas de regularizacion lasso o ridge. Mediante el método Grid Search, el modelo eliminara (en el caso



de eleccion lasso) o tratara debidamente a las variables que no son relevantes (en el caso de elegir ridge).
Luego se evaluard qué tan bien logra clasificar.

4.3. Random Forest

Random Forest es una de las técnicas dentro de modelos de ensambles en Machine Learning. A los
modelos que combinan las predicciones de modelos mas pequefios (0 modelos base) se los conoce como
modelos de ensamble. Aligual que la técnica bagging, luego de construida la secuencia de modelos, Forest
los ensambla para reducir la varianza del error de prediccién de los mismos. En bagging, los arboles
pueden estar positivamente correlacionados por ser entrenados con informacién similar (ya que cada
arbol individual usa los mismos predictores). Promediar muchos valores correlacionados no conduce a
una reduccién importante de la varianza como si lo haria el tomar promedios de valores no
correlacionados. Por lo que la técnica de bagging no conduce a una sustancial reduccion de varianza del
error de prediccion. Random Forest, en cambio, “decorrelaciona” los arboles mediante un pequefio
ajuste. Plantea un re-muestreo doble. Por un lado, al igual que en bagging, se construyen drboles a partir
de muestras de entrenamiento bootstrap, que es un método de re-muestreo que permite la obtencion de
nuevos conjuntos de muestras Z1, Z2, .., ZB desde un Unico conjunto de datos Z, seleccionando
aleatoriamente B observaciones del conjunto de datos original, con reposicion, para construir los B
conjuntos de datos bootstrap (Z1, Z2, ..., ZB) y entrenar al set de arboles. Por otro lado, la diferencia con
bagging radica en que cada vez que se considera una divisidon en un arbol, una muestra aleatoria de “m”
predictores se elige desde el conjunto completo de “p” predictores para ajustarse al modelo. Es asi que
los arboles estan decorrelacionados haciendo que el promedio de arboles resultantes sea menos variable.
A continuacidén se detalla el algoritmo descrito.

Algorithm Random Forest for Regression or Classification.

1. For b= 1 to B:

(a) Draw a bootstrap sample Z* of size N from the training data.
(b) Grow a random-forest tree T} to the bootstrapped data, by re-
cursively repeating the following steps for each terminal node of
the tree, until the minimum node size n,,i, is reached.
1. Select m variables at random from the p variables.
ii. Pick the best variable/split-point among the m.
iii. Split the node into two daughter nodes.

2. Output the ensemble of trees {T,}7.

To make a prediction at a new point r:

: ¢ £Blm 1 B R
Regresswon: [ (x) e S’  Ty(z).
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Algoritmo Random Forest®

Para el caso de estudio, se usara clasificacion, donde la mayoria de los votos definira a la clase predicha.
Es decir, luego de dividir el dataset en train y test y estandarizar variables, al random forest se le pasara
como input el dataset de train con variables dummy (1 y 0 como valor) y algunas variables numéricas.
Luego se encontrardn los mejores hiperparametros mediante técnicas de Random Search y Cross
Validation.

4.4. XGBoost

Para entender la implicancia de un modelo XGBoost es necesario partir describiendo modelos de boosting.
La idea de un modelo de boosting es ensamblar una secuencia de modelos simples para obtener un
estimador complejo. Al entrenar modelos secuencialmente, se trata de corregir a su predecesor.
En este tipo de algoritmos no se realiza sampling mediante técnicas de bootstrap, sino que cada arbol se
ajusta a una versién modificada del conjunto de datos original. Este algoritmo aprende lento. Cada modelo
predice la parte no predicha hasta ese momento, es decir, el target o variable a predecir es el residuo de
los modelos anteriores, por lo tanto cada darbol adicional que se entrene dependerd de lo que los
anteriores predijeron y actualizara los residuos. El parametro A (shrinkage parameter) ralentiza el proceso
permitiendo mads y diferentes arboles para atacar los residuos. En boosting, a diferencia de bagging, la
construccion de cada drbol depende fuertemente de los arboles previamente construidos. Es por esto que
el algoritmo es un tanto mas complejo que los métodos anteriormente descritos.
En su adaptacién a problemas de clasificacidn, existe una generalizacién que se llama Gradient Boosting
Machine (GBM). GBM es un método que funciona agregando secuencialmente modelos a un conjunto,
cada uno corrigiendo a su predecesor. Es un caso especial de boosting en el que los errores se minimizan
mediante el algoritmo de descenso de gradiente.
XGBoost es una mejor formalizacidn y una implementacién inteligente de GBM. Viene a ser como un
aumento de gradiente (su nombre, de hecho, hace referencia a un aumento de gradiente extremo). Es
una combinacion de técnicas de optimizacidn de software y hardware para producir resultados superiores
utilizando menos recursos informaticos en el menor tiempo posible.

% Fuente: Hastie T., et al. (2009). The Elements of Statistical Learning: Data Mining, Inference, and Prediction



Algorithm Boosting for Regression Trees

1. Set f(r] =0 and r; = y; for all 7 in the training set.
2. Forb=1,2,..., B, repeat:

(a) Fit a tree fﬁ with d splits (d + 1 terminal nodes) to the training
data (X, r).

(b) Update f by adding in a shrunken version of the new tree:
fl@) « flz)+ Af’(z).

(¢) Update the residuals,
, - fhy
ri ¢ Ti — Af {J-:_L

3. Output the boosted model,

B
f@) =" Af* ().

b=1
Algoritmo Boosting™®

Al igual que en random forest, para el caso de estudio la mayoria de votos definird a la clase predicha
(femenino o masculino). Luego de los pasos basicos de split del dataset en train y test y de estandarizacion
de variables, al xgboost se le pasara como input el dataset de train con variables dummy (1 y 0 como valor)
y variables numéricas. Luego se encontraran los mejores hiperparametros mediante técnicas de Random
Search y Cross Validation.

5. Métodos y Procedimientos

Para predecir si un usuario tiene género femenino o masculino se probaran los modelos descritos en la
seccion anterior. Como modelo “baseline” se corre un algoritmo Naive Bayes, para tener punto de
comparacion en cuanto a performance. Es elegido como benchmark porque es un algoritmo de
clasificacién simple, donde se supone independencia condicional entre los features. De ahi el nombre
“naive”, es decir, “ingenuo”. Al hacer el supuesto de independencia condicional entre las variables, no
suele ser demasiado restrictivo por lo que, asemejandose a la performance de clasificacidn aleatoria del
algoritmo de la moneda, es la opcidn elegida a superar por los algoritmos aplicados para este proyecto.
Por otro lado, es simple de entender e implementar, se entrena facilmente y es rdpido al momento de
hacer predicciones.

En primer lugar se tomaran atributos de usuarios que tienen que ver con informacidn obtenida mediante
user agent. Esto es lo referido a marca y modelo de dispositivo, tipo de dispositivo (pc, tablet, movil),

10 Fyente: Gareth, J., Witten, D., Hastie, T., Tibshirani, R. (2013). An Introduction to Statistical Learning with Applications in R.
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navegador utilizado, sistema operativo del dispositivo y version del sistema operativo. Luego de un analisis
exploratorio y un feature engineering, se definird un modelo final en esta seccion. Como paso siguiente,
se hard un analisis exploratorio y feature engineering de atributos de dominios visitados por cada
dispositivo. Luego, estos se le sumaran al primer modelo final de la seccidn de user agent. Se probaran los
tres algoritmos de aprendizaje estadistico mencionados, buscando los mejores hiperparametros para
obtener un modelo mas completo y con mejor capacidad predictiva, bajo un esquema de k-Fold cross
validation. Finalmente se estudiaran las urls. Luego de hacer andlisis exploratorio y feature engineering
de estos atributos, se agregan los mismos al segundo modelo y se correrdan nuevamente modelos para
obtener una ultima versidn que prediga el género de los usuarios. Antes de puntualizar en el primer paso
con atributos de User Agent, se explicard en detalle en qué consiste la estrategia grid search y random
serch para optimizar hiperpardmetros, y la técnica de k-fold cross validation para obtener la mejor
performance posible de cada modelo estadistico. También se describird qué métricas son elegidas para
evaluar cada modelo.

A continuacidn, se observa la distribucién de género que posee la base con la cual se entrenara a los
modelos. En la misma, el dato de la variable target viene dado por proveedores, tomandose esto como
“ground truth”, deterministico o verdadero.

Distribucion de Género

Fermnale . Male
Figura 13: Distribucion actual de Género
Por su parte, el dataset a analizar posee las siguientes caracteristicas.

Las siglas con las que se etiquetan a cada atributo, en columna “feature_type”, son las siguientes:

feature type df (Modelo Dispositivo)

feature type ov (version del sistema operativo)
feature type bf (Navegador)

feature type db (Marca Dispositivo)

feature type of (Sistema operativo)

feature type ip (Es pc)

feature type im (Es celular)

feature type it (Es tablet)



e feature type oa (Antigiiedad del dispositivo)
e feature type dom (Dominios)
e feature type url (Sitios visitados)

Las demds columnas de las que se parte son device_idx (id del dispositivo), label (nimero que indica
femenino o masculino), feature_detail (el feature per sé, por ejemplo: “Chrome” es un valor de esta
columna que corresponde al valor de feature_type “bf”) y age (nimero que indica el rango de edad
identificado para el dispositivo). *

5.1. Evaluacion de Modelos

5.1.1. Estrategias de optimizacion de hiperparametros y validacion

La performance de un modelo comiunmente depende de varios hiperpardmetros. Para que un modelo
tenga el mejor rendimiento posible bajo un conjunto de datos determinado, se optimizan los
hiperparametros requeridos en cada caso. Para la blusqueda de estos valores dptimos, existen distintas
estrategias que prueban combinaciones de distintos valores posibles, dando como resultado un vector
gue implique el mejor rendimiento del modelo después del aprendizaje del mismo.

Grid Search

Para el caso de Regresion logistica, la optimizacion de hiper pardmetros se realiza mediante la estrategia
Grid Search o Busqueda Exhaustiva. Esta técnica define un espacio de busqueda como una grilla de valores
de hiperpardmetros y evalla todas y cada una de las combinaciones posibles en ese dominio. Se
selecciona la combinacién que produce el mejor rendimiento, evaluado en un conjunto de validacion. El
mayor inconveniente de esta técnica es el costo computacional.

Random Search

Para el resto de los modelos estadisticos, Random Forest y XGBoost, se buscara a los mejores
hiperparametros mediante la estrategia Random Search o Busqueda Aleatoria. La misma define un
espacio de busqueda con un dominio limitado de valores de hiperparametros y puntos de muestreo
aleatorios en ese dominio. La desventaja de este método es que la seleccion de pardmetros es
completamente aleatoria. Sin embargo, posee grandes ventajas al insumir poco tiempo computacional y
tener menor riesgo de sobreajuste de los datos en comparacion con el método Grid Search.

11 En el siguiente link se encuentran los notebooks utilizados para el andlisis, procesamiento, exploracién y ejecucién de los
modelos: https://github.com/DanyLongas/PrediccionDeGenero
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Figura 14: Esquema Grid Search y Random Search

Luego, la técnica utilizada para evaluar si las combinaciones elegidas de los hiperparametros permiten
obtener la mejor performance posible de los modelos es K-Fold Cross Validation.

Tanto Random Search como Grid Search, al ejecutar la busqueda, no tienen en cuenta los resultados
obtenidos hasta el momento. Esto impide el foco en regiones de hiperparametros de mayor interés,
evitando regiones innecesarias. La técnica de Optimizacidn Bayesiana resulta interesante ya que tiene en
cuenta estas cuestiones.

Optimizacidn Bayesiana

Este método, también conocido como Optimizacién basada en modelos secuenciales, consiste en crear
un modelo probabilistico (cuya meta es encontrar el minimo de una funcidén f (x)dentro de un conjunto
acotado X), en el que el valor de la funcidn objetivo f(x)es la métrica de validacidn del modelo. La idea
es utilizar toda la informacidn disponible de evaluaciones previas de f(x)y no simplemente depender de
aproximaciones Hessianas y de gradiente local. Siendo asi, la busqueda se redirige en cada iteracién a las
regiones de mayor interés. Las mismas se eligen mediante la incorporacidon de la creencia previa sobre
f (x)(prior), actualizando el prior con muestras extraidas de f(x) para obtener un posterior que se
aproxime mejor a f(x). Esto permite reducir el nimero de combinaciones de hiperpardametros con las
gue se evalua el modelo, eligiendo sélo a los mejores candidatos.

A continuacién, se describe brevemente cdmo funciona la optimizacion bayesiana:

e Se asume que la funcion f(x) surge de un proceso Gaussiano (GP), el cual se utiliza como prior
para la distribucién de f (x), definido por la propiedad de que cualquier conjunto finito de Npuntos

{x, € X} N_,induce una distribucién Gaussianaen R ~

e Se asume que las observaciones son de la forma {x,,,y,,} N_,, dondey, ~ N(f(x,),v), siendo
v la varianza del “ruido” introducido en las observaciones de la funcién.

e Con ambos, prior GP y las observaciones, se construye una distribucion “posterior” de funciones
gue mejor describen la funcidon que se quiere optimizar.

e A medida que el numero de observaciones crece, la distribucién posterior mejora y el algoritmo
se vuelve mas especifico en cuanto a cudles son las regiones que mas vale la pena explorar de los
pardmetros, tomando en cuenta lo que sabe de la funcion target.



e En cada iteracidn se ajusta un GP a los datos conocidos (puntos previamente explorados) y la
distribucién posterior, combinada con una funcidn de adquisicion (como estrategia de
exploracion) es utilizada para determinar el préximo punto a explorar. Concretamente, la funcion
de adquisicion o de seleccion donde a: X — R +, determina qué punto en X debe ser el préximo
a evaluarse mediante una optimizacion proxy X,.,; = argmax , a(x), donde se han propuesto
varias funciones diferentes.

e En general, estas funciones de adquisicién dependen de observaciones previas asi como de los
hiperparametros GP. Dicha dependencia se denota como a(x; {x,,, y,.}, 0).

Existen varias opciones de funcidn de adquisicion como Probability of Improvement, Expected
Improvement, GP Upper Confidence Bound. Bajo el proceso Gaussiano prior, estas funciones dependen
del modelo a través de su funcion de media predictiva u(x; {x, , ¥}, 6) y la funcién de varianza predictiva
o 2(x;{x,, y.}, 0). El mejor valor se denota como X, = argmax xn f (xn)- [29]

{a) Posterior samples under varying hyperparameters {a] Posterior samples after three data

n%/\.ﬁ

(b} Expected improvement under varying hyperparameters {b) Expected improvement under three fantasies

—

{¢) Integrated expected improvement {¢) Expected improvement across fantasies
Figura 15: Ejemplo de optimizacion bayesiana utilizando Expected Improvement. Fuente: [29]

En el presente trabajo no se aplicara dicha técnica. Sin embargo, cabe mencionarla y tenerla en cuenta
como opcidn interesante en una posible extension.

Cross Validation

Una vez obtenido el dataset final como input de algoritmos de machine learning, se separa a las variables
dependientes de la dependiente y luego se lo divide en conjuntos de train y test, con 80% y 20% de los
datos para cada conjunto respectivamente en este caso. Train o Entrenamiento es un subconjunto para
entrenar el modelo y Test o Prueba es un subconjunto para verificar que el modelo reproduce los
resultados deseados. Este Ultimo se crea para evaluar el rendimiento de cualquier modelo de machine
learning, donde se tiene una muestra de datos que el modelo no toma en cuenta al momento de entrenar.
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En base a la validacidn gracias a estos datos que se dejan aparte, se puede saber qué tan bien performéd
el modelo. Es durante el entrenamiento del algoritmo en donde se aplica Cross Validation.

La validacion cruzada (CV) es la técnica que se utiliza en este proyecto para asegurar que los modelos
ajusten de la mejor manera posible. En particular, usaremos K-Fold Cross Validation con k=5, es decir,
Validacion Cruzada de 5 iteraciones.

Los datos del conjunto de entrenamiento (train) se dividen en K subconjuntos (5 en este caso). Uno de
ellos se utiliza como subconjunto de validacién y los restantes K-1 como subconjunto de datos de
entrenamiento. Como el resultado depende de particiones al azar, para mejorar la estimacion de la
performance en testeo, el proceso de CV se repite en K iteraciones, por cada uno de los posibles
subconjuntos de datos de validacion. Luego se realiza la media aritmética de los resultados de cada
iteracion para obtener un Unico resultado. Siendo asi, esta técnica en general permite un modelo poco
sesgado ya que garantiza que cada observacién del conjunto de datos tenga la posibilidad de aparecer en
los conjuntos de entrenamiento y de prueba. Es una forma de reducir el riesgo de overfitting o sobreajuste
de los datos.

Five folds
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Figura 16: Esquema K-Fold Cross Validation'?

12 Fyente: “https://commons.wikimedia.org/wiki/”
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5.1.2. Métricas a Evaluar

El problema en este caso de estudio involucra una variable binaria, donde O refiere al género masculino y
1 al género femenino, por lo que se utilizaron técnicas de machine learning para clasificacion.

Cabe mencionar que, si bien mayor volumen de usuarios con género asignado implica mayor revenue, la
empresa en la que se basa este trabajo busca vender buena calidad de data para evitar perder clientes
por posibles errores de prediccidon de género de los usuarios entregados en audiencias. Es aqui que se
hace mencién de la llamada “Clasificacion con métrica sensible al costo” (Andriy Burkov, 2019) [28]. En
este caso, no habria evidencia de diferente valor de revenue por cada 1000 registros segun el género y
por ende tampoco se cuenta con informacién acerca de costos por predecir mal. Por lo que, con los datos
disponibles, no es posible reproducir una matriz de costo. Sin embargo, suponiendo un costo por clasificar
erroneamente dispositivos en cuanto a género y un revenue especifico por predecir bien mujeres y por
predecir bien hombres, se mencionan a continuacion los diferentes escenarios que se podrian dar si el
modelo pudiese intervenir en la decisién de clasificar un registro. Esta es precisamente una clasificacién
con métrica sensible al costo.

Prediccion
Masculino: 0 Femenino: 1
- Revenue por venta Costo por menor
Masculino: 0 de usuarios cantidad de usuarios
masculinos Masculino ofrecidos

Real
Costo por menor
. . . - Revenue por venta de
Femenino: 1| cantidad de usuarios . .
usuarios femeninos

Femeninos ofrecidos

Tabla 9: Clasificacion con métrica sensible al costo

Asumiendo igual matriz de costos para todas las observaciones, la ecuacion de costo planteada seria:
(- Revenue por venta de registros femeninos)*TP + (Costo por menos cantidad de mujeres ofrecida)*FN +
(Costo menos cantidad de hombres ofrecida)*FP + (- Revenue por venta de registros masculinos)*TN.
Esta funcidn sélo se utilizé para plantear el costo de equivocarnos al predecir, pero sin ser necesaria en
este caso por falta de datos que diferencien ingresos segiin masculino/femenino. Si existiesen diferencias
en cuanto a ganancias por predecir dichas caracteristicas, entonces tendria sentido evaluar cual hubiese
sido el rendimiento en funcién del conjunto de datos de test y elegir aguel modelo de machine learning
gue arroje menor costo.

Luego de entrenar los algoritmos de machine learning mencionados, las métricas por comparar seran:

® Accuracy: Es la fraccion de todas las instancias positivas y negativas que el clasificador identifica
correctamente como positivas y negativas, llamando “positiva” a la clase Femenino y “negativa” a la
clase Masculino. Su férmula especificaes (TN +TP) / (TN + TP + FN + FP), donde:
TN: True Negative o Verdadero Negativo, TP: True Positive o Verdadero Positivo, FN: False Negative o
Falso Negativo y FP: False Positive o Falso Positivo. Esta métrica, si bien se utilizard para comparar entre



modelos, serd simplemente la métrica base a visualizar. El foco estara puesto en el area bajo la curva
ROC, que se describe al final de esta seccion.

® Recall: El Recall para la clase 1 (Femenino) indica qué porcentaje el modelo detecta como verdadero
para clase 1 por sobre el total real de los clasificados en clase 1. TP / (TP + FN). Es también llamada
True Positive Rate. El Recall para la clase 0 (Masculino) indica qué porcentaje el modelo detecta como
verdadero para clase 0 por sobre el total real de los clasificados en dicha clase. TN / (TN + FP)

® Precision: La precisidn para la clase 1 indica qué porcentaje el modelo detecta como verdadero para la
clase 1 por sobre el total de predicciones bajo clase 1. En férmula estoes TP / (TP + FP).
Para la clase 0, la precisidn indica qué porcentaje se detecta como verdadero para dicha clase por sobre
el total de predicciones bajo la misma. Es decir, TN / (TN + FN).

® F1-Score: Esta métrica representa el balance o equilibrio entre precisién y recall. Su férmula es 2 *
(Precision * Recall) / (Precision + Recall)

® AUC: Es el area bajo la curva ROC (Receiver Operating Characteristics). Proporciona una medida
agregada del desempefio en todos los umbrales de clasificacion posibles, tomando como insumo las
etiquetas verdaderas y las probabilidades.

> La curva se obtiene trazando las diferentes combinaciones de TPR: TP / (TP + FN)(tasa de
verdaderos positivos, donde se refleja la proporcion de aciertos que obtiene el modelo respecto del
total de casos realmente positivos, bajo un determinado punto de corte) en el eje Y (vertical); y FPR:
FP / (FP + TN)(tasa de falsos positivos, donde se refleja la proporcién de errores que obtiene el
modelo sobre el total de casos que son realmente negativos bajo cierto punto de corte) en el eje X
(horizontal).

> Cada punto del grafico de la curva ROC surge del uso de un determinado threshold, punto de corte o
umbral discriminante. Iterando sobre umbrales que van desde 0 hasta 1 y trazando resultados de TPR
y FPR, queda dibujada la curva ROC.

> Cuanto mas cerca esté la curva de la esquina superior izquierda, mayor sera el potencial del modelo
para lograr una separacion adecuada de clases. En el extremo, la curva ROC de un clasificador aleatorio
serd la diagonal del gréfico, donde el TPR = FPR y entonces AUC = 0.5. Este ultimo caso corresponderia
al mencionado “Algoritmo de la moneda”, donde se asigna género de forma aleatoria sin desarrollar
inteligencia alguna sobre dicha técnica.

> Por otro lado, si la curva ROC se inclinara hacia la esquina inferior derecha, esto puede significar un
error en la etiqueta de las clases a predecir. En particular, el punto 0-0 es aquel donde los verdaderos
positivos son 0 (TP = 0), es decir las etiquetas predichas correctamente son nulas, y los falsos positivos
también son 0 (FP = 0), es decir no hubo etiquetas predichas como clase 1 (positivas) de manera
incorrecta. Esto es porque en este punto no hay predicciones de clase 1. El threshold o valor de corte
aqui es 1 (muy alto), impidiendo predecir a una observacion como clase 1.

> A medida que el threshold disminuye se es menos exigente para clasificar a un registro como positivo



(o de clase 1), y empiezan a aparecer verdaderos positivos y falsos positivos. Por su parte, el punto 1-
1 en el otro extremo de la caja, indica que se es poco exigente para clasificar observaciones como clase
1. No hay falsos negativos (FN = 0) ni verdaderos negativos (TN = 0) ya que no se predice ninguna
observacion como 0, son todas 1 (positivas). El punto de corte aqui es 0 (muy bajo).
> Por lo tanto, un modelo que predice lo mas acertadamente posible es aquel que presenta una curva
ROC que rodea a la “caja” en la que estd contenida, pegada a los ejes.

De este modo, el drea bajo la curva descrita resulta de gran relevancia al momento de comparar
métricas de modelos, ya que la misma proporciona un solo valor escalar que resume la performance

de un modelo de aprendizaje automatico. Un buen modelo es considerado como tal cuanto mas cerca
de 1 se encuentre el AUC, implicando buen potencial para separar las clases.

ROC

VN

0 0,5 1
Umbral

Figura 17: Ejemplo AUC igual a 0,7%3

El foco estard puesto en el drea bajo la curva ROC, ya que mide qué tan bien se clasifican las predicciones
y mide la calidad de las predicciones del modelo sin tener en cuenta qué umbral de clasificacion se elige.
En este caso, es relevante la 6ptima separacion de clases, pues se pretende ofrecer calidad en los datos
ademads de cantidad. Por lo que un valor cercano a 1 en cuanto a AUC sera fundamental. Un AUC de 1
significa que hay 100% de probabilidad de que el modelo pueda distinguir entre clase positiva y negativa.
Ademads de dicha métrica, se evaluard y comparara a la métrica de recall ya que, como se menciond
anteriormente, mas cantidad de registros predichos implica mayor revenue; precisidn ya que no se pierde
de vista el nivel de porcentaje de registros predichos correctamente (se observaran curvas precisiéon -
recall obtenidas en cada modelo); el F1-Score como promedio de ambas y el accuracy como métrica base.

5.3. Atributos de User Agent

Se comienza analizando a features desde User Agent. En cuanto a este tipo de caracteristicas se cuenta
con informacidn sobre sistema operativo, versién del mismo, tipo de dispositivo, navegador utilizado,
modelo, antigliedad y marca.

A continuacién se muestran resultados sobre analisis exploratorio, feature engineering y primeros
modelos de prediccion de género usando dichos atributos.

13 Fuente: https://aprendeia.com/curvas-roc-y-area-bajo-la-curva-auc-machine-learning/



5.3.1. Andlisis exploratorio y Feature Engineering

A los fines de comprender la naturaleza de los datos a utilizar, se detallan diferentes insights encontrados
bajo la exploracidn exhaustiva del dataset a la par de la creacion de otras columnas como parte del feature
engineering.

El dataset tiene un total de 487.637 filas y 5 columnas. Cada columna posee la siguiente cantidad de
valores uUnicos.

device_idx 88.809
label 2
feature_type 9
feature_detail 79
age 6

Tabla 10: Descripcion del dataset

En cuanto al porcentaje de dispositivos Unicos en cada uno de los tipos de features, se observa que no
todos tienen toda la informacién de lo que respecta a User Agent.

Sistema Operativo 99.92%
Navegador 99.75%
Antigliiedad 96.48%
Version del Sistema Operativo 96.05%
Marca 33.33%
Modelo 23.36%

Tabla 11: Porcentaje de registros por tipo de atributo

5.3.1.1. Analisis de Modelo de Dispositivo

En lo que respecta al modelo de dispositivos, en la muestra estudiada casi el 6% del total de dispositivos
tiene modelo Samsung, seguido por Iphone con el 1% de dispositivos.
En particular, los primeros valores observados, al ordenar los porcentajes de dispositivos (porcentaje
sobre el total de dispositivos Unicos), de mayor a menor son los siguientes:

Samsung SM-G532M 1.61%
Samsung SM-J710MN 1.56%
Samsung SM-G610M 1.36%




Samsung SM-A105M 1.30%
iPhone 1.00%
Samsung SM-J701M 0.96%
Samsung SM-A205G 0.91%
Samsung SM-A505G 0.83%
Samsung SM-G570M 0.78%
Samsung SM-A515F 0.76%

Tabla 12: Porcentaje de registros por modelo de dispositivo

Al analizar la distribucion de la variable, se obtiene que la mayoria de los dispositivos se concentran en
pocos modelos. En el eje x del siguiente grafico se observa la cantidad de dispositivos Unicos, y en el eje y
la densidad que indica cémo se distribuyen los distintos registros segiin modelo asociado.
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Figura 18: Distribucion de dispositivos segun Modelos

En cuanto a la relacién del feature “ismobile” (si es celular) con este feature “modelo”, se obtuvo que
muchos celulares no tienen modelo asociado. Mas del 12% de los dispositivos celulares es modelo
Samsung. El 2,3% de los dispositivos celulares son iPhone.

En cuanto a la relacion del feature “istablet” (si es tablet) con el feature “modelo”, casi el 1% de los
dispositivos tablet tienen modelo Samsung SM-J260M. Luego el 0.3% de los dispositivos tablet tienen
modelo Samsung SM-A107M. De todos modos, muy pocos dispositivos tablet tienen modelo asociado,
como se aprecia en la siguiente tabla.

Samsung SM-J260M 0.92%

Samsung SM-A107M 0.31%




Samsung SM-A115MN 0.15%
Samsung SM-J710MN 0.15%
Samsung SM-A715F 0.15%
XiaoMi Redmi Note 7 0.15%
Samsung SM-G975F 0.15%

Tabla 13: Porcentaje de registros con tablet por modelo

Respecto a la relacion del feature “ispc” (si es computadora) con este feature “modelo”, el 0.5% de los
dispositivos pc tienen modelo Mac. Como en los casos anteriores, muy pocos dispositivos pc tienen

modelo asociado.
Mac 0.53%
Samsung SM-G955F 0.00%
moto e5 0.00%
Samsung SM-G570M 0.00%
Samsung SM-A505G 0.00%
Moto E 4 0.00%

Tabla 14: Porcentaje de registros con computadora por modelo

Al observar modelos de dispositivos en relacion a la variable target género, se aprecia que existe
orientacién femenina hacia algunos modelos, como asi también orientacién masculina por algunos otros.
Sin embargo, varios modelos tienen asociados proporciones equilibradas en cuanto a género.



Modelos y ¥ Dispositivos por Género

Marcas de Dispositive

moto e5

Samsung SM-A115M
Samsung SM-J400M
Samsung SM-AZ05G
Samsung SM-AS05G
Samsung SM-J600G
Samsung SM-A307G
Samsung SM-G9600
Samsung SM-A515F
Samsung SM-A305G
Samsung SM-G955F
Moto G (55

moto a5 play

XiaoMi Redmi Note 7
Samsung SM-A105M
Samsung SM-A520F
Samsung 5M-A207TM
Samsung SM-A315G
Samsung SM-J415G
Samsung SM-JTO1M
Samsung SM-)610G
XiaoMi Redmi Note &
Mato G (5

Mato E (4

Samsung SM-GI50F
Samsung SM-J260M
Samsung SM-A107TM
iPhone

Samsung 5M-G975F
Samsung SM-GE10M
Samsung SM-A217M
Samsung 5M-G5T0M
Samsung SM-G9650
Samsung SM-]710MN
Samsung SM-A015M
Samsung SM-]T00M
Samsung SM-AT15F
Samsung SM-G335F
Samsung SM-G532M
LG-M250

Mac

Samsung SM-A70SMN
Mato C
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Male
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% Dispositivas
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Figura 19: Modelos de Dispositivos y Porcentaje de registros segun Género

Entre los modelos de dispositivos disponibles hay algunos que presentan muy poca cantidad de
dispositivos asociados, lo cual llevé a la decisidn de crear una nueva variable que reemplace a la original
donde se agrupa como “Otros” a los valores con menos del 0.33% de dispositivos Unicos asociados, ya que
a partir de este valor, las cantidades de dispositivos, las cantidades se suman marginalmente.

5.3.1.2.Andlisis de Marca de Dispositivo

Asi se presentan los porcentajes de dispositivos Unicos por marca:

Samsung

24.04%

Apple

3.91%

XiaoMi

2.22%

Huawei

1.39%

LG

1.13%

Motorola

0.64%

Tabla 15: Porcentaje de registros por marca
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Es decir, la mayor parte de los dispositivos del dataset tiene marca Samsung. Esto se visualiza en el
siguiente grafico, donde pocas marcas concentran a la mayor parte de la poblacién de la muestra bajo

estudio.
le=5
i
—~ — device_idx
5
4 “\
- \
& 3-
2 4
. ] __ —
0 5000 10000 15000 20000

Figura 20: Distribucion de Dispositivos por Marca

Observando la relacién de marca con respecto a ser de tipo celular, se obtiene que el 55.6% de los
dispositivos celulares tienen marca Samsung.

En detalle:
Samsung 55.60%
XiaoMi 5.16%
Huawei 3.24%
LG 2.62%
Apple 2.46%
Motorola 1.48%

Tabla 16: Porcentaje de registros de tipo celular, por marca

Cuando se observa a la variable dicotdmica “istablet”, el 19% de los dispositivos tablet tienen marca Apple.
Luego el 15.6% de los dispositivos tablet tienen marca Samsung. En este caso, gana Apple en mayoria de

dispositivos asociados.

Apple

19.14%

Samsung

15.62%




XiaoMi 0.61%
LG 0.61%
Huawei 0.15%

Tabla 17: Porcentaje de registros de tipo tablet, por marca

Por su parte, casi el 5% de los dispositivos tipo PC son marca Apple, siendo esta marca, al igual que en el

caso anterior, mayoritaria entre dispositivos.

Apple 4.91%
Samsung 0.04%
XiaoMi 0.01%
LG 0.00%
Huawei 0.00%

Tabla 18: Porcentaje de registros de tipo computadora, por marca

En un analisis bivariado con la variable target, se observa que no hay grandes discrepancias entre géneros
femeninos y masculinos y la marca del dispositivo. Por tal motivo no se hara una variable adicional
agrupando valores. Se dejard que los modelos de la siguiente etapa seleccionen (o no) variables

relacionadas a este tipo de feature.

Samsung

Apple

Motorola

LG

Marcas de Dispositivo

XiaoMi

Huawei

40 B0
% Dispositivos

=
(]
=2

Figura 21: Marcas de Dispositivos y Porcentaje de registros segun Género

5.3.1.3.Andlisis de Sistema Operativo

80

100

Male
I Female

Como se observa en la siguiente tabla, alrededor del 95% del total de sistemas operativos pertenece a

Windows o Android.



Windows 52.8%
Android 42.48%
Mac OS X 2.77%
i0S 1.14%
Linux 0.73%

Tabla 19: Porcentaje de registros por Sistema Operativo

En cuanto a la relacién con el género, el Unico sistema operativo que tiene cierto sesgo hacia uno de los

niveles es Linux.

Android

Mac 05 X

05

Windows

sistemaoperativos de Dispositive

Limx

=
b
=

40

B0

% Dispositivos

80

100
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Figura 22: Sistemas Operativos de Dispositivos y Porcentaje de registros seqgun Género

5.3.1.4.Andlisis de Version del Sistema Operativo

Las versiones de sistema operativo de los dispositivos se concentran en Windows 10, Android 10 y

Windows

7.

Se observa a continuacion el porcentaje de dispositivos por versidon de sistema operativo. Pocas versiones

concentran gran cantidad de dispositivos.

Windows 10 37.96%
Android 10 16.55%
Windows 7 11.33%
Android 9 8.38%
Andorid 8 8.29%
Android 6 3.66%




Android 7 3.55%
Windows 8 2.54%
Android 5 1.38%
Windows XP 0.85%
Android 4 0.67%
i0S 14 0.55%
i0S 13 0.33%

Tabla 20: Porcentaje de registros por Version del Sistema Operativo

Al hacer el cruce con el campo género, puede apreciarse que las versiones de sistema operativo presentan
cierta variabilidad.

La versién Windows XP tiene un notorio mayor porcentaje de género masculino, por ejemplo. Luego se
destaca iOS 13 con un mayor porcentaje femenino que masculino.

i05 13

Windows 8 Male

I Female
Android 9

Android 10

Android 8

Windows 7

Android 5

Android 7

Windows 10

Versiones de 50 de Dispositivo

Android &

105 14

Android 4

Windows XP

0 2 40 &0 B0 100

% Dispositivos

Figura 23: Versiones de Sistemas Operativos de Dispositivos y Porcentaje de registros segtin Género

Sin embargo, hay versiones que tienen asociados muy pocos dispositivos. Por este motivo, se agrupa en
una nueva variable bajo el valor “Otros” a aquellos valores con menos del 2.5% de dispositivos Unicos
asociados. Al igual que en el caso de modelos de dispositivos, dicho umbral de decisién se tomé en base
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a la observaciéon de la suma acumulada de apariciones de cada valor sobre el total de filas del dataset.
Luego del top 8, las cantidades se suman marginalmente.

Por otro lado, el feature de antigliedad ofrecido en los datos tiene coherencia con los afios de cada versién
del sistema operativo, por lo que se utilizara dicha variable como atributo acerca de qué tan nuevos o
viejos son los dispositivos.

5.3.1.5.Andlisis de Navegador

De este analisis se obtiene que casi el 79% del total de navegadores utilizados por los usuarios proviene
de Chrome, luego el 7% proviene de Social App, seguido por el 6,4% de brand browser y finalmente otro
6% repartido entre Firefox, Safari, Edge, IE y Google.

Chrome 78.77%
SocialApp 7.16%
Brand browser 6.41%
Firefox 5.23%
Safari 0.87%
Edge 0.73%
IE 0.32%
Google 0.28%

Tabla 21: Porcentaje de registros Navegador

Al observar la variable género en cruce con el feature del navegador, se aprecia una inclinacién masculina
en Firefox e IE y luego una inclinacion femenina por SocalApp, siendo parejo en los demas casos.



Socialspp

Male
B Female

Google
hrome

Edge

Safar

Nawvegadores en Dispositivo

Brand_browser

IE
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Figura 24: Navegador de Dispositivos y Porcentaje de registros segtin Género

Sin embargo, siguiendo la misma légica que versiones de sistema operativo y modelo de dispositivo,
existen valores con muy pocos dispositivos asociados que seran taggeados bajo el valor “Otros” en una
nueva variable. El umbral de decisidn para esta agrupacién se tomd en base a la suma acumulada de
apariciones en cada valor de navegador sobre el total de filas del dataset. Luego del top 6, las cantidades
de dispositivos por navegador se suman marginalmente por lo que esos navegadores serdn enmarcadas
en “Otros”.

5.3.1.6.Andlisis de Antigiiedad de los dispositivos

El 58% de los dispositivos es nuevo, el 28% es viejo, y el 10.2% es muy viejo. Del 3.5% restante no hay
informacién de antigliedad.

En cuanto a la variable target, se aprecia que en los dispositivos muy viejos, el porcentaje de usuarios es
mas masculino que femenino. En los restantes nuevo y viejo, la proporcién de género es pareja.

Male
I Female

Antiguedad de Dispositivo

anclent

0 F.i] 40 B0 80 100
% Dispositivos

Figura 25: Antigliedad de Dispositivos y Porcentaje de registros segun Género
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5.3.1.7.Andlisis de Is Mobile (Celular)
El 43% del total de dispositivos Unicos es Celular, y el género se encuentra parejo en cuanto a posesion de
este tipo de dispositivo.

Male
B Female

=]

Maobile - Dispositivo

40 &0 B0 100
% Dispositivos

0 0

Figura 26: “Es Mobile” y Porcentaje de registros segun Género

5.3.1.8.Andlisis de Is Tablet
El 0.74% del total de dispositivos Unicos es Tablet, y el género se encuentra inclinado a femenino en cuanto
a posesion de este tipo de dispositivo.

Male
E Female

Mabile - Dispositivo

0 0 40 £0 80 100
% Miennsitive

Figura 27: “Es Tablet” y Porcentaje de registros segun Género

5.3.1.9.Analisis de Is Pc
El 56.4% del total de dispositivos Unicos es PC, y el género se encuentra parejo en cuanto a la posesién de
este tipo de dispositivo, al igual que en el caso del tipo mobile.

Male
B Female

Mobile - Dispositivo

0 40 60 B0 100
% Dispositivos

0

Figura 28: “Es PC” y Porcentaje de registros segun Género

5.3.2. Modelos y Resultados con atributos de User Agent

Antes de llevar los datos a modelos de machine learning, se realiza un analisis sobre el factor de inflacidn
de la varianza (VIF: Variance Inflation Factor) en todas las variables que quedaron en la matriz final.
El VIF es una medida de redundancia de variables y ayuda a decidir qué variables pueden no servir por
perjudicar el poder explicativo de los modelos de clasificacién. Cuantifica la intensidad de la
multicolinealidad, midiendo la asociacién lineal entre cada regresor y el resto. Concretamente, el factor
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de inflacién de la varianza para beta estimado es: FIVi = 1/(1 — R?) donde R?i es el coeficiente de
determinacién de la ecuacién de regresiéon de minimos cuadrados que tiene a Xi como una funcién de las

demds variables explicativas. Un R? chico de esa regresién auxiliar implica, por lo tanto, baja
multicolinealidad.

5.3.2.1.Baseline

Un aspecto fundamental a considerar antes de entrenar modelos es poder compararlos con un modelo
Baseline. En este caso, se usé un modelo Naive Bayes. (En el apartado de Resultados se mostrara un
cuadro comparativo de métricas en todos los modelos probados) La performance del Naives Bayes se
puede observar en los siguientes graficos.

Normalized Confusion Matrix

0.7
022

True label

024

Predicted |abel

Figura 29: Matriz de Confusion en Modelo Naive Bayes
Por un lado, la matriz de confusidn indica que el modelo predijo mds género masculino que femenino.

Por su parte, la curva ROC y el area bajo la misma indican que el modelo tuvo una performance poco
6ptima, dada el pequeno area bajo la curva que se observa. En particular el AUC es de 0.53.
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5.3.2.2.Regresion Logistica

El modelo de regresién logistica, luego de ajustar hiperparametros mediante el método Grid Search,
arrojo resultados que se observan en la siguiente matriz de confusion. La prediccidon del modelo se incliné

ROC Curves

ROC curve of class 0 (area = 0 53)

ROC curve of class 1 (area = 0.33)

micro-average ROC curve (area = 0

macro-average ROC curve (area =

52)
0.53

00

02

04

06 08

False Positive Rate

Figura 30: Curva ROC y AUC en Modelo Naive Bayes

mas hacia el género femenino que masculino.

Actual

Figura 31: Matriz de Confusion en Modelo Regresion Logistica

Antes de observar las curvas Precision - Recall, cabe destacar la manera de interpretar este tipo de

graficos.

Por lo general, cuando el threshold es bajo, se obtiene un recall mucho mas alto que la métrica de
precisién. Esto hace sentido recordando la férmula de cada uno, TP/(TP+FN) para recall y TP/(TP+FP) para

Confussion Matrix

Male 1469 To25
Female 1050
'\'5‘."@ &J&h
&

Predicted
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precision. Cuando el threshold es mds bien bajo, se es poco exigente para clasificar observaciones
positivas. Habrd muy pocos falsos negativos, haciendo alto al recall. En cambio, habra mas verdaderos
positivos y falsos positivos también, pues se predice mucho la clase positiva. Eso hace grande al
denominador en precisién y por ende achica a dicha métrica. Cuando el threshold es mas bien alto, se
observa recall bajo y precision mas alta. Se es mds exigente para clasificar a una observacién como
positiva. Habrd pocos verdaderos positivos y pocos falsos positivos, achicando el denominador de la
métrica de precision, haciéndola mas alta en su totalidad. Y también habra seguramente mas falsos
negativos (pues se predecira mas 0 que 1, facilitando el aumento de FN), agrandando el denominador del
recall, y por ende, haciéndolo bajar.

En el siguiente grafico se observa la curva de precisién-recall para el género masculino. Ambas curvas se
cruzan entre los thresholds 0.50 y 0.55. Antes de 0.5, la métrica de recall cuando se hace referencia al
género masculino como positivo es claramente mas alta que la precisiéon. Luego de dicho umbral, la
precision le gana al recall, hasta juntarse ambos cerca de un threshold de 0.7, donde el punto de corte
termina siendo tan alto que no se predicen clases positivas, siendo todas clases negativas (bajo recall y
baja precision, pues no hay verdaderos positivos).

a
. VLA
06 PR ri

04
0.2

precision (label = 1)
recall (label = 1)

030 035 040 045 0.50 055 IED 065
thresholds (score= prob hombre)

Figura 32: Curva Precision-Recall en Modelo Regresion Logistica para género masculino

Para el caso del género femenino, se obtuvo lo siguiente. Cabe resaltar que para este caso las curvas
precision y recall, tomando como clase positiva al género femenino, no se vuelven a tocar después del
primer cruce en el punto de corte 0.45. Antes de 0.45, se predicen mas clases positivas que después de
dicho punto, lo cual es coherente con el alto recall de un lado y bajo recall del otro, siendo al revés para
el caso de la precisién. Aunque esta Ultima métrica no presenta aumentos tan acentuados.
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Figura 33: Curva Precision-Recall en Modelo Regresion Logistica para género Femenino

A modo resumen de precision y recall resulta interesante ver la curva Precision-Recall para ambas clases.
Aqui el Average Precision Recall es 0.55. Este valor es una manera de calcular el area bajo la curva PR o
PR AUC, o lo que es lo mismo, el resultado de integrar la curva. Cuanto mds se acerque su valor a 1, mejor
serd el modelo. Por ende, la performance de la regresién logistica hace notar que existe espacio de mejora,
ya que el drea promedio bajo la curva precision-recall esta algo alejada de ser 1.

Precision-Recall Curve
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Figura 34: Curva Precision-Recall en Modelo Regresion Logistica

Luego, el area bajo la curva ROC dio algo parecido al modelo baseline, aunque levemente mejor. Sin
embargo, el drea sigue siendo muy pequefia, poniendo en evidencia una performance de prediccion con
gran espacio de mejora.
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Por ultimo, se estudia la “learning curve”, que es la curva donde se puede visualizar si existen diferencias
sustanciales entre los scores arrojados por el conjunto de train y los arrojados por el conjunto de test bajo
la técnica de cross validation, a medida que se toman mas observaciones para entrenar a los modelos. Se
observa que a medida que aumenta la cantidad de observaciones con las que el modelo entrena, la brecha
entre el score obtenido por “train” y el obtenido mediante cross validations se achica. Esto indica que los
conjuntos de train y test en cross validation con pocas observaciones no se comportan exactamente igual
al momento de clasificar. Pero a medida que aumenta la cantidad de registros utilizados, se puede
apreciar que ambos scores se asemejan. Es decir, el modelo entrenado es confiable al momento de

interpretar resultados.

5.3.2.3.Random Forest

Score

True Positive Rate

ROC Curves

1.0
-
-
,I
0.8 Ag
-
L4
. . Hg
0.6 > ol
e -
. -
. Ld
. -
- -
) 4 . -
us '
-
- ~

,’ w— ROC curve of dlass 0 (area = 0 54)
" » - ’ "
0.2 - ROC curve of ciass | (area = 0.54)
5~ -

’,’ * * mro-average ROC curve (area = 0 56)
o & macro-average ROC curve (area = 0.54
00
00 02 04 06 08 10

False Positive Rate

Figura 35: Curva ROC y AUC en Modelo Regresion Logistica
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Figura 36: Curva de Aprendizaje en Modelo Regresion Logistica

Del modelo de random forest se obtuvo la siguiente performance.
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Luego de ajustar hiperparametros mediante el método Random Search, arrojo resultados que se observan

en la siguiente matriz de confusidn. La prediccién del modelo se inclind mas hacia el género femenino que
masculino como en el modelo anterior.

Confussion Matrix

Male 1ar
[
Female w037
*.'5""@ &‘:}%

Predicled
Figura 37: Matriz de Confusion en Modelo Random Forest

La curva de precision-recall para el género masculino es la siguiente. Se observa que luego del punto de
corte 0.5, la métrica de recall empieza a bajar abruptamente, y precisién a subir en menor magnitud.
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Figura 38: Curva precision-recal en género masculino, Modelo Random Forest
Para el caso del género femenino, las curvas precisidon y recall se comportan parecido al caso masculino,

con diferencia en precisién, donde la misma tiene una tendencia alcista después de cruzarse con la curva
recall.
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Figura 39: Curva precision-recall en género femenino, Modelo Random Forest

Por su parte, la curva Precision-Recall para ambas clases. El Average Precision Recall en este modelo
random forest es 0.552, lejos del ideal 1 y parecido al resultado en regresion logistica.
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Figura 40: Curva precision-recall, Modelo Random Forest

El drea bajo la curva ROC dio baja, alejada del ideal donde la curva se acerca a los bordes de la caja.
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ROC Curves
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Figura 41: Curva ROC y AUC, Modelo Random Forest

Finalmente, la curva “learning curve” para este caso presenta una pequefia brecha de scores cuando se
toma gran cantidad de observaciones para el entrenamiento del modelo, por lo cual se puede inferir que
no existe problemas de overfitting en este caso. De hecho, con mds cantidad de observaciones, la
performance en el conjunto Train es peor, mientras que en el conjunto de validacién de Cross Validation
la performance mejora. Por lo cual puede decirse que “mds es mejor”.
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Figura 42: Curva de Aprendizaje, Modelo Random Forest

Se muestra a continuacion el ranking de importancia de variables calculado por Random Forest. Los
detalles del calculo que realiza el algoritmo para definir dicha importancia serdn explicados en la secciéon
de “Interpretabilidad de Modelos”.
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Feature mportances
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Por su parte, varias features de modelos de celular tuvieron baja relevancia al momento de la clasificacién

de dispositivos. Por ejemplo, algunos modelos de Samsung y Moto no resultaron grandes predictores.

Itados que se observan en la

Brand_Browser” fueron las m
siguiente matriz de confusion. La prediccién del modelo se inclind mds hacia el género femenino.

XGBoost. Se observa a continuaci

e

, arrojo resu

,secorrié un

Figura 43: Feature Importance, Modelo Random Forest
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Confussion Matrix

Male 1343
B
Female 165
1'5"3?1 A"F

Predicted
Figura 44: Matriz de Confusion, Modelo XGBoost

La curva de precision-recall para el género masculino es la siguiente.

Ambas curvas, precision y recall, se cruzan en un umbral que supera al 0.5, comportandose de manera
esperada. A medida que aumenta el threshold, aumenta la precisiéon y disminuye el recall. Como en los
modelos anteriores, el cambio en recall es mas acentuado que el cambio en precisién.

08

06 I1II II

0.4
0.2
—— precision (label = 1)
re {label =
00 ecall (label = 1}

0.35 0.40 045 0.50 0.55 0&0 0ES
thresholds (score= prob hombre)

Figura 45: Curva precision-recall para género masculino, Modelo XGBoost

Para el caso del género femenino, el aumento de la métrica de precisién luego del punto de corte de cruce
entre ambas curvas es mas acentuado que en caso masculino, dejando en evidencia que el modelo predijo
mas casos femeninos positivos que masculinos positivos. Es decir, fue mas preciso al clasificar mujeres.
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Figura 46: Curva precision-recall para género femenino, Modelo XGBoost

Por su parte, la curva Precision-Recall para ambas clases presenta un average Precision-Recall de 0.552,
alejado del ideal.

Precision-Recall Curve

10 —— Pracision-recall curve of class 0 (area = 0.516)
= Pracsmon-recall curve of class 1 (area = 0.561)
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§ .---------""'ll._i'_i
4 0.4
02
0.0
00 o2 04 0.6 08 1.0

Recall

Figura 47: Curva precision-recall, Modelo XGBoost

El area bajo la curva ROC también muestra bajos valores.
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ROC Curves
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Figura 48: Curva ROC y AUC, Modelo XGBoost

Finalmente, la curva “learning curve” demuestra que no parece existir fendmeno de overfitting en el
xgboost entrenado, ni de underfitting, sobre los datos, evidencidndose un ajuste que logra generalizar.

Leaming Curve
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Figura 49: Curva de Aprendizaje, Modelo XGBoost

Los hiperparametros elegidos para todos los modelos mediante técnicas de grid search y random search
se encuentran en la seccion “Anexo”.

5.4. Atributos de Dominios

El segundo paso para llegar al modelo final que predecird al género de los usuarios tiene que ver con la
inclusion de features de dominio. Se cuenta con la informacidon sobre cuales dominios navegd cada
dispositivo del dataset. A continuacién, se muestran resultados sobre andlisis exploratorio y feature
engineering de estos atributos, para finalizar con modelos de prediccion de género donde se suman los
atributos de dominio a los atributos de user agent descritos en la seccidn anterior.
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5.4.1. Andlisis exploratorio y Feature engineering

Se cuenta con 1587 dominios Unicos en todo el dataset, los cuales se repetiran por fila segun la cantidad
de dispositivos que los hayan visitado. Con 381.200 filas en total para el estudio de dominios, cerca de
90.000 dispositivos unicos, y columnas de device id, label (género masculino o femenino) y el detalle sobre
el dominio en si, se procede a analizar la data.

En primer lugar, luego de verificar la inexistencia de valores nulos y duplicados, se observa la distribucién
de dispositivos en dominios. Mas de 1400 dominios tienen visitas de entre 0 y 600 dispositivos
aproximadamente. Es decir, pocos usuarios visitan muchos dominios distintos. Los dominios visitados por
mas de 10.000 dispositivos son muy pocos. Por lo que pocos dominios concentran a la mayor parte de la
poblacién de estudio en términos de visitas. En otras palabras, muchos dispositivos visitan pocos dominios
especificos.

1400 A

1200

1000 -

BOO

600

400

200

0 5000 10000 15000 20000 25000 30000
£ Devices Unigue

Figura 50: Distribucion de dispositivos por dominio

El siguiente grafico de barras permite visualizar los dominios con mas cantidad de visitas, destacandose
bumeran.com.ar, buenosaires.gob.ar, zonajobs.com.ar y zonaprop.com.ar. El 30% de los dispositivos
visita bumeran.com.ar y casi el 27% de dispositivos visita buenosaires.gob.ar.
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Figura 51: Porcentaje de Visitas (Top 30) por dominio

Dada la gran cantidad de dominios con muy pocas visitas, como parte del analisis y de la ingenieria de
atributos se cred una variable nueva que agrupe a aquellos dominios con muy pocos dispositivos en
categoria "Otros". Siendo asi, se reemplaza a la variable original con los nombres de dominios, por la
nueva variable que contiene un valor Otros.

Por otro lado, para simplificar el estudio de esta poblacién y poder visualizar con mas claridad intereses
de los usuarios de cada dispositivo, se crea una nueva variable "domain_type" indicando el tipo de pagina
o rubro al que refiere cada dominio. Para esto se hizo un research exhaustivo de los dominios presentes
en el dataset. Se consideraron los siguientes valores para agrupar a los dominios en rubros:

Busqueda Laboral
Inmobiliaria
Noticias

Deportes
Entretenimiento
Alimentos
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Buenos Aires
Tramites Bancarios
Fardndula
Viajes
Automovil
Consumo

Linea Movil
Educacidn
Familia y Hogar
Salud

Otros

La variable creada tiene la siguiente distribucién.

Busqueda_Laboral

Bueros_Aires

Aimentos

Chros

Linea_Monil

nmobiliaria

Departes

Enlretanirmssntia

Consumo

Tramites_Bancancs

Busomonil

‘ajes

Educacion

Farandula

Famika_y_Hogar

Salud

o 0 o 0 L] 20 1]

Figura 52: Porcentaje de Visitas por Rubro

Como puede apreciarse en las tablas anteriores, entre la mayor cantidad de visitas por rubro, un 60% de
los dispositivos visita paginas sobre empleos, un 54% visita paginas relacionadas a Buenos Aires, un 53%
dominios referidos a noticias y casi un 46% visita dominios relacionados con comida y alimentos.
Al graficar la distribucion de dispositivos en tipos de dominio, se evidencia que pocos tipos de dominios
concentran gran parte de la poblacién de estudio.
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Figura 53: Distribucion de dispositivos por Dominio

En cuanto al andlisis bivariado, al cruzar la informacién de rubros de dominios con la variable target de
género, se encuentran intereses femeninos y masculinos diferenciados, excepto en los rubros de linea de
celular, tramites bancarios y noticias.

B Female
Male
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Inmobiliaria
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Busqueda_Laboral

Otros

Tipos de Dominio

Linea_Movil
Tramites_Bancarios
Noticias
Buenos_Aires
Deportes
Entretenimiento
Automovil

Educacion

60 80 100
% Dispositivas

o
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[=]
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Figura 54: Tipos de Dominio y Porcentaje de Dispositivos por Género

Los rubros de familia, fardndula, alimentos y salud muestran una marcada predisposicidon a ser visitados
por el género femenino mas que al masculino. En cambio, rubros como automéviles y educacidn son
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visitados mas por el género masculino que femenino. A continuacidn, se detalla la variabilidad en
proporcién de visitas a cada dominio de los rubros que mayores diferencias presentan en cuanto a la
variable target. Los rubros restantes se muestran en detalle en la seccién “Anexo” (Anexo 3).

® Rubro Busqueda Laboral

El rubro busqueda laboral presenta gran variabilidad al cruzarlo con la variable target. Por un lado, los
dominios de bumeran y zonajobs tienen asociadas visitas de género femenino mdas que masculino, como
también sitios de trabajo en sitios de Buenos Aires. Por otro lado, los sitios de busquedas laborales en
“emplosit” son mas comunes en el género masculino. Este dominio tiene la caracteristica de ser orientado
a trabajo en tecnologia. Con lo cual, puede inferirse mayor interés especifico en empleos en el rubro
tecnoldgico por parte de dicho género.

Il Female
Male

curriculumvitaeempresarial.com

trabajo.buenosaires.gob.ar

zonajobs.com.ar

Tipos de Dominio Emlecs

bumeran.com.ar

empleosit.com.ar

0 20 40 60 80 100
% Dispositivos

Figura 55: Dominios en Rubro Busqueda Laboral y Porcentaje de Dispositivos por Género
® Rubro Noticias

Noticias es un rubro visitado en forma pareja por ambos géneros. Sin embargo, existe variabilidad al
observar en detalle. Tiene sentido que el dominio con mayor proporcion de mujeres sea
“diariofemenino.con” junto con "caras.perfil.com", que tienen que ver con noticias de moda y farandula
respectivamente. Asi como también tiene sentido que dominios como "parabrisas.perfil.com" vy
"noticias.autocosmos" tengan mayoria de visitas masculinas, pues autocosmos y parabrisas tienen que
ver con automoéviles ademas del rubro noticias, y se observd que ese rubro tiene un fuerte componente
masculino.
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Figura 56: Dominios en Rubro Noticias y Porcentaje de Dispositivos por Género

® Rubro Deportes

Deportes es un rubro mas visitado por el género masculino que femenino. Unicamente el dominio
"solodeportes" posee proporcién de visitas pareja en cuanto a género. Los demds dominios son
fuertemente masculinos en términos de usuarios que los visitan. Muchos de los cuales hacen referencia
al deporte del futbol, mostrando fuerte interés por el mismo.
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g minutouno.com
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(=]
] ) i
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Figura 57: Dominios en Rubro Deportes y Porcentaje de Dispositivos por Género

De esta forma, se procede a armar el dataset con técnicas de One Hot Encoding y asegurando un solo
identificador de dispositivo por fila, para luego ser procesado por modelos de machine learning. Se incluye
en el dataset final a variables dummy surgidas de los distintos valores categoricos del campo
“domain_type” creado. En particular, se excluye a la variable “Linea Mévil” que es tomada como variable
de referencia. Se incluye en el Anexo 4 una vista ejemplo del dataset final.
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5.4.2. Modelos y Resultados con atributos de User Agent y Dominios

Al igual que en el primer modelo con atributos de User Agent, se evaluaran métricas de accuracy, AUC,
recall, precisién y F1-Score que arrojan los modelos al sumar a los features de User Agent, los atributos
de dominios. Se evaluard un modelo baseline de Naive Bayes, luego una regresion logistica, random forest
y finalmente XGBoost.

5.4.2.1.Baseline

Este modelo presenta la siguiente matriz de confusidn.

Confussion Matrix

Male 1987

Actual

Fermnale

Predicted

Figura 58: Matriz de Confusion, Modelo Naive Bayes

Aligual que en el primer modelo baseline, naive bayes predice mejor al género masculino que al femenino,
arrojando un accuracy de 0.512 y un drea bajo la curva ROC de 0.5490. Ambas métricas son mejores que
en el caso de utilizar Unicamente atributos de user agent.
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Figura 59: Curva ROC y AUC, Modelo Naive Bayes
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5.4.2.2.Regresion Logistica

Este modelo logra predecir mejor al género femenino que al masculino, con un 79% de aciertos para la
primera clase, y 30% de aciertos para la segunda.

Confussion Matrix

Male 304
B
Female 2353
o ]
o &

o
Predicted

Figura 60: Matriz de Confusion, Modelo Regresion Logistica

Al ejecutar las curvas recall-precisién para el género masculino, se observa que pasado el umbral de

aproximadamente 0.53, la métrica recall cae acentuadamente, mientras que la precision aumenta,
siguiendo el comportamiento esperado en ambos casos.
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Figura 61: Curva Precision-Recall en género Masculino, Modelo Regresion Logistica

En la curva recall-precision para el género femenino, ambas curvas se cruzan antes del 0.5 para terminar
encontrandose nuevamente en un umbral de 0.75 aproximadamente, donde el punto de corte hace que

no se predigan clases positivas, siendo todas clases negativas (bajo recall y baja precision, ya que no hay
verdaderos positivos).

60



1.0
08
08 _'_’_'_.J’Hrﬁ
Iy | \
04
I
02 \ |
— precision (label = 0) |
0.0 recall (label = 0) l

03 04 s 06 07
thresholds (score= prob mujer)

Figura 62: Curva Precision-Recall en género Femenino, Modelo Regresion Logistica

En la curva Precision-Recall para ambas clases, el Average Precision Recall es 0.57 (mayor que teniendo
en cuenta solo User Agent). Este valor, como se menciond anteriormente, es una manera de calcular el
area bajo la curva PR o PR AUC. Cuanto mas se acerque su valor a 1, mejor sera el modelo.
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Figura 63: Curva Precision-Recall, Modelo Regresion Logistica

Al observar el AUC, existe una mejoria respecto al primer caso, siendo de 0.58.

61



ROC Curves
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Figura 64: Curva ROC y AUC, Modelo Regresion Logistica

Finalmente al observar la curva de aprendizaje, se puede apreciar que a medida que aumentan las
observaciones en el conjunto de train, menor es la brecha entre el score que arroja dicho conjunto y el de
cross-validation.

Learning Curve

0.5650
0.5625
0.5600

0.5573

Score
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#— Cross-validation score

0.5475

10000 20000 30000 40000 50000
Training examples

Figura 65: Curva de Aprendizaje, Modelo Regresion Logistica
5.4.2.3. Random Forest

Este modelo también predice mejor al género femenino, como se aprecia en la matriz de confusion.
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Confussion Matrix

Male 25337

]
Female 1801
"

Predicled
Figura 66: Matriz de Confusion, Modelo Random Forest

A su vez, las curvas recall-precision para el género masculino y femenino poseen las siguientes formas.
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Figura 67: Curvas Precision-Recall para género masculino y femenino, Modelo Random Forest

Siendo la curva Precision - Recall para ambas clases la siguiente.
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Figura 68: Curva Precision-Recall, Modelo Random Forest

El AUC para este caso es de mas de 0.59.
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Figura 69: Curva ROC y AUC, Modelo Random Forest

Y la curva Learning Rate también muestra una brecha pequefiia entre score en train y cross-validation, a
medida que se agranda el conjunto train.
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Figura 70: Curva de Aprendizaje, Modelo Random Forest
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Al estudiar feature importance en Random Forest, el rubro de dominios “Alimentos” es el predictor que
mejor contribuye a la clasificacion, seguido por el navegador Firefox, el rubro Buenos Aires, el navegador
Chrome, el rubro Inmobiliaria y Automovil. Es decir que la inclusién de nuevos features al modelo ayudé
en gran medida a la performance, pues se ven varios de los nuevos features en los primeros puestos de
importancia de atributos, ademas de mejorar las métricas.

En el siguiente listado se presentan los 20 atributos mas importantes.

# Feature Importance
Value
1 domain_type_Alimentos 0.177974
2 navegador_Firefox 0.127294
3 domain_type_Buenos_Aires 0.118103
4 navegador_Chrome 0.075206
5 domain_type_Inmobiliaria 0.060765
6 domain_type_Automovil 0.030785
7 navegador_SocialApp 0.030094
8 domain_type_Noticias 0.027466
9 navegador_Brand_browser 0.024342
10 domain_type_Busqueda_Laboral 0.023579
11 Is_pc 0.022604
12 domain_type_Deportes 0.021353
13 Antiguedad_ancient 0.021066
14 domain_type_Tramites_Bancarios 0.020443
15 OS_Android 0.015225
16 Is_mobile 0.014312
17 0S_Windows 0.014053
18 domain_type_Educacion 0.009931
19 VOS_Windows 10 0.009830
20 Antiguedad_old 0.009265




Tabla 22: Random Forest, Feature Importance Ranking, Top 20
5.4.2.4.XGBoost

Este ultimo modelo, al igual que los dos anteriores, logra predecir mejor al género femenino

Confussion Matrix

el

Actual

Female

Predicted
Figura 71: Matriz de Confusion, Modelo XGBoost

Las curvas de recall-precision para este caso son similares al random forest anterior
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Figura 72: Curvas Precision-Recall para género masculino y femenino, Modelo XGBoost

66

o7



El AUC dio algo menor al random forest anterior, pero mejor que en el caso de utilizar Unicamente

atributos de user agent.

Y la curva de aprendizaje también muestra buenos resultados. Como puede observarse ambas curvas (la
del score en training y la del score en el set de validacién de cross validation) se acercan cuando se
aumenta el numero de observaciones. Es decir, se achica la brecha entre ambas mostrando que a mayor
cantidad de registros el modelo mejora su performance al evaluarlo con el set de validacién, mientras que
en el set de training empeora, evidenciando un buen ajuste, ya que el modelo logra “generalizar” de

manera 6ptima.
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Figura 73: Curva Precision-Recall, Modelo XGBoost
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Figura 74: Curva ROCy AUC, Modelo XGBoost
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Figura 75: Curva de Aprendizaje, Modelo XGBoost

XGBoost, al igual que random forest permite visualizar la importancia de atributos. Los detalles del calculo
se muestran en la seccidn de “Interpretabilidad de Modelos”. Se muestran a continuacion los primeros 20
atributos mds importantes para el modelo. A diferencia de random forest, esta técnica de Machine
Learning considera al navegador Firefox como el mas importante. Sin embargo, el rubro alimentos (puesto
1 de random forest) se encuentra en segundo puesto. El rubro automavil en este caso aparece como
menos importante al compararlo con el ranking de random forest y el sistema operativo Android figura
entre los primeros puestos a diferencia del caso del modelo anterior.

importance feature
0.109823 navegador_Firefox
0. 104391 domain_type_Alimentos
0.063444 domain_iype_Buenos_Aires
0.057558 C5_Android
0.045226 domain_fype_Inmobiliaria
0.044340 05 Windows
0.038417 Is_mobile

00314658 domain_type_Busqueda_Laboral

0.025434 navegador_Brand_browser
0.026406 VOS_Windows 10
0.025987 domain_type_Automovil
0.024786 Antiguedad_ancient
0.020042 Is_pc

0.020031 domain_type_Tramites_Bancarios

0.013648 domain_type_Moficias
0017372 domain_type_Depories
0.016385 marca_Samsung
0.016362 WOS_Android &
0.015980 navegador_SocialApp
0.014401 marca_LG
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Tabla 23: XGBoost, Feature Importance Ranking, T

Los hiperparametros elegidos para todos los modelos mediante técnicas de grid search y random search
se encuentran en la secciéon “Anexo”.

5.5. Atributos de Sitios web (Urls)

5.5.1. Analisis exploratorio y Feature engineering

En esta seccidon se analizan los atributos de urls o sitios web especificos por los que navega cada
dispositivo.

Existen 1.576.360 filas con datos de sitios web. Los cuales se reparten en 98.491 dispositivos Unicos, que
poseen datos de sitios web visitados. De estas 1.576.360 filas, 30.882 webpages son Unicas. Las urls se
repetiran por cada dispositivo que la visite. Como parte del tratamiento de los datos, se generan nuevos
campos separando el dato “url” por dominio, subdominio y sufijo para facilitar el analisis exploratorio y
feature engineering. Al obtener el campo “dominio” a partir de las 30.881 urls, se obtienen 678 dominios
Unicos. Ademads, se parsea la url completa para generar un campo “path_corpus” que serd input de
graficos wordclouds para visualizar palabras clave de cada sitio visitado.

En cuanto a la distribucion de dispositivos en sitios web, mas de 30.000 sitios web tienen visitas de entre
0y 420 dispositivos aproximadamente. Es decir, pocos usuarios visitan muchos sitios distintos. Por lo que
pocos sitios web o urls concentran a la mayor parte de la poblacién de estudio. En otras palabras, muchos
dispositivos visitan pocos sitios web especificos. En particular, 21% de los dispositivos visita
zonajobs.com.ar, casi el 20.5% de dispositivos visita bumeran.com.ar y un 15 % visita veadigital.com.ar.
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bumeran.com.ar/candidatos/carta
wveadigital.com.ar
disco.com.ar/comprar/home. aspx
wveadigital.com.arfcomprar/home.aspx
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Figura 76: Porcentaje de Dispositivos unicos que visita a cada Url (Top 15)

Respecto a la distribucidn de dispositivos en dominios desprendidos de cada url, al igual que en el caso de
los sitios web, pocos dominios concentran a la mayor parte de la poblacién.

600

500

400 -

300 1

200

100 -

0 5000 10000 15000 20000 25000 30000
# Devices Unigue

Figura 77: Distribucion de Dispositivos, por dominio de Urls

Observando los datos en cuanto a la variable target de género, se observa en detalle la distribucién
anterior.
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Figura 78: Distribucion de Visitas por dominio de Urls, segun Género

Por otro lado, se realizaron nubes de palabra con el campo “path_corpus”, que dan una idea de los
intereses mas comunes en mujeres y hombres que ofrece el dataset.
En el género femenino:

gob buenosaires

buenosaires.

'Jairef,ofettas
atencion cliente perf

zonajobsbuenos aires - mibe

publicacion menor

empleo publicacion]jumbo

zonajobsofertas trabajo

Figura 79: WordCloud en path de Urls, Género Femenino

En el género masculino:
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Figura 80: WordCloud en path de Urls, Género Masculino

Como bien se observa, los intereses por busqueda laboral son los mas fuertes en ambos casos. Para
conocer mejor los intereses en la poblacion de estudio y luego aplicar técnicas de clasificacion, se generara
una matriz que cruce a cada uno de los identificadores de dispositivos (filas) con los dominios que visitan
(columnas), teniendo como valor la cantidad de veces que el usuario visitdé cada dominio seguin todos los
sitios web por el que haya navegado que contengan al dominio en concreto.
Para esto, de los 678 dominios desprendidos de las urls del dataset, se mantienen aquellos con cantidad
de visitas relevante, clasificando en “Otros” a los dominios con muy pocas visitas. Mas concretamente,
observando proporciones de género en los dominios, la nueva variable que agrupa por dominios a los
sitios web visitados presenta variabilidad con el género. Los sitios de fardndula como "pronto" y
"ratingcero", y los sitios de marcas como "swarovski" y "starbucks rewards", asi como también sitios de
jardineria y alimentos son mayormente de preferencia femenina.
En cambio, sitios sobre deporte como "mundoazulgrana", "rojadirectatv" y "futbollibre" entre otros, mas
sitios sobre tecnologia y autos son visitados mas por el género masculino que femenino. Esta inclinacion
también fue registrada en el estudio de la seccidn anterior sobre dominios.
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Figura 81: Dominios de Url y Porcentaje de Dispositivos por Género

5.5.2. Modelos y Resultados con atributos de User Agent, Dominios y Urls

En esta seccion se presentan los resultados de técnicas de machine learning aplicadas para resolver el
problema de clasificacidon de género con atributos de user agent, dominios y también de urls visitadas por
los usuarios.
Mediante GridSearch para el modelo de Regresidn logistica, se indicd en el hiperparametro “penalty” las
opciones de lasso o ridge como método de regularizacion para que el modelo elimine (en el caso de lasso)
o considere aquellas variables que hacen a la mejor performance del modelo.
Luego se prueba con Random Forest seleccionando hiperparametros mediante Random Search y
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finalmente un XGBoost, también optimizando hiperparametros con Random Search. En los tres casos, los

modelos se ejecutan bajo el esquema de K-Fold cross validation.

5.5.2.1.Baseline

La siguiente matriz de confusién muestra que, a diferencia del modelo baseline en los casos de modelos

con features de user agent y user agent mds dominios, esta técnica, al agregar los nuevos atributos,
predijo mejor al género femenino.

Confussion Matrix

200
Male 0.0
, 2
2 =
3 w
g
L_
Female 1631 1.0
o
o

Predicted

Figura 82: Matriz de Confusion, Modelo Naive Bayes

Siendo el accuracy de 0.579 y el drea bajo la curva ROC de 60%.
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Figura 83: Curva ROC y AUC, Modelo Naive Bayes
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5.5.2.2.Regresion Logistica

Luego de optimizar hiperparametros mediante GridSearch, esta técnica predijo correctamente al 83% de
las mujeres y al 34% de los hombres.

Mormalized Confusion Matrix

0.8
o7
0.0 034
]

L 05

True label

- 0.4

=03

02

0.0
Predicted label

Figura 84: Matriz de Confusion, Modelo Regresion Logistica

Observando las curvas Precision-Recall para ambas clases, se observa que para el género masculino,
cuando el threshold supera 0.55 aproximadamente, el recall cae abruptamente y la precision aumenta en
menor magnitud.

Para el caso femenino, ambas curvas se cruzan antes del 0.5 y nuevamente en el 1 a partir de donde, como
es esperable, no se predicen mas clases positivas y por ende tanto recall como precisidon son bajos.

1.0 r 10

- M "'\I”“IF v 1'7

04 04

precision (label = 1) precision (label = 0)
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recall (label = 0)

oo oo
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thresholds {score= prob hombre)

=

oo 0.2 04 06 0.8 10
thresholds (score= prob muger)

Figura 85: Curvas Precision-Recall para género masculino y femenino, Modelo Regresion Logistica

El average Precision Recall es 0.623, mostrando mejoria respecto a los dos modelos donde se consideraron
features de user agent 'y luego user agent mas atributos de  dominios.
Y el AUC también presenta mejoria incluyendo este nuevo set de features.
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Precision-Recall Curve
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Figura 86: Curvas Precision-Recall y ROC, Modelo Regresion Logistica

5.5.2.3.Random Forest

Esta técnica de modelos de ensamble presenta mejor performance al agregar nuevos atributos de sitios
web visitados. Predijo correctamente al 78% de las mujeres y al 44% de los hombres.
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Figura 87: Matriz de Confusion, Modelo Random Forest

En cuanto a las curvas Recall-Precision para el género masculino y femenino, se obtuvo lo siguiente.
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thresholds (score= prob hombre) thresholds (score= prob mujer)

Figura 88: Curvas Precision-Recall en género masculino y
femenino, Modelo Random Forest

La curva Recall-Precision y el AUC presentan una clara mejoria al incluir urls.
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Precision-Recall Curve
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Figura 89: Curvas Precision-Recall y ROC, Modelo Random Forest

En cuanto a la importancia de atributos calculada, el feature “ambito” es considerado como el mas
importante al momento de predecir, seguido por “buenos aires”, “zonajobs” y “disco”. Es decir que estos
dominios que se desprendieron de sitios web navegados por los dispositivos bajo estudio, al basarnos en
la cantidad de veces que cada uno navegd por sitios con esos dominios en su path, los relacionados con
noticias, empleos y supermercados resultaron ser de los que mas permiten clasificar usuarios por género.
A continuacién, se muestra el top 20 del mencionado feature importance.

# Feature Importance Value
1 ambito 0.078900
2 buenosaires 0.068813
3 zonajobs 0.059919
4 bumeran 0.059754
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5 zonaprop 0.054331
6 disco 0.052498
7 futbollibre 0.051634
8 navegador_Firefox 0.038022
9 veadigital 0.035522
10 creditosparatodos 0.034359
11 cronista 0.033616
12 Otros 0.030263
13 infotechnology 0.023244
14 domain_type_Alimentos 0.023082
15 movistar 0.021884
16 jumbo 0.020116
17 ausa 0.019526
18 OS_Android 0.019525
19 pronto 0.019477
20 toyota 0.018718

Tabla 24: Ranking Feature Importance, Random Forest

5.5.2.4.XGBoost

Finalmente, esta técnica también presenta mejor performance con los nuevos atributos. Logré predecir
acertadamente al 77% de los usuarios con género femenino y al 44% de los que poseen género masculino.



Confussion Matrix

Male

Actual

Female 2061

Predicted
Figura 90: Matriz de Confusion, Modelo XGBoost

Las curvas precision - recall atribuidas a este modelo son las siguientes.
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Figura 91: Curvas Precision-Recall género masculino y femenino, Modelo XGBoost
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Precision-Recall Curve
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Figura 92: Curva Precision-Recall, Modelo XGBoost

Como en el caso de random forest, XGBoost también presenta un AUC cercano a 0.65.
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Figura 93: Curva ROC y AUC, Modelo XGBoost

La curva de aprendizaje, por su parte, se comporta de la siguiente manera. Se achica la brecha entre score
en training set y testing a medida que se agranda la cantidad de observaciones tomadas para entrenar al

modelo.

81



core

Learning Curve

623
~ B - - [ — H . ®
0620 -

™ — r
0615 ® <
o
610
3

605

0600 | o &~ Training score
*— Cross-validation score
0585
10000 20000 30000 40000 50000

Training examples

Figura 94: Curva de Aprendizaje, Modelo XGBoost

En cuanto a la importancia de atributos calculada por este modelo, se muestran a continuacion los 20
features mas importantes. El mas importante coincide con el seleccionado por random forest, no asi el

segundo puesto fue

para

“navegador_Firefox”

“creditosparatodos” y el dominio “futbollibre”.

como predictor

importance feature
0177673 ambite
0.031775 navegador_Firefox
0.074199 creditosparatodos
0.045458 futbollibre
0.041374 ausa
0.036336 pronto
0.034787 infotechnology
0032182 foyota
0027073 autocosmaos
0.022249 rojadirectatv
0.021147 mundoazulgrana
0.019350 05_Android
0.0155382 ZOnaAprop
0.015331 disco
0.014565 domain_type_Alimenios
0.014548 animeflv
0.014449 buenosaires
0014418 starbucksrewards
0.013258 prestamosparaiodos
0.012785 veadigital

Tabla 25: XGBoost, Feature Importance Ranking, Top 20
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Los hiperparametros elegidos para todos los modelos mediante técnicas de grid search y random search
se encuentran en la seccién “Anexo”.

6. Interpretabilidad de Modelos

En la seccidn anterior se obtuvo un ranking de “feature importance” tanto en el caso del algoritmo
Random Forest como el modelo final XGBoost. En esta seccién se explicarda cdmo dichos modelos de
aprendizaje automatico calcularon laimportancia de variables y también se mostrardn resultados de otras
técnicas de feature importance. Ademas se presentan resultados de otras estrategias de interpretabilidad
de modelos de machine learning sobre el modelo XGBoost, ya que fue el que obtuvo la mejor
performance.

Las estrategias de interpretabilidad que se presentardn en esta seccién son:

En lo que respecta a Importancia Global, siendo aquella que se enfoca en la performance general del
modelo:

Mean Decrease Impurity (utilizando por Random Forest)
Feature importance mediante gain (utilizado por XGBoost)
Feature importance mediante Permutacion

Partial Dependence Plot

En cuanto a Importancia Local, siendo aquella que se centra en el estudio de instancias especificas:

® Aproximacion LIME
® Aproximaciéon SHAP, del cual se obtienen los siguientes graficos: Individual Force Plot, Summary
Plot y Feature Dependence Plot.

Con respecto al feature importance en Random Forest, se utiliza la técnica mean decrease impurity para
obtener la importancia de atributos en el modelo. Como se detalla en la secciéon de marco tedrico, random
forest es un conjunto de arboles de decisién. Cada uno es un conjunto de hojas y nodos internos. En el
nodo interno, el atributo seleccionado se utiliza para tomar una decisidén sobre como dividir el conjunto
de datos en 2, con respuestas similares dentro. En cada divisidn de los arboles, se registra el descenso de
impureza conseguido en la medida utilizada como criterio de divisidn, siendo la impureza de Gini la
métrica para este caso de clasificacion. Para cada predictor se calcula este descenso de impureza
conseguido en el conjunto de arboles que forman el ensamble. Luego, el feature que mas reduce la
impureza en promedio, o dicho de otro modo, el que genera conjuntos mds homogéneos, es el
seleccionado para el nodo interno, por lo tanto, mayor es su contribucién en el modelo.

En el caso de XGBoost, el calculo de feature importance viene dado por la métrica de la de ganancia
(“gain”) para medir el descenso de impureza que generan los predictores al momento de realizar la
divisién de datos en 2 conjuntos de los datos. La férmula de gain es la siguiente:
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El “Gain” implica la contribucion relativa de un determinado feature hacia el modelo, tomando la
contribucién de cada feature para cada arbol del modelo. Un valor mas alto de esta métrica cuando se la
compara con el de otro atributo, implica que el atributo en cuestién es mas importante al momento de
generar las predicciones. En especifico, esta métrica de ganancia es la mejora en el accuracy aportada por
un feature a las ramas en las que se encuentra. La idea es que antes de agregar un nuevo split o division
en un feature a la rama en la que esta, hay elementos clasificados incorrectamente, y después de agregar
el split en este feature, habrd dos nuevas ramas, cada una mas precisa.

Ademas de considerar la importancia de atributos calculada por los algoritmos aplicados, se realizdé un
estudio de importancia mediante distintas estrategias de interpretabilidad.

En segundo lugar, dentro de los ejercicios de interpretabilidad global, se calculdé feature importance
mediante Permutacion. Dicha técnica consiste en permutar valores de un feature aleatoriamente,
dejando la variable target y las demas variables sin permutar, observando la caida en el score del modelo.
Este procedimiento “rompe” la relacién entre el atributo y la variable target, por lo que dicha caida es
indicativa de cudnto el modelo depende de ese atributo sobre el que se permutan valores. Cuanto mas
alta es la diferencia entre el score del modelo original y el score del modelo cuando se permutan valores
de un atributo, mayor es la caida de performance por introducir ruido y por ende mds importante serd
ese atributo. El mismo procedimiento se realiza con todas las columnas.

Weight Feature
0.0147 £+ 0.0022 buenosaires
0.0143 £ 00025 disco
0.0134 £ 0.0023 ambito
0.0118 £ 0.0010  bumeran
0.0111 £ 0.0024  futbollibre
0.0100 £ 0.0027  zonaprop
0.0091 £ 0.0007 veadigital
0.0077 £ 0.0029 zonajobs

0.0051 £ 0.0014
0.0041 £ 0.0021
0.0036 £ 0.0018
0.0031 £ 0.0020
0.0028 £ 0.0003
0.0026 + 0.0010
0.0018 £ 0.0006
0.0017 £ 0.0006
0.0016 £ 0.0007
0.0016 £ 0.0006
0.0016 £ 0.0006
0.0013 £ 0.0007
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Figura 95: Feature Importance por Permutacion
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Como se puede observar en el top 15 de variables mas importantes, los dominios buenosaires, disco,
ambito y bumeran aparecen como los mas relevantes. Tanto este método como los aplicados por XGboost
y Random Forest detectan alta importancia en ambito, disco y futbollibre.

Se realizaron ademas algunos graficos conocidos como Partial Dependence Plot (PDP), los cuales, dado
un feature, van mostrando cual es el cambio en la columna a predecir, en funcidn de cambios en ese
feature. Es el nivel que toma la prediccidn en cada caso. Este método asume independencia entre las
distintas variables. Es decir, al analizar el efecto de una variable, asume que el resto se mantiene
constante. Es por esto que se vuelve necesario ortogonalizar las variables para que no estén
correlacionadas entre si, y entonces poder identificar efectos.
Para el caso de variables con valores no binarios como bumeran, zonajobs y disco, se observan los
siguientes plots.

PDP for feature "bumeran”

0.15

0 5 50 75 100 125 150 175 200
bumeran

Figura 96: Partial Dependence Plot por atributo “bumeran”

La variable bumeran tiene influencia creciente en la variable target de género hasta el valor 10. Luego, su
efecto comienza a ser lineal.
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Figura 97: Partial Dependence Plot por atributo “zonajobs”

La variable zonajobs tiene influencia creciente en la variable target hasta el valor 15. Luego, su efecto
continua creciente pero comienza a ser lineal.

PDP for feature "disco”
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Figura 98: Partial Dependence Plot por atributo “disco”

La variable disco tiene influencia creciente en la variable target hasta el valor 4. Luego, su efecto continuda
lineal.

Se debe tener en cuenta que esta técnica PDP tiene algunas desventajas. En primer lugar, sélo se puede
representar hasta dos variables al mismo tiempo. En segundo lugar, la mayoria de las visualizaciones PDP
no muestran la distribucién de las variables. Esto puede ser un problema, ya que puede llevar a que se



sobre-interpreten zonas con poca informacién. Tercero, como fue mencionado, asume independencia
entre features, lo cual hace necesario aplicar técnicas de ortogonalizacion para poder identificar efectos
relevantes. Finalmente, este método puede esconder efectos heterogéneos, ya que solo se muestran
efectos marginales promedio, y no uno por uno.

Ahora bien, se analiza la importancia local de variables (Local Surrogate Models). Tomando los resultados
del modelo final XGBoost, se observa a continuacion el efecto de unas 40 variables segun la aproximacion
local de LIME en 25 instancias seleccionadas. Estos registros seleccionados corresponden a los que el
modulo “submodular_pick” de Lime elige (en base a un problema de optimizacion) para explicar el modelo
en base a ejemplos.

Local explanation
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Figura 99: Grdfico de Aproximacion Local LIME

Con el método LIME se puede observar si el efecto de cada variable incide de forma positiva o negativa

en la variable dependiente target. Por ejemplo, la variable “ambito” influye positivamente en la variable

dependiente, como también lo hacen las variables “elcomercio” y “pronto”, entre otras. Siendo que
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variables como “navegador_Firefox” y “futbillibre” influyen negativamente a la variable target, donde la
clase 1 es femenino y la clase 0 es masculino.

Sin embargo, el método LIME presenta algunas desventajas. Genera perturbaciones en el dataset para
aproximar localmente el la efecto de cada variable con un modelo interpretable y no incluye en sus
calculos ninguna medida global de comparacion, como el promedio, sino que se concentra meramente en
la aproximacién local. Por otro lado, al aproximar localmente generando observaciones sintéticas
alrededor del punto a explicar, la definicidén correcta de “neighborhood” de un punto es un problema no
resuelto al usar LIME con data tabular. Otro problema es que ignora la correlacién entre features al
samplear y eso puede generar muestras poco realistas. Por lo cual, se presenta otro método de
importancia local, conocido como SHAP.

Este método busca entender el impacto de cada variable al analizar su contribuciéon en todas las
coaliciones posibles de una cantidad finita de features, y no en perturbaciones generadas arbitrariamente,
solucionando la desventaja de LIME sobre la eleccion arbitraria de los entornos a perturbar. Ademas, SHAP
evalua la importancia de las variables al cuantificar la contribucidn de éstas para una instancia particular
comparada con la prediccion promedio del dataset.

En particular, el concepto de Shapley Value surge en el campo de teoria de juegos, como un método de
distribucién de riquezas en un contexto de juegos cooperativos. Para cada juego se asigna un unico
reparto entre los jugadores del beneficio total generado por la coalicién de todos los jugadores. El valor
de shapley espera responder a la pregunta ¢;Qué tan importante es cada jugador para la cooperacion global,
y qué recompensa puede él o ella esperar?. Por lo que, trasladando el concepto al dmbito de machine
learning, una prediccidén puede ser explicada asumiendo que cada valor de un feature en esa instancia es
un jugador, y la prediccidn es el beneficio o “payout” generado por la combinacién de esos valores o
jugadores. El shapley value muestra cémo distribuir ese “payout” (la prediccion) entre los features de
manera justa, segun cuanto aporten al mismo. Es entonces la contribucion marginal promedio de un
valor de atributo a través de todas las coaliciones posibles de predictores. (Se compara para cada
coalicidn de predictores cuanto dio la prediccion versus la prediccién promedio y habra valores distintos
de diferencias, con y sin cierto feature. El valor de shapley es una especie de resumen para esas posibles
diferencias. La idea es ver cuanto cambia una prediccién segin yo tenga feature X1y X2, versus tener X1,
X2y X3 por ejemplo, siempre en referencia a la prediccion promedio).

El concepto detras del calculo de la importancia de features mediante el método SHAP es el siguiente:
features con altos valores absolutos Shapley son importantes. De esta forma, para calcular la importancia
global, simplemente se suman los valores absolutos Shapley por feature a lo largo del dataset:

n
5= 18
i=1

Si bien el método SHAP es una solucidn que permite ir de la importancia local a la importancia global,
existe una gran diferencia conceptual entre éste y la técnica de permutacién: mientras que el método


https://es.wikipedia.org/wiki/Juegos_cooperativos

SHAP se basa en la magnitud de las atribuciones de cada feature a las predicciones, el método de
importancia mediante la permutacion de variables se basa en el decrecimiento de una funcién de error
en la perfomance de un modelo.

A continuacidn, se presentan algunas visualizaciones obtenidas a partir del método SHAP. Dicho método
permite no solo entender laimportancia de las variables a la hora de predecir sobre nuevas observaciones,
sino también entender si su impacto es positivo o negativo sobre la variable target.

El siguiente plot se conoce como “Individual Force Plot”.

higher = lower
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Figura 100: Grdfico “Individual Force Plot” para una determinada observacion del dataset train

El ejemplo anterior apunta a una determinada instancia en el conjunto de datos X y elige usar
TreeExplainer para calcular las contribuciones de los features de la instancia. El valor base es la prediccion
promedio de todas las instancias del conjunto de datos X y f(x) es la prediccion de la instancia actual.

Se puede observar que los atributos en azul tienen una contribucidén negativa a la prediccién respecto a
la prediccion promedio, los que figuran en rojo tienen una contribucion positiva. Luego, el poder de
contribucién de cada feature se refleja en el ancho de la caracteristica. En este plot, las variables zonajobs,
zonaprop, movistar y ambito tienen un efecto positivo sobre la variable dependiente, mientras que ypf,
buenosaires, disco, veadigital y marca_Samsumg, para esta observacidn particular reflejan efecto
negativo sobre la variable respuesta.

Otro caso, para otra instancia del conjunto de datos, se obtiene el siguiente Force Plot. En el cual se
observa que disco tiene un claro efecto positivo en la prediccidn respecto a la prediccidn promedio, al
igual que ambito, buenosaires, futbollibre y cronista. Variables como zonaprop, zonajobs, marca_Samsung
y bumeran reflejan un efecto negativo respecto a la prediccion promedio en este caso puntual.
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Figura 101: Grdfico “Individual Force Plot” para una determinada observacion del dataset train

Luego se obtiene el “Summary Plot”. Este chart combina la importancia de atributos con los efectos de los
atributos ya que muestra relaciones positivas y negativas de los predictores con la variable target. Cada
punto en el Summary Plot es un valor Shapley para un feature y una instancia. Por lo tanto, el grafico
permite observar:

-Feature Importance ya que las variables se muestran en orden descendiente segiin importancia.
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-Impacto o efecto dado por el eje horizontal que muestra si el efecto del valor estd asociado a una mayor

o menor prediccidn.

-Valor original, dado por el color que evidencia si la variable tiene valores altos (rojo) o bajos (azul) para

esa observacion.

-Correlacion, ya que permite observar si una variable esta correlacionada de forma positiva o negativa con
la variable objetivo y en qué magnitud, dado por valores del eje x y el color, respectivamente.

Para este caso se aprecia, entre otras cosas, que valores altos de SHAP para las variables pronto, disco,
zonaprop y zonajobs estan relacionados con un alto y positivo valor de target. Mientras que valores bajos
de SHAP para dichas variables estan relacionados con un bajo valor de la variable dependiente. A su vez,
valores bajos de SHAP para variables como ambito, cronista, navegador_Firefox e infotechnology, entre
otras, se relacionan con alto valor de la variable respuesta.
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VOS5 Windows 10
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Figura 102: Grdfico “Summary Plot”

High

Feature value

Otros graficos son los llamados “Feature dependence plot”, realizados para algunas de las variables del
modelo. De esta forma, se obtiene mayor detalle sobre las variables mas relevantes, con respecto al

anterior Summary Plot.
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Figura 103: Grdfico “Feature Dependence Plot” en atributo “disco”

Los valores altos de la variable disco estan relacionados con valores altos de SHAP.
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Figura 104: Grdfico “Feature Dependence Plot” en atributo “futbollibre”

A medida que aumenta el valor de la variable futbollibre, disminuyen los valores SHAP hasta el valor 6 de
futbolibre.

Por ultimo se muestran algunos resultados del “Collective Force Plot”. Cada observacién tiene su propia
grafica de Force Plot. Si todas las graficas individuales de Force Plot se combinan, se rotan 90 grados y se
apilan horizontalmente, se obtiene la grafica de Collective Force Plot para los datos X del conjunto test. El
eje Y es el eje X del grafico “Individual Force Plot”. Y el eje X tiene tantas observaciones como filas tenga
el conjunto de datos utilizado. Por su parte, la l6gica de colores es la misma que en el Individual Force
Plot.

Ordenado por similarity:
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Figura 105: Grdfico “Collective Force Plot” ordenado por similitud de shapley values

Al ordenar por similitud a las variables en el collective force plot, puede visualizarse a grandes rasgos que
muchas de las observaciones poseen valores de shapley que empujan para arriba la prediccién (es decir,
hacia el 1) al apreciarse mas color rojo a lo largo de la gréfica. Sin embargo, tanto en el principio como en
el final del chart, se ubican los registros con valores de shapley que influyen negativamente en la
prediccién, es decir la empujan hacia el 0.

Por ejemplo, el siguiente grafico estd ordenado por la variable “veadigital”, donde se observa que para el
valor 6 de dicho atributo, en promedio los dispositivos visitan 4,5 veces el dominio sancorsalud y cero
veces el de futbollibre, lo cual contribuye a mayor probabilidad de que el registro sea femenino (valor de
prediccién 1).

Figura 106: Grdfico “Collective Force Plot” ordenado por “veadigital”

Al ordenar por la variable “zonajobs”, no se percibe una fuerte tendencia hacia el 0 o hacia el 1 en términos
de prediccidn. Sino que para ciertos valores de dicho atributo existen ciertos picos “positivos” (picos en
rojo) como asi también “negativos” (picos en azul) de otras variables. Se puede apreciar por ejemplo que,
para el valor 64 del atributo, en promedio los dispositivos entran 2 veces al almundo y 0 veces a futbollibre,
y esto contribuye a una alta probabilidad de género femenino.
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Figura 107: Grdfico “Collective Force Plot” ordenado por “zonajobs”

7. Adaptacion a Rangos de edad

En esta seccion se plantea una adaptacion del modelo XGBoost para predecir rangos de edad, en lugar de
género, con los atributos de user agent, dominios y sitios web descritos anteriormente. Como se
mencioné anteriormente, los datos demograficos de usuarios de dispositivos son frecuentemente
requeridos por cualquier audiencia ofrecida a agencias de publicidad por tener gran relevancia al
momento de dirigir una campafia publicitaria online.

Para este caso, las clases a predecir son 6, correspondientes a distintos rangos etarios.

[18 - 24] (label 1)
[25 - 34] (label 2)
[35 - 44] (label 3)
[45 - 54] (label 4)
[55 - 64] (label 5)
[+65) (label 6)

Se cuenta con una muestra con mayorias en rangos de 25-34 y 35-44, como lo muestra el grafico de barras.
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Figura 108: Distribucion de dispositivos segun Rangos de Edad

Se realiza el mismo proceso de Feature Engineering y se obtiene el mismo esquema de datos finales que
se concreto en el caso del input para la prediccion de género y se entrena un modelo XGBoost donde la
variable target pasa a ser multiclase. Para este caso con mas de una clase, el algoritmo considera que cada
clase es positiva y el resto negativa en el momento de evaluar su performance. Por ejemplo, la métrica
Recall para la clase 35-44 (identificado con el nimero 3) es:

Recall3 = Aciertos en dispositivos con clase 3 / Total de dispositivos con clase 3

Todas las métricas pueden ademads darse en promedio respecto de las clases. Por ejemplo, promedio de
acierto en cada clase:

1/ (|Ci|) * Yi Recall C, donde |Ci| es el numero de registros en la clase i.

Antes de correr el modelo adaptado, se realizé un analisis exploratorio para observar a grandes rasgos
cdmo se comporta la muestra bajo estudio respecto a los features que se consideran al momento de la
prediccién.

En cuanto a modelos de dispositivos utilizados, Samsung SM-G532M es el modelo mas popular, donde los
rangos 25-34 y 35-44 son los que mas lo utilizan. Esto ultimo también se ve en el resto de los modelos de
dispositivos, probablemente porque ambos rangos son la mayoria en el dataset utilizado para el caso de
estudio.



Modelos de Dispositivos por Rangos de Edad

Samsung SM-G532M

Samsung SM-JT10MN
Samsung SM-G610M
Samsung SM-A105M _
Samsung SM-A505G - |
Samsung SM-A205G - — -
iPhone |
Samsung SM-]701M
Samsung SM-A305C JIN—— ]

Samsung SM-J400M
Samsung SM-]600G
XiaoMi Redmi Note 7
Samsung SM-G950F
Moto G (55

XiaoMi Redmi Note 8
moto e5 play

w

Samsung SM-J610G
Samsung SM-A217TM
Samsung SM-J260M
Samsung SM-A015M
Samsung SM-)700M
Samsung SM-J415G
Samsung SM-G9650
Samsung SM-AT05MN
Moto C

Samsung SM-AT15F
LG-M250

Samsung SM-G975F
Moto E (4

Samsung SM-A115M
Samsung SM-G935F
Samsung SM-G9600
Samsung SM-G955F
Samsung SM-A520F
Mac

Samsung SM-G570M | ]
Samsung SM-A515F [ ]
Samsung SM-A107TM | ]
Samsung SM-A307G ||
moto e5
Samsung SM-A315G I e
Moto G (5 I .
Samsung SM-A207M S =
Al .
s - I |

QIII|IIIIIIIII
1_"E=_n IlIII
u
[ [ | ll..

g_l
i

i
400 600 80O
# Devices

. 18-24

. 35-44 . 55-64

. 25-34 45-54 N 465
]
, B
| ] i
—
i i i
1000 1200 1400

Figura 109: Valor absoluto de Cantidad de dispositivos por Modelo, segun Rangos de Edad

Al observar Sistema Operativo por rangos de edad, Windows y Android son los mas populares, donde
nuevamente las clases 25-34 y 35-44 son las que mas los utilizan. Se observa también que los rangos 45-
54 y 55-64 utilizan mas Windows a comparacion con Android. Esto sugiere que los adultos mayores de 45

afios utilizan mas pc o computadoras que celulares.
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Figura 110: Valor absoluto de Cantidad de dispositivos por Sistema Operativo, segun Rangos de Edad

En cuanto a Navegadores, Chrome es el mas utilizado por la poblacién bajo estudio, observdndose una
distribucidn parecida a los casos anteriores en cuanto a rangos de edad. Para el caso 18-24, sdlo utilizan
Chrome (aunque unos pocos utilizan SocialApp). Con lo cual Chrome puede ser un predictor importante

al momento de predecir.
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Figura 111: Valor absoluto de Cantidad de dispositivos por Navegador, segtn Rangos de Edad

Al observar Marcas, el rango mas joven (18-24) casi Unicamente utiliza Samsung. Lo mismo sucede con el
rango mas viejo (65 + ). En este sentido, Samsung puede resultar un predictor interesante al momento de

predecir.
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Figura 112: Valor absoluto de Cantidad de dispositivos por Marca, segtin Rangos de Edad

Por su parte, las variables “Is pc”, haciendo referencia a si el dispositivo es computadora, y “Is Tablet”
presentan distintas distribuciones en cuanto a edades. Mientras que “Is pc” posee una distribucion por
rangos de edad similar a lo visto hasta el momento, “is Tablet” presenta una distribucion mas equitativa.
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Si bien el conjunto de datos esta desbalanceado, no parece existir una marcada tendencia por uno u otro
rango en dicho feature, a excepcién de los jovenes que casi no utilizan tablet seguin los datos.
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10000 20000 30000 40000 50000 0 100 mn :-m 40-:} 50-:} Eﬂu
# Devices # Devices

Hm 18-24 B 35-44 | 55-64
B 25-34 45-54 . 465

Figura 113: Valor absoluto de Cantidad de dispositivos por Is Pc y Is Tablet, segun Rangos de Edad

En referencia a los dominios visitados, focalizando en el top 15 de dominios mds visitados, bumeran,
buenosaires.gob y disco son los dominios mas visitados, con proporciones de visitas por rango de edad
similares, siendo 25-34 el que mds visitas hace en todos los casos. Cabe destacar, ademads, que el rango
mas joven visita mds dominios referidos a busqueda laboral (bumeran y zonajobs) en comparacién con
los demas dominios, con lo cual se infiere que este tipo de sitios pueden llegar a definir correctamente a
la clase joven, que aparentemente buscan trabajo ni bien finalizan el secundario.

Por su parte, la clase +65 visita mds dominios relacionados a supermercados (disco) y también dominios
del gobierno de la ciudad de buenos aires.
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Figura 114: Valor absoluto de Cantidad de dispositivos por Dominio, segtn Rangos de Edad

Luego de aplicar el feature engineering descrito para el caso de género y de correr al modelo XGBoost, se
observan los resultados obtenidos de esta adaptacion a Rangos de Edad.

97



Confussion Matrix

18.24 0 727 292 4 0 2
25.94 1 19 1 4
.44 0 > 7 23
®
2
* 4554 ] 49 17 30
.64 0 2 15 35
&+ 0 256 812 34 4 40
i - W o o 3
v & & & & ¢
Predicted
Mormalized Confusion Matrix
oo 00 oo
oo a0 oo
T 001 00 0o
L
=
[H]
E 002 00 0.01
0.02 oo 0.02
003 001 003
10 20 a0 4.0 50 &0
Predicted label

Figura 115: Matriz de Confusion, Modelo XGBoost adaptado a Rangos de Edad

La matriz de confusidon muestra a los verdaderos positivos en la diagonal. Se puede apreciar entonces que,
con el procesamiento de datos realizado para el caso de la predicciéon de género, la clase que mejor
predice el modelo XGBoost para rangos de edad es la de 25-34 afios (clase 2). Los falsos positivos estén
dados por la suma de valores de la columna i de la matriz de confusion, sin contar a la celda de diagonal
de esa columna i. Y los falsos negativos son la suma de la fila i, sin la celda de la diagonal principal.

Por su parte, las dreas bajo curva ROC, curva que representa como va cambiando el par (FPR, R), en cada

caso son las siguientes.
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ROC Curves
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Figura 116: Curvas ROC y AUC, Modelo XGBoost adaptado a Rangos de Edad

La métrica AUC promedio es 0.63. Por su parte, la clase “65 +” es la que presenta el mayor AUC. Sin
embargo, los dispositivos en este rango son muy pocos.

Finalmente se presentan a continuacion las curvas precision-recall.

Precision-Recall Curve
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Figura 117: Curvas Precision-Recall, Modelo XGBoost adaptado a Rangos de Edad
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La curva Precision-Recall (PR) representa cdmo va cambiando el par (P, R) y lo ideal es que ambos precision
y recall sean altos. En este caso se observa que el micro-promedio par P,R es 0.332, alejado del 1 (cuanto
mas cercano a 1 el drea bajo esta curva, mejor). De todos modos, cuando las clases estan desequilibradas,
las métricas de precisidn y recall no son la mejor opcién para medir la performance de un modelo. En los
casos de la clase 2 y 3, precision de alto dada la gran cantidad de dispositivos en dichas clases, a
comparacion con los demds rangos etarios.

Se realiza ademas un andlisis de importancia de atributos, y se observa que bumeran, disco, dominios de
busqueda laboral y tramites bancarios lideran al momento de predecir rangos de edad.

importance feature
0.046957 bumeran
0.045444 disco

0041880 domain_type_Busqueda_Laboral

0.031787 domain_type_Tramites_Bancarios

0.031281 zonajobs
0.021937 buenosaires
0.020919 perfil
0.020351 prestamosparatodos
0.016510 veadigital
0.014826 animeflv
0.012463 eldia
0.012423 domain_type_Linea_Movil
0.012400 marca_Samsung
0.011722 navegador_Edge

0.011593 modelo_Samsung SM-A305G

0.011473 movistar
0.011096 jetsmart
0.010998 rojadirectatv
0.010860 domain_type_Alimentos
0.010797 credisense

Tabla 26: Top 20 - Importancia de Atributos - XGBoost

Como punto de mejora para el rendimiento del algoritmo en este caso, dado que las clases estan
desbalanceadas, se podria configurar el pardmetro class_weight de XGBoost, indicando un peso mayor en
clases como 18-24, 45-54, 55-64 y mas de 65. Esto puede proporcionar cierto desvio hacia las clases
minoritarias mientras se entrena el modelo y, por lo tanto, ayuda a mejorar el rendimiento del modelo al
clasificar varias clases, al contrabalancear respecto a las clases con gran cantidad de observaciones
asociadas. Otras posibles técnicas para equilibrar las clases consisten en eliminar muestras de clases sobre
representadas, es decir de las clases 2 y 3 en este caso. O bien agregar mds observaciones a las clases
subrepresentadas (1, 4, 5 y 6). Otra opcidn es aplicar el método “SMOTE” antes de entrenar el modelo.



Este es un método de sobre muestreo. Es decir, crea muestras sintéticas o ficticias de las clases
minoritarias.

8. Resultados

Al comparar las métricas obtenidas en la primera etapa de modelos, bajo el estudio de features de User
Agent, el mejor modelo en cuanto a performance es Random Forest. Se detallan en la siguiente tabla
todas las métricas de este primer ejercicio.

Modelos Accuracy AUC Recall Precision F1-Score

Baseline 0503 0561 0.241 0.562 0.337

Logistic Regression 0545 05404 0.893 0.541 0682
Random Forrest 0.548 0.5437 0.89 0543 0.68
XGBoost 0.547 0.5421 0.89 0542 0.683

Tabla 27: Comparacion de métrica en primera etapa

Agregando los atributos pre procesados de dominio, Random Forest sigue siendo el mejor modelo.

Modelos Accuracy AUC Recall Precigsion F1-Score

Baseline 0512 05490 0282 0.57 0428

Logistic Regression 0.567 05837 0748 0.566 0.638
Random Forrest 0566 0.5910 0.807 056 0.667
XGBoost 0567 05903 0785 0.562 0645

Tabla 28: Comparacion de métrica en segunda etapa

Finalmente, teniendo en cuenta atributos de user agent, de dominio y de sitios web visitados, el modelo
final elegido es el XGBoost, el cual presenta los mejores resultados.

Modelos Accuracy AUC Recall Precision F1-Score

Baseline 0579 0605 0.823 0.567 0672

Logistic Regression 0608 0632 0798 0.594 0.682
Random Forrest 0616 0646 0779 0604 0681
XGBoost 0.617 065 771 0.605 0.679

Tabla 29: Comparacion de métrica en ultima etapa

Por su parte, la curva ROCy el area bajo la curva entre los modelos ganadores presenta una clara mejoria
a medida que se agregan features que hacen referencia a caracteristicas de navegacién del usuario. Es
decir que los datos sobre navegacion web, ademas de los datos sobre user agent, definen intereses que
logran ser captados por los algoritmos de machine learning para separar a los usuarios segun su género.
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Figura 118: AUC Utilizando atributos de User Agent, luego sumdndoles atributos de Dominio y finalmente sumando atributos de Urls

Al observar las curvas y areas bajo las curvas Precision-Recall, también se aprecian mejoras a medida que
se agregan atributos de navegacion web.

Precision-Recall Curve Precision-Recall Curve Precision-Recall Curve
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Figura 119: Precision-Recall Curve utilizando atributos de User Agent, luego incorporando atributos de Dominio y finalmente incorporando
atributos de Urls

Siendo asi, al basar la clasificacion de género de dispositivos teniendo en cuenta atributos que tienen que
ver con modelos y marcas de los mismos, navegador, sistema operativo y su versién utilizados, dominios
visitados y sitios web especificos visitados, se lograra aumentar el volumen de audiencias ofrecidas con el
consecuente mayor revenue mejorando la calidad de data entregada a los clientes dado que el modelo
elegido no predice género aleatoriamente sino que intenta separar las clases lo mejor posible en base a
los datos de los atributos mencionados.

9. Conclusiones

En particular, este trabajo se concentrd en el andlisis y prediccidn de género, requisito muy importante al
momento de ofrecer audiencias en el mercado de marketing digital. Los modelos de machine learning
entrenados permiten aumentar la cantidad de usuarios, con campos demograficos completos, que puede
ser ofrecida a los anunciantes.

En base a datos de navegacion web y User Agent de Enero 2021 se estructurd el proyecto en 3 etapas. En
primer lugar, se analizé la performance de distintos algoritmos de aprendizaje automatico considerando
Unicamente datos de user agent. El modelo que mejores resultados dio fue Random Forest con un AUC
de 0.54. En una segunda etapa se incorporan features de dominios. En este caso el modelo que mejor
performance mostré también fue un Random Forest que obtiene un AUC de 0.59. Finalmente, en una
tercera etapa, se agregan features de Urls. En este caso, el algoritmo ganador fue XGBoost, superando al
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random forest de la etapa anterior con un AUC de 0.65. Con lo cual, se lograra ofrecer cierto volumen de
usuarios en audiencias que requieren atributos de género. Este campo es valioso para los auspiciantes
porque permite llegar al consumidor correcto con mayor probabilidad.

En relacion a los features del modelo elegido, se observd que, en cuanto a importancia global en el modelo
final, las variables que mds impactan al momento de predecir son “buenosaires”, “disco”, “ambito”,
“bumeran” y “futbollibre”, entre las mas relevantes. Por otro lado, en cuanto a la importancia local, se
encontrd que features como “ambito”, “creditosparatodos”, “pronto” y “zonaprop” tienen un impacto
positivo sobre la prediccidn. Es decir que influyen positivamente en la prediccion del género femenino.
Mientras que variables como “navegador_Firefox”, “futbollibre” y “toyota” impactan negativamente. Al
mismo tiempo, las variables relacionadas a supermercados y blusqueda laboral tienen shapley values altos
influyendo en la prediccidn positiva, mientras que atributos que tienen que ver con deportes, automaviles
y noticias tienen mayormente shapley values bajos, es decir, baja contribucién promedio en el modelo,
gue inciden en la prediccidon de la clase femenino, mientras que sus pocos valores shapley altos estdn
relacionados con la prediccién de género masculino. Siendo asi, los datos de navegacion juegan un papel
muy importante cuando se trata de intereses de usuarios de dispositivos, los cuales parecen definir en
gran parte al género.

En cuanto a la evaluacién econdmica, observando la sensibilidad del EVI al AUC, se aprecia que a medida
gue aumenta el AUC, el EVI se incrementa via el aumento del revenue. Este impacto fue estimado en base
a los coeficientes de la regresion lineal mencionada en la seccion anterior. Se observa que aplicando el
algoritmo XGBoost, con el AUC obtenido de 0.65, el EVI es mayor al que se obtiene con un AUC de 0.5,
siendo este ultimo valor el que puede corresponderse con la performance del algoritmo de la moneda.
Con lo cual, si bien se ofrecen menos registros con el nuevo modelo, los mismos tienen un grado
considerable de aciertos en las clases de género. Ademas, se evidencia que si se logra mejorar el modelo
con nuevas features y con el pre procesamiento de los datos, el EVI aumentaria dado un drea bajo la curva
ROC mayor. Por lo que la empresa creadora de audiencias custom percibird mayores ingresos al contar
con registros de usuarios con atributos demograficos correctamente imputados con grandes posibilidades
de ser impactados segun lo desee el anunciante.
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Figura 120: Sensibilidad EVI con AUC, resaltando la performance del Modelo XGBoost vs Algoritmo Moneda

El nuevo activo: dispositivos con género asignado mediante un modelo de Machine Learning (XGBoost)
generara un valor econdmico de informaciéon mensual positivo a la empresa creadora de audiencias. En
particular, el EVI serd de aproximadamente 9.276,9 USD en base a 57.725 registros modelados a vender.

Por lo tanto, ademds de un valor econdmico positivo para la empresa creadora de audiencias, en un
mercado grande como lo es la venta de productos o servicios mediante plataformas digitales, contar con
el servicio de una compania dedicada a la venta de audiencias customizadas segun requerimientos del
cliente podria generar mejores impactos dado un género correctamente asignado.

Oportunidades de Mejora

Es posible mencionar algunas opciones a considerar para mejorar las métricas del modelo. En primer
lugar, los features de user agent pueden ser importantes. Como posibles mejoras al momento de pre
procesarlos, una buena forma de mejorar predicciones cuando se trata de dichos atributos es hacer un
scrapping de las prestaciones de los dispositivos. Es decir, realizar una investigacién exhaustiva sobre las
marcas y modelos, teniendo en cuenta el tamafio del dispositivo, la cantidad de pulgadas que posee la
pantalla, la capacidad de almacenamiento, la memoria RAM, el color, entre otras prestaciones.

Por otro lado, como posible forma a mejorar el feature engineering en lo que respecta a atributos de
navegacion web, para lograr modelos con mejor performance, se podria incluir a la cantidad de visitas por
dominio de las urls del tercer analisis en los rubros generados a partir de datos de dominios en el segundo
analisis, sumando dicha cantidad de visitas del dispositivo en cada uno de los rubros. De este modo, se
reduciria la cantidad de variables a incluir como input en los algoritmos de machine learning.



10. Posibles Extensiones

10.1. Boruta: Otra alternativa para seleccionar variables

Boruta es un método que elimina de forma iterativa features que son estadisticamente menos relevantes
gue un conjunto de variables de ruido artificiales que introduce el mismo algoritmo de Boruta. En cada
iteracion, las variables rechazadas se eliminan para la siguiente iteracién. Generalmente realiza una buena
optimizacién global para la seleccién de atributos.

Este algoritmo se basa en dos ideas:

1- Shadow features: En Boruta los features no compiten entre si, sino que compiten con una version
aleatoria de ellos. A partir de X (set de datos train que contiene a los atributos que hardn a la prediccidon
de género en este caso) se crea otro marco de datos mezclando aleatoriamente cada feature. Estos
features permutados se denominan “Shadow features”. Aqui, el dataset shadow se adjunta al dataset
original para obtener un nuevo dataset (X_boruta) que tiene el doble de columnas que X. Luego, se ajusta
un Random Forest en “X_boruta” e “y” (set de datos train que contiene a la variable target (femenino /
masculino)), se toma la importancia de cada atributo original y se compara con un umbral. Dicho umbral
se define como el atributo de mayor importancia registrado entre los “Shadow features”. Cuando la
importancia de un feature es superior a ese umbral, entonces es un “acierto” o “hit”. La idea es que un
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atributo es importante solo si es capaz obtener un valor de feature importance mayor que el “mejor

feature aleatorio”.

2- Binomial distribution: Como en todo algoritmo de Machine Learning, la clave es la iteracion. ¢ Cual es
la probabilidad de conservar un atributo? El nivel maximo de incertidumbre sobre un atributo se expresa
mediante una probabilidad del 50%. Dado que cada experimento independiente puede arrojar un
resultado binario (acierto o no acierto), una serie de N ensayos sigue una distribucién binomial.
En Boruta, no hay un umbral estricto entre un area de rechazo y aceptacion, sino que hay 3 areas:
1. Area de rechazo (roja en la siguiente imagen): Los features que caigan aqui seran eliminados.
2. Areadeindecisién (azul): Boruta es indeciso respecto a eliminar o no a los atributos que caigan en
este area.
3. Areade aceptacion (verde): Los features que caigan aqui son considerados importantes, por lo que
se mantiene.
Las areas se definen seleccionando las dos colas (extremos) de la distribucién. En el ejemplo de la imagen
gue se muestra a continuacion, la variable “age” es una variable predictora y debe mantenerse. La variable
“weight” es ruido y debe eliminarse. Y la variable “height” depende de nosotros, ya que Boruta se mostré
indeciso en cuanto a mantenerla o no.
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Figura 121: Distribucién binomial de features*

Por lo tanto, Boruta resulta ser una buena alternativa para realizar una seleccién de variables sélida y con
base estadistica en su conjunto de datos. Tomar decisiones importantes sobre los features es fundamental
para garantizar el éxito de un modelo predictivo. Siendo asi, aplicando Boruta para luego correr el modelo
XGBoost, las variables que se mantienen son:
® Is pc
Is_mobile
0OS_Android
0S_Windows
navegador_Firefox
navegador_SocialApp
VOS_Windows 10
Antiguedad_ancient
domain_type_Alimentos
domain_type_Busqueda_Laboral
ambito
ausa
autocosmos
buenosaires
bumeran
creditosparatodos

cronista

1 Fuente: Aaron Lee (2020). Boruta Feature Selection (an Example in Python)
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diarioregistrado
disco

futbollibre
infotechnology
mundoazulgrana
pronto

renault
rojadirectatv
starbucksrewards
toyota

veadigital

ypf

zonajobs

zonaprop

Y las nuevas métricas obtenidas por el XGBoost tomando solo dichas variables son:

Modelos Accuracy AUC Recall Precisién F1-Score

XGBoost 0.817 085 0771 0.605 0679
XGBoost aplicando Boruta 0.615 0.65 077 0.604 0.677

Aplicar Boruta es una excelente opciéon de facil aplicacion. Pero debe tenerse en cuenta que tiene una
desventaja. Posee un tiempo de ejecuciéon medido en horas (no en segundos como las herramientas de
“sklearn”). Esto hace que sea muy dificil de ajustar dado que cada ajuste de parametro requerird un
tiempo de CPU adicional extremadamente alto. Por lo cual, debe usarse cuando dicho tiempo de ejecucién
“valga la pena”. Por ejemplo, con sets de datos particularmente complicados, con cientos de variables
predictoras potencialmente correlacionadas.

10.2. Target Encoding: Codificacion de Variable Respuesta

Como alternativa al armado del dataset final para ser interpretado por algoritmos de Machine Learning,
existe el método denominado “Target Encoding”. En esta seccidn se probara al modelo final XGBoost
dandole como input una estructura de dataset completamente distinta a la estructura con la que se venia
trabajando a lo largo del presente caso.

La codificacion de variable respuesta (Target Encoding) se define como el proceso en el cual los atributos
categadricos se reemplazan por una combinacion de la probabilidad posterior de la variable target dado
un valor categodrico particular y la probabilidad previa (prior) de la variable target sobre todos los datos
de entrenamiento.

Esta funciona de la siguiente manera:



1. Agrupa los datos por cada categoria y cuenta el nimero de ocurrencias para cada valor de la
variable respuesta.

2. Calcula la probabilidad de ocurrencia de uno de los valores de la variable target (valor 1:
“Femenino” para este trabajo), dados cada valor categoérico.

3. Finalmente, se genera una columna con el valor de probabilidad para ese valor de la variable
target, por cada valor categorico. Se obtiene entonces un valor numérico que representa al
atributo categodrico (por ejemplo: Sistema Operativo, para el caso del presente trabajo) que puede
ser interpretado por algoritmos de machine learning.

Al realizar este proceso con la libreria de python sklearn, este toma en cuenta la probabilidad prior,
obteniendola con el set de training. Es decir, la probabilidad de que la variable target sea 1 (femenino).
Luego, utiliza esa métrica para ayudar a suavizar el valor codificado.

2 Rec-No |Temperature | Color | Ta
Rec-No [Temperature| Color | Target ST [ amrof p rget
1 Hot Red 1 cold 3 1 0.75 Red 1
2 Cold Yellow 1 Het 3 2 1.00 Yellow 1
3 Very Hot Blue 1 Very Hot 1 3 1.00 Elue 1

- Warm 1 Step-3 Mean —
] 1

Warm Blue 0 o T a 4 0.33 Elue 0
[4 Hot Rad 1 HoL 0.75 0.75 Red 1
6 Warm Yelow 0 [VeryFou | 100 1 _& =033 Yellow 0
7 Warm Red 1 Sep? [Gountoltarger, . om0 ——— | . 033 Red 1
1 Hot Vellow 0 Coid 2 ) ] ] 0.75 Yellow 0

- Hot .| 5 l -

9 Hot Valow ] e - / : 075 Vellow 1
10 Cald Yellow 1 Vearm — e 10 1.00 Yallow 1

Figura 122: Target Encoding Process®”

Al aplicar este proceso a los conjuntos de datos disponibles, la nueva estructura del dataset es la siguiente.

device_idx Target db_Encoded url_Encoded bf Encoded ov_Encoded im_Encoded of Encoded dom_Encoded df Encoded oa_Encoded ip_Encoded

392.0 0 0.520000 0.777695 0.541049 0.563774 0.541736 0.542094 0.537742 0.548589 0.543225 0.541410
930.0 0 0.528108 0.518895 0.527048 0.517174 0.523171 0.519493 0.548685 0.525897 0.528526 0.519275
1145.0 0 0.528108 0.063212 0.536432 0.532429 0.523171 0.540491 0.606133 0.525897 0.534338 0.541410
2465.0 1 0.528108 0.666667 0.536432 0.532429 0.523171 0.540491 0.599991 0.525897 0.534338 0.541410
2544.0 1 0.528108 0.618193 0.541049 0.517174 0.523171 0.519493 0.637097 0.525897 0.528526 0.519275

Las variables que se observan tienen aplicado el Target Encoding, excepto en el caso de “device_idx” y
“Target”, donde 1 es Femenino y 0 es Masculino. Los caracteres delante de “_Encoded” como nombre de
variable tienen el siguiente significado:

e df (Modelo Dispositivo)

5 Fuente: “https:/ftowardsdatascience.com/all-about-categorical-variable-encoding-305f3361fd02”
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ov (version del sistema operativo)
bf (browser)

db (Marca Dispositivo)

of (sistema operativo)

ip (es pc)

im (es celular)

ti (es tablet)

oa (antigliedad del Dispositivo)

Luego de aplicar este proceso al conjunto de datos, se corre el modelo XGBoost optimizando
hiperparametros mediante Random Search, aplicando Cross Validation, y se obtienen los siguientes
resultados.

Modelos Accuracy AUC Recall Precision

XGBoost 0.581 059 0.731 0.582

Es decir que sin realizar un profundo feature engineering como se hizo anteriormente, Unicamente
estructurando los datos de esta manera, en los resultados obtenidos mediante validacidon cruzada no se
logra una performance superadora al modelo final obtenido en presente trabajo.

Sin embargo, como puntos de mejora en esta seccién podria agregarse otro tipo de ingenieria de
atributos, habiendo hecho previamente un analisis de datos riguroso.

11. Anexo
Anexo 1: Datos

Se muestra a continuacién una vista de la matriz con data cleansing realizado desde los datos obtenidos
para comenzar a ser pre procesado y formar parte del input de modelos de aprendizaje automatico.

feature_type | feature_detail device_idx label
ov Android 9 65465 2
bf Chrome 5 3
dom minutouno.com 6431131 3
url creditosparatodos.org/gracias.php 3264654 3
db Xiaomi 168352 2

Anexo 2: Detalles de rubros de intereses a partir de datos de Dominio



Se detallan a continuacién graficos que muestran la variabilidad respecto a la variable target de los
dominios incluidos en cada rubro creado.

® Rubro Consumo

En lo que es Consumo, se incluyen dominios de pdginas que refieren al shop online variado
(electrodomeésticos, indumentaria, consumo en locales gastrondmicos, etc). El sitio "starbucksrewards"
tiene mayoria de visitas de género femenino. Esto hace inferir el consumo de bebidas de alta gama por
parte del género mencionado. En los demds dominios, es notoria también la mayoria femenina.
Solo en dominios como "coppel.com.ar" el porcentaje de visitas se empareja apenas mas que en los
demas. Esto tiene sentido ya que dicho dominio es un e-commerce de productos variados.

B Female
Male

starbucksrewards.com.ar
E

2 sommiercenter.com
3
o

£ dickserve.dartsearch.net
[=]
[=]

E tienda.philips.com.ar
=

coppel.com.ar

0 20 40 60 80 100

% Dispositivos

® Rubro Viajes

Los dominios de esta categoria pertenecen en su mayoria a la compaifiia almundo. Si bien posee mayoria
femenina en términos de visitas, la misma es solo cercana a 60% contra un 40% de visitas masculinas.

e Rubro Linea Movil

Este rubro se caracteriza por una proporcién de visitas muy equiliborada en cuanto a género.
Casi todos los dominios en esta categoria son igualmente visitados por hombres y mujeres, como puede
apreciarse en el gréfico.
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m Female
Male

club.movistar.com.ar
ayuda.movistar.com.ar
tienda.movistar.com.ar
movistar.com.ar
idp.movistar.com.ar
portabilidad.tuenti.com.ar
tuenti.com.ar

Tipos de Dominio Linea Maovil

ofertas.movistar.com.ar
negocios.movistar.com.ar
ventas.movistar.com.ar
movilzona.es

20 40 60 80 100
% Dispositivos

0

® Rubro Tramites Bancarios

El rubro de trdmites y bancos tiene una proporcién de visitas similares en cuanto a género. Sin embargo,
se destacan algunos dominios con mayorias de uno y otro género. Por ejemplo, el dominio
“creditosparatodos” es mds visitado por hombres que por mujeres. Y el sitio de “credisense” es mas
frecuentado por el género femenino.

Il Female
Male

credisense.com.ar
prestamosparatodos.org
veraz.com.ar
itau.com.ar

clientes.credicuotas.com.ar

Tipos de Dominio Tramites Bancanos

creditosparatodos.org

40 60 80 100
% Dispositivos

0 20

® Rubro Entretenimiento

Este rubro presenta cierta variabilidad en cuanto a género al observar en detalle. Por ejemplo, sitios como
“elnueve.com.ar”, “vix.com” y “television.com.ar” son marcadamente mas visitados por mujeres que por
hombres. Y a su vez, dominios como “autocosmos”, “cinemascomics” y “televisionlibre.net” son mas
frecuentados por el género masculino. Tiene sentido ya que, en particular “autocosmos” tiene que ver

con automoviles, rubro que ya se aprecid como mayoritariamente masculino.
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Bl Female
Male

elnueve.com.ar
vix.com
television.com.ar
pelisplushd.net
www3.animeflv.net
televisionlibre.net

autocosmos.com.ar

Tipos de Dominio Entretenimiento

cinemascomics.com

20 40 60 80 100
% Dispositivos

® Rubro Automovil

Este rubro, como se ha mencionado anteriormente, presenta en general mas visitas masculinas que
femeninas. Al desplegar el detalle del mismo, se aprecia la fuerte tendencia masculina.

Bl Female
Male
ypf.com
£ serviclub.ypf.com
e
o
£ renault.com.ar
a
L )
g Nissan.com.ar
=
toyota.com.ar
0 20 40 60 80 100

% Dispositivos

® Rubro Educacion

El rubro de educacién es mayoritariamente visitado por el género masculino. Sin embargo, se observa
cierta variabilidad al observar los dominios que lo componen.

Por ejemplo, tiene el dominio “21.edu.ar” es el de la Universidad Siglo 21. Dicha universidad privada, en
principio parece ser mas buscada por mujeres que hombres.

A su vez, los dominios de “infotechnology” son mas frecuentados por hombres. Esto hace sentido
habiendo observado también las proporciones en dominios de empleos, donde el género masculino se
inclina por sitios de trabajo orientados al drea tecnoldgica.
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EE Female
Male

21.edu.ar

infotechnology.com

Tipos de Dominio Educacian

0 20 40 60 80 100
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® Rubro Familia y Hogar

Este rubro presenta mas visitas femeninas que masculinas. La mayor parte de los dominios aqui incluidos
tienen que ver con bebés y nifios. Esto demuestra una fuerte tendencia femenina por la ocupacién del
cuidado de los nifios, bajo la poblacién de estudio.

® Rubro Farandula

Respecto al rubro farandula, el dominio con mds porcentaje de visitas de género femenino es
"pronto.com.ar" lo cual refleja cierta caracteristica de intereses por parte de dicho género ya que esta
revista es casi enteramente sobre fardndula y espectaculos en Argentina. Luego, dominios como
"elbocon" posee mas visitas masculinas que femeninas dentro del total de visitas. Esto también hace
sentido ya que dicho dominio es sobre farandula en el futbol

EE Female
Male

pronto.com.ar

elbocon.pe

Tipos de Dominio Farandula

0 20 40 60 80 100
% Dispositivos

® Rubro Salud

Este rubro presenta en general mas visitas femeninas que masculinas. El dominio “sancorsalud” es el mas
visitado con un 60% de usuarios con género femenino.

e Rubro Alimentos

En Alimentos, los sitios que hacen referencia a recetas de cocina y supermercados tienen porcentajes de
visitas altamente femeninos, dejando ver interés y gustos por este rubro mds marcado en mujeres que en
hombres.
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® Rubro Inmobiliarias

Tanto el dominio “reporteinmobiliario” como “zonaprop” son frecuentados por mayorias femeninas
aunqgue no tan acentuadamente, alcanzando una proporciéon 60% mujeres - 40% hombres. Se puede
apreciar que los intereses por alquiler o compra de propiedad son atendidos mas por mujeres que por
hombres, bajo la poblacién de estudio.

mm Female
Male

buscador.reporteinmobiliario.com

zonaprop.com.ar
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0 20 40 60 80 100
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® Rubro Buenos Aires

Este rubro presenta diferencias en cuanto a visitas segun género especialmente en dominios referidos a
tramites en la web puntual del gobierno de Buenos Aires y mdas acentuadamente en “ausa.com.ar”, que
es un sitio de una sociedad andnima que tiene al gobierno de la ciudad de Buenos Aires como principal
accionista. La compaiiia se dedica a la construccion de autopistas e infraestructura urbana.

I Female
Male

lacapitalmdp.com

gba.gob.ar
formulario-sigeci.buenosaires.gob.ar
miba.buenosaires.gob.ar
buenosaires.gob.ar

tramitesdigitales.buenosaires.gob.ar

Tipos de Dominio Buenos Aires

ausa.com.ar

20 40 60 80 100
% Dispositivos
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Anexo 3: Datasets finales pre procesados
e Dataset final para atributos de tipo “User Agent”

En cuanto al dataset final, para el caso de User Agent, se hizo unién de distintos datasets que se
corresponden con cada tipo de feature de user agent (df, bd, oa, ip, im, it, bf, ov, of), mediante el id del
dispositivo. En los casos en que el dispositivo no posea determinado feature se le asigna 0 si el feature
tiene valores binarios (1, 0), y el valor “Otros” en los casos de variables con valores categdricos no
dicotémicos. Aqui se aprecian 2 vistas que muestran como queda el dataset procesado antes y después
de transformar a las variables en dummies respectivamente, para que puedan ser leidas por los algoritmos
de machine learning.

device_idx Is_pc Is_mocbile Is_tablet 05 age fem navegador modelo VOS5 Antiguedad marca
1.0 0 1 0 Android 50 1.0 SocialApp Otroz Android 10 new Otros
2.0 0 1 0 Android &0 0.0 Chrome Otros Otros ancient Samsung
3.0 0 1 0  Android 40 0.0 Chrome  Samsung SM-GG10M  Android 7 ancient Samsung
4.0 0 1 0 Android 50 0.0 Chrome Otros  Android 10 new Otros
2.0 1 0 0 Windows 5.0 0.0 Chrome Otros Windows 7 old Otros

Luego se elimina al ID (device_idx), para generar un “get dummies” en las variables categdricas. Es decir,
se deshace de los strings como valores de las variables, convirtiéndolos en columnas para tener 1y 0 en
toda la base, a nivel de dispositivo y poder asi ser procesados por los modelos descritos.

sisiema_op_Mac version_sistema_op_Androdd

ispc istablet ismobile sistema_op_Linux Doy Msema_op Otros  sistema_op Windows  sistema_op_i0S
0 0 1 0 Li] 0 1] ] 1]
0 0 1 0 L] 0 Q ] 1]
0 0 1 0 [ 0 ] ] ]
0 D 1 1} L] 0 1] ] 1]
1 0 Q 0 0 0 1 ] Q
0 D 1 1} L] 0 o] ] 1]
1 0 a b o 0 1 ] ]
1 0 o 0 L] 0 1 o 1]
1 0 i} 1] o 0 1 ] 1]
i 0 o 0 0 0 1 0 1]

De esta manera, queda el dataset final de variables dependientes y la variable dependiente “fem” para
ser procesados por los modelos de machine learning.

e Dataset final para atributos de tipo “Dominio”

Se muestra a continuacién una vista con los rubros de interés generados a partir de datos de tipo “dom”,
siendo variables binarias donde 1 representa interés por dicho rubro por parte del dispositivo y 0 sin
interés. Cada fila es un identificador de dispositivo.



domain_type_Inmechbiliaria domain_type_Mecticiaz domain_type_Otros domain_type_Salud domain_fype_Tramites_Bancarics domain_type_Viajes fem
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e Dataset final para atributos de tipo “Url”

El dataset procesado para el caso de la los sitios web se hizo en base a los dominios desprendidos de cada
uno, contabilizando la cantidad de veces que cada dispositivo los visitd. No es lo mismo que un usuario
pase, por ejemplo, por bumeran 1 sola vez que 20 veces, demostrando en este ultimo caso un fuerte
interés en empleos.

starbucksrewards supermercadosdia swarovski  televisionlibre toyota tuenti veadigital wveraz vicentelopez ypf zonzjobs zonaprop fem

0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 40 0.0 0
0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 00 240 200 1
0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 1
0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0
0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 30 17.0 1
0.0 0.0 0.0 0.0 0.0 0.0 3.0 0.0 0o 0o 0.0 0.0 il
0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 11.0 0

Anexo 4: Hiperparametros

ETAPA Algoritmo de Hiperparametro Rango de valores Valor elegido por
Machine técnica de
Learning optimizacion de
hiperparametros
User Agent | Regresion Lineal | penalty ['11,'12" 12
C [0.0001, 0.001, 0.01, 0.001
0.1, 1,5]
solver ['liblinear’, 'saga'l ‘saga’
Random Forest | n_estimators [int(x) for x in 150
np.linspace(start = 50,
stop = 200, num = 10)]
max_features [‘auto’, 'sqrt'] ‘sqrt’




max_depth list(range(3,12), None) | None
min_samples_split [2, 5, 10] 2
min_samples_leaf list(range(1,15)) 9
bootstrap [True, False] True
XGBoost n_estimators st.randint(50,200) 62
learning_rate st.uniform(0.05, 0.4) | 0.1686040574591193
]
max_depth list(range(3,12), None) | None
colsample_bytree st.beta(10, 1) 0.9113010087565172
subsample st.beta(10, 1) 0.893980755161291
gamma st.uniform(0, 10) 5.528199769079078
reg_alpha st.uniform(0.05,10) 0.8659418040024036
min_child_weight st.uniform(1,20) 17.202267893583617
ETAPA Algoritmo de Hiperparametro Rango de Valor elegido por
Machine Learning valores técnica de
optimizacion de
hiperparametros
User Agent + Regresion Lineal penalty ['12',12"] ‘17
Dominios
C [0.0001, 0.001, |O0.1
0.01,0.1,1,5]
solver ['liblinear’, 'liblinear’
'saga'l
Random Forest n_estimators [int(x) for x in 66
np.linspace(star
t =50, stop =




200, hum = 10)]

max_features ['auto’, 'sqrt'] ‘auto’
max_depth list(range(3,12)) | 10
min_samples_split | [2, 5, 10] 10
min_samples_leaf list(range(1,15)) | 9
bootstrap [True, False] False
XGBoost n_estimators st.randint(50,20 | 177

0)

learning_rate

st.uniform(0.05,
0.4)

0.1405983100791751
7

max_depth list(range(3,12), |9
None)
colsample_bytree st.beta(10, 1) 0.998326726997658
subsample st.beta(10, 1) 0.8790530564632983
gamma st.uniform(O, 5.12093058299281
10)
reg_alpha st.uniform(0.05, | 5.227513505274801

10)

min_child_weight

st.uniform(1,20)

4.487328580099829

ETAPA Algoritmo de Hiperparametro Rango de Valor elegido por
Machine valores técnica de
Learning optimizacion de
hiperparametros
User Agent + Regresion Lineal | penalty ['12,12"] ‘17
Dominios + Urls
C [0.0001, 0.001, |O0.01
0.01,0.1,1,5]
solver ['liblinear', ‘saga’




'saga']

Random Forest n_estimators [int(x) for x in 100
np.linspace(star
t =50, stop =
200, num = 10)]
max_features ['auto’, 'sqrt'] ‘sqrt’
max_depth list(range(3,12), | None
None)
min_samples_split [2,5, 10] 2
min_samples_leaf list(range(1,15)) |9
bootstrap [True, False] True
XGBoost n_estimators st.randint(50,20 | 177

0)

learning_rate

st.uniform(0.05,
0.4)

0.1405983100791751
7

max_depth list(range(3,12, |9
None))
colsample_bytree st.beta(10, 1) 0.998326726997658
subsample st.beta(10, 1) 0.8790530564632983
gamma st.uniform(0, 5.12093058299281
10)
reg_alpha st.uniform(0.05, | 5.227513505274801

10)

min_child_weight

st.uniform(1,20)

4.487328580099829
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